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Resumo

O rapido crescimento da quantidade de informacdo disponivel online em forma
textual ndo-estruturada necessita de dispositivos que auxiliem o acesso rapido a
informagdo. Neste contexto, a sumariza¢cdo automatica de textos pode ser considerada uma
tarefa crucial. Sumarizacado € o processo de reduzir o tamanho de um texto, preservando o
seu conteudo informativo. Entretanto, produzir um sumario de um texto qualquer é um
desafio que requer completo entendimento do texto, fato que esta além do estado da arte
atual da computagdo. Apesar disso, diversos sistemas robustos utilizam técnicas estatisticas
e baseadas em andlise lingiiistica superficial, de forma independente de dominio, que sdo
capazes de produzir sumarios de razoavel qualidade para textos de diversos géneros e

estilos.

Este trabalho apresenta uma contribuicio nos estudos ja realizados para
sumarizacdo automatica de textos, propondo e comparando quatro diferentes técnicas de
sumariza¢do extrativa com enfoque estatistico e de analise lingiiistica superficial para
textos escritos na lingua inglesa. As técnicas incorporam diversas heuristicas, todas
objetivando classificar a relevdncia de cada sentenga para inclusdo no sumario. Deve-se
salientar que todas as heuristicas produzem caracteristicas que sdo passiveis de serem

obtidas de textos ndo-estruturados, de qualquer dominio e género.

As quatro técnicas de sumarizagdo foram avaliadas de forma objetiva, envolvendo
a capacidade de replicarem o sumadrio extrativo “ideal”. Como base para comparag¢io,
foram utilizados sumarios contendo sentengas aleatdrias do texto, as primeiras sentengas do
texto e produzidos pelo Microsoft Word Summarnzer. Os resultados obtidos foram
validados em uma base de 100 documentos, contendo sumarios extrativos produzidos
automaticamente e uma base de 30 documentos, contendo sumarios extrativos produzidos
manualmente. Adicionalmente, uma analise comparativa entre sumarios automaticos e
manuais foi realizada e os sumarios produzidos por 11 técnicas diferentes foram agrupados
por similaridade através do uso de clustering aglomerativo, visando descobrir padroes na

geracdo de sumarios automaticos.
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Abstract

The fast growth of available on-line information in textual form requires systems
that provide fastér access to information. In this context, Automatic Text Summarization
can be considered a crucial task. Summarization is the process of reducing the length of a
text, while preserving its informative content. However, producing a summary of any text
is a challenge that ideally requires full understanding of the text, which is beyond the
current state of the art. Despite this, many robust systems use statistical and shallow
linguistic processing, in a domain-independent form, being capable of producing reasonable

summaries for texts of different styles and genres.

This work presents a contribution to the research already carried out for Automatic
Text Summarization, proposing and comparing four different techniques of extractive
summarization for English texts using statistical approaches and shallow linguistic analysis.
The techniques use many heuristics, all trying to classify the relevance of each sentence for
inclusion in the summary. It must be pointed out that all heuristics produce features that can

be extracted from non-structured texts, of any domain and genre.

The four summarization techniques have been evaluated in an objective way,
involving the capacity of the system to reproduce the “ideal” extractive summary. As a
baseline for comparation, we use summaries containing randomly-selected sentences of
text, containing the first sentences of the text, and produced by the Microsoft Word
Summarizer. The results have been validated in a corpus of 100 documents, using
automatically-produced extractive summaries, and a corpus of 30 documents, using
manually-produced extractive summaries. In addition, a comparative analysis between
automatic and manual summaries was carried out and the summaries produced by 11
different techniques have been grouped by similarity through the use of agglomerative

clustering, trying to discover patterns in the generation of automatic summaries.
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Sumario das Publicacdes e Contribuicio do Autor

Na publicagdo 1, € proposto um método simples para realizacio de sumarios
automaticos, baseado no uso da representagcdo vetorial de documentos e utilizando a
métrica TF-ISF (Term-Frequency — Inverse Sentence Frequency), uma adaptagio do
convencional TF-IDF, comumente utilizado na Recuperagao de Informagdes [Salton 88].
Sentengas com altos valores de 7F-ISF sdo selecionadas para fazerem parte do sumdrio, a

partir de um limiar especificado pelo usuario.

Na publicagdo 2, € proposto um método mais elaborado que particiona o
documento em tépicos (utilizando o conhecido algoritmo Text Tiling [Hearst 93]), que
identifica segmentos coerentes do texto. Para cada tépico gerado, o método calcula a
relevéncia relativa no documento, utilizando a nog¢@o de TF-ISF e o centroide (vetor médio
de todas as sentengas presentes no documento). Finalmente, sentencas sfio extraidas dos
topicos de acordo com a sua semelhan¢a com o centrdide, e em niimero proporcional a
relevincia do mesmo. Os resultados foram analisados por uma especialista em lingiiistica,
utilizando 7 documentos da tarefa Adhoc do projeto SUMMAC [Mani 98¢c]. Os sumarios
produzidos pelo sistema foram comparados com os produzidos pelos sistemas CGI/CMU e
Comell, que foram os sistemas que apresentaram os melhores resultados durante a

SUMMAC.

Nas publica¢des 3 e 4 sdo propostos dois sistemas de sumarizagdo treindveis, no
contexto de uma tarefa de classificacéo, ao contrario dos sistemas anteriores que utilizavam
heuristicas fixas para sumarizac¢do. Estas propostas foram elaboradas considerando as
evidéncias de [Kupiec 95], de que um sistema de sumarizag¢do extrativo incorpora diversas
heuristicas para classificar as sentencas e que as importincias das heuristicas individuais

devem ser aprendidas automaticamente pelo sistema.

Na publicagdo 3 € proposto um sistema de sumarizacdo que utiliza diversas
caracteristicas baseadas em posi¢do, tamanho e presenca de palavras tematicas/relevantes
nas senten¢as e na identificagdo de segmentos coesos do texto. O enfoque é utilizar
atributos que possam ser obtidos de textos ndo-estruturados. Os resultados foram analisados

em cerca de 183 documentos técnicos da base CMP-LG (utilizada em diversos trabalhos da
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area [Teufel 99] [Mani 98a]) e comparados com resultados obtidos por outros
pesquisadores. O algoritmo de aprendizagem de maquina utilizado foi o classificador
Naive-Bayes, tradicionalmente utilizado em experimentos de sumarizagéo treindvel [Teufel

99] [Kupiec 95].

Na publicagdo 4, o sistema treinavel proposto ¢ direcionado para sumarizagio
automatica de noticias e faz uso da estrutura argumentativa do texto, através de uma
representacdo em arvore bindria obtida do uso de clustering aglomerativo, em
contraposi¢do a publicagdo 2, que utilizava uma representagdo linear gerada pelo algoritmo
Text Tiling. As caracteristicas utilizadas envolvem a detecgdo dos conceitos principais do
texto, grau de conectividade entre as sentengas do documento e ocorréncia de nomes
proprios, anaforas e marcadores de discurso comuns. Os algoritmos de aprendizagem de
maquina utilizados foram o C4.5 [Quinlan 92] e Naive-Bayes. O sistema foi avaliado em
uma base com cerca de 800 documentos, obtido dos textos da publicadora Ziff-Davis da

base TIPSTER [Harman 94].

Em resumo, a contribui¢do principal do autor é a proposta e comparagdo de
diferentes técnicas de sumarizacgdo extrativa com enfoque estatistico e de analise lingiiistica
superficial. As técnicas utilizadas baseiam-se tanto em heuristicas fixas como em
treinamento, e foram baseadas nas informagdes teméticas do texto, métricas conhecidas de

Recuperacdo de Informacdes, posi¢do e tamanho das sentengas, coesdo e estrutura do texto.



1 INTRODUCAO/MOTIVACAO

O répido crescimento da quantidade de informacdo disponivel online em forma
textual ndo estruturada necessita de dispositivos que auxiliem o acesso rapido a informagio.
Particularmente, sdo necessirios métodos que auxiliem o julgamento da relevancia dos
textos em questdo. Uma das técnicas que podem ser utilizadas na realizacio desta tarefa é a

sumarizacio.

Sumarizagdo € o processo de reduzir o tamanho de um texto, preservando o seu

contetndo informativo.

Entretanto, produzir um sumdrio de um texto qualquer ¢ um desafio que requer
idealmente completo entendimento do texto, fato que estd além do estado da arte atual da

computacdo. [Brandow 94] [Mitra 97].

Apesar disso, diversos sistemas robustos utilizam técnicas estatisticas e baseadas
em andlise lingiiistica superficial, de forma independente de dominio, que sio capazes de

produzir sumarios de razoavel qualidade para textos de diversos géneros e estilos.

Os sumarios autométicos também desempenham um papel importante no auxilio a
recuperagdo de informagdes: em posse do sumario, o usudrio é capaz de julgar se o

documento completo deve ou ndo ser analisado.

Embora muitos textos ja contenham sumadrios escritos pelos proprios autores, a

geracdo automatica de sumarios apresenta algumas caracteristicas Unicas:

e (Geracdo de um sumario com o tamanho especificado pelo usuario. Tal caracteristica
permite que o usudrio selecione o nivel desejado de granularidade, diferente dos

sumarios fornecidos pelos autores, que sdo estaticos.
e Criagdo de ligagOes entre uma frase do sumario com bloco de texto correspondente.

¢ Criagdo de sumarios com o foco do usudrio, selecionando informacdes relativas a um

interesse particular.



(&%

Sumédrios gerados automaticamente também podem diminuir o grau de
interferéncia exercida pelo sumarizador humano, que € influenciado pela disposicio, atitude
e opinides particulares. Assim sendo, a sumariza¢do automatica pode resultar em maior

consisténcia e objetividade nos sumarios.

Cabe-se também destacar o uso conjunto com a Recuperagio de Informacdes,
onde sumarios automadticos podem ser utilizados para identificar documentos relevantes em
uma cole¢do, ou sumarizando similaridades e diferencas entre documentos (sumarizacio

multi-documentos).

A area de sumarizagdo estd atualmente sendo foco de grande interesse no setor
comercial, incluindo a industria de telecomunica¢des, mineracdo em bancos de dados
textuais e filtros para sistemas de recuperagdo de informagdes na Web. O governo
americano, através da DARPA, identificou a sumarizagdo de textos como uma area de
pesquisa critica e comegou a realizar investimentos e estimulos ao desenvolvimento da
area, através de iniciativas com a TIPSTER SUMMAC [Mani 98c], que visa estimular o

desenvolvimento do estado da arte na area.

Em sintese, pode-se argumentar que sumarios automaticos dificilmente
apresentam a mesma qualidade de um sumdrio produzido por um humano em relacdo a
fluéncia, coeréncia e sintese, mas por outré lado podem ser mais Uteis para a realizag¢do de

diversas tarefas devido a sua caracteristicas dinAmicas.

Esta disserta¢do tem dois objetivos principais: (a) propor 4 diferentes técnicas de
sumarizagdo extrativa com enfoque estatistico e de analise lingiistica superficial para
textos escritos na lingua inglesa; (b) realizar um estudo comparativo entre as 4 técnicas
propostas. As técnicas incorporam diversas heuristicas, todas objetivando estimar a
relevancia de cada sentenga para decidir se aquela senten¢a deve ou ndo ser incluida no
sumario. A limitacdo da lingua ¢ imposta pela maioria das técnicas, que envolvem pré-

processamentos disponiveis somente para a lingua inglesa.
A dissertagdo esta dividida da seguinte maneira:

No capitulo “Revisio de literatura”, a tarefa de sumarizacio automatica de textos é

introduzida e diversas técnicas tradicionalmente utilizadas serdo explanadas e comparadas.



No capitulo “Desenvolvendo Novas Técnicas para Sumarizacdo Automatica de
Textos” sdo explorados os potenciais de utilizagdo e extensdo de alguns grupos conhecidos
de heuristicas aplicadas a sumarizagdo de textos. No mesmo capitulo, serfio explicadas as 4

técnicas de sumarizacdo propostas neste trabalho.

No capitulo “Experimentos e Anélise de resultados”, as 4 técnicas de sumarizagdo
serdo avaliadas de forma objetiva, envolvendo a capacidade de replicarem o sumério
extrativo “ideal”. Para fins destes experimentos, utilizou-se dois tipos de procedimentos
para produzir um sumdrio “ideal”: um sumério gerado da forma automatica (utilizando

técnica explicada mais adiante) e um sumério manual (produzido por um juiz humano).

Adicionalmente, os resultados serdo comparados com sumarios obtidos por 3
outros métodos, a saber: selecio de sentencas aleatorias do texto, sele¢do das primeiras
sentengas do texto e gerados pelo sistema comercial de sumariza¢io Microsoft Word
Summarizer, visando situar os sistemas em relagdo a ferramentas disponiveis no mercado.
As métricas de avaliagdo utilizadas serdo os valores de precision e recall (definidos na
secdo 2.1) em sumdrios contendo 10% do nimero de sentencas do documento. No caso de
sumarios gerados de forma automatica, uma base de 100 documentos sera utilizada na
avaliacdo. Para sumarios manuais, a base de documentos utilizada contém 30 documentos.
Os sumdrios automaticos serdo comparados com os manuais visando verificar o seu grau de
concordancia, fator determinante para experimentos futuros utilizando sumarios
automaticos. Os sumarios produzidos pelas 4 técnicas também serdo avaliados com relagio
a similaridades entre si, através do uso de clustering aglomerativo visando descobrir

padrdes na geragdo de sumarios automaticos.

Finalmente, no capitulo “Conclusdes e Dire¢des Futuras™, sdo apresentados os

resultados finais e perspectivas do trabalho realizado.



2 REVISAO DA LITERATURA

Este capitulo estd organizado da seguinte maneira: em “Introdugio a sumarizagio”
a tarefa de sumarizag@o automatica de textos ¢ introduzida, discriminando-se os principais
tipos de sumarios existentes e o contexto historico da area. Na se¢io “Revisdo de
Recuperagio de Informagdes™ sdo vistos alguns conceitos basicos da area que apresenta
grande interse¢do com a sumarizagio de textos, tanto como tarefa combinada quanto na
utilizagdo de técnicas e terminologias comuns. Na se¢do "Avaliagdo dos Resultados" sido
abordados os principais tipos de avaliagdes possiveis ¢ as métricas comumente utilizadas na
avaliacdo. As se¢des seguintes apresentam diversas técnicas utilizadas em trabalhos
realizados na 4rea, agrupadas nas seguintes categorias: “Técnicas classicas de
Sumariza¢do”, “Técnicas baseadas em Treinamento” e “Técnicas baseadas na estrutura do
discurso (coesdo e coeréncia)”. Finalmente na se¢dio "Resultados Importantes na
Sumarizagdo de Textos" sdo abordados alguns experimentos importantes relatados na area e
a conferéncia TIPSTER SUMMAC, o maior evento ja realizado para avaliacdo de sistemas

de sumariza¢do automatica.

2.1 INTRODUCAO A SUMARIZACAO
Segundo [Spark Jones 99], a tarefa de sumarizagio pode ser dividida em 3 etapas:
e Criar uma representagdo do texto origem;
e Transformar a representagdo do texto origem para uma representacdo de sumario;
e (erar o sumadrio a partir da representacio;

Sumarios podem ser construidos através de uma andlise semintica profunda do

texto ou através de andlise lingiiistica superficial do texto.
Existem basicamente 3 tipos de sumarios [Morris 92]:

e Indicativo: também chamado de descritivo, apresenta como fungiio descrever sobre o

que o texto trata e auxiliar o leitor a decidir se o texto original deve ou nfio ser lido.
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¢ Informativo: tenta sumarizar a informagdo do texto de forma que o leitor nio necessite

consultar o texto original.
 Ciritico: Analisa o texto, expressando a opinido do revisor em relagdo ao texto original.

Devido ao fato de poucas aplicagdes necessitarem de sumarios criticos, e porque a
tecnologia necessdria para produzir os outros dois tipos esta além da atual, a pesquisa em

sumarizacdo restringiu-se ao desenvolvimento de sumarios informativos.

A area surgiu nos anos 60, através do trabalho de Luhn [Luhn 58]. Nos anos 70 e
80, pouca pesquisa foi desenvolvida e poucos avangos foram obtidos. Nos anos 90, a drea
renasceu devido a interesses comerciais € governamentais. Porém, quase todos os trabalhos

desenvolvidos podem ser classificados como Extragfio de Texto ou Extracdo de Fatos.

~

A extra¢do do texto funciona do modo “O que vocé vé é o que vocé tem”. Na
extragdo de textos, as fases 1 e 2 mencionadas no inicio desta secfio sdo uma tnica fase;
segmentos de textos (sentengas ou paragrafos) sdo tipicamente selecionados através de uma

mistura de critérios estatisticos, posicionais ou baseados em palavras chaves.

Na extragdo de fatos, as fases | e 2 também s3o uma tnica fase. No processamento
inicial, expressdes no texto que capturam conceitos sdo localizadas e uma representacdo
baseada em frames ou templates € gerada. A gera¢do do sumério envolve a produgio de

textos em linguagem natural a partir da representacio obtida.

Técnicas de extracdo de textos tém a vantagem da generalidade, pois podem ser
aplicadas em quaisquer tipos de texto, mas geralmente produzem uma saida de baixa
qualidade. A extra¢@o de fatos geralmente apresenta uma saida de melhor qualidade, mas
tem a desvantagem de requerer que o tipo de informagdo sendo utilizada seja
explicitamente especificada, sendo utilizada somente em dominios cujas caracteristicas sio
previsiveis e bem compreendidas. Nao existem evidéncias fortes que tais sistemas estardo
aptos a manipularem textos de forma independente de dominio em um futuro préximo

[Brandow 94] [Mitra 97].

Devido a dificuldade constatada, a maioria dos sistemas focalizaram a tarefa de

extra¢do de texto, conhecida como sumariza¢do extrativa.
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A sumarizag¢do por extragdo pode ser definida como encontrar um subconjunto do
documento que € representativo do seu contetido, tipicamente atribuindo pontos a sentencas
de acordo com a sua relevincia e preservando as sentengas com maior pontuagdo. Estes
tipos de sumarios ndo sdo garantidos de terem coeréncia narrativa, mas podem ser Uteis

para um julgamento de relevincia e sio trataveis pela tecnologia atual.

Diversas heuristicas foram propostas para sumariza¢io por extracdo, mas nio ha
nenhum critério muito claro para escolher uma delas. Existem evidéncias que a combinacio

de diversas heuristicas deve apresentar melhores resultados.
Algumas destas heuristicas sio:

e Presenca de palavras indicativas (cue words) ou palavras do titulo do documento na

sentenc¢a sendo considerada para extra¢do [Edmundson 69].
e Posicdo da sentenga no documento [Edmundson 69].

e Técnicas de Recuperacdo de Informagdo: uso de estatisticas baseadas na freqiiéncia de
palavras, utilizadas para calcular o grau de importdncia de uma palavra, ou técnicas de

recuperacdo de passagens no texto [Luhn 58].

e Sentencas importantes existem em posicdes mais coesas do texto (sentengas mais

conectadas do texto). [Barzilay 97][Carbonell 98] [Mitra 97]

e Incorporagdo da estrutura de discurso (retorica) do texto na cria¢do de sumarios [Marcu

99] [ Teufel 99].

Um problema inerente da sumarizagdo por extragdo ¢ que ela ndo funciona bem
em situacdes aonde se deseja altas taxas de compressdo ¢ em documentos muito longos

[Teufel 99].
Algumas destas heuristicas serdo discutidas em mais detalhes na se¢do 2.3.

Apesar da maioria dos trabalhos atuais focalizar em extra¢des ao invés de em
resumos propriamente ditos, este enfoque deve se modificar em alguns anos, com o avango

do Processamento em Linguagem Natural. Além disso, novas sub-dreas estdo surgindo,



como sumariza¢do de miltiplos documentos, sumariza¢do multimidia e sumarizacdo multi-

lingua.

2.2 REVISAO DE RECUPERACAO DE INFORMACOES

Sistemas de recuperacdo de informagdes sdo utilizados para recuperar documentos
ou textos com conteudo mformativo relevante para uma necessidade do usudrio.
Inicialmente, sistemas de recuperacdo de informagdes foram utilizados principalmente por
bibliotecas na busca de material bibliografico. O posterior advento de processadores de
texto e CD-ROMs gerou mecanismos efetivos para criagdo e disseminagio de textos em
forma eletronica, motivando o surgimento de técnicas de busca de informagdes sobre textos
completos. A recuperagdo de informagdes consiste principalmente de duas diferentes
atividades: indexag@o e busca. A indexagdo refere-se ao modo como os documentos sio
representados para posterior recuperag¢do. A busca refere-se a0 modo como a representagio
dos documentos € examinada € o0 modo como estes sdo considerados relacionados a uma

consulta provida pelo usudrio [Witten 94].

A seguir, serdo apresentadas algumas técnicas tradicionais da area da recuperagido
de informagdes que sdo tipicamente utilizadas por sistemas de sumarizagio: pré-
processamento, representa¢do vetorial dos documentos e sistema de pesos aplicados a

representacado vetorial.

Pré-processamento e representacio vetorial dos documentos

A representacdo dos documentos apresenta grande impacto na capacidade do
sistema. Devido a severas limita¢des da tecnologia corrente em processamento robusto de
texto, necessita-se definir estruturas que possam ser extraidas do texto automaticamente e a
um custo computacional razodvel. Por outro lado, a estrutura deve ser rica o suficiente para

permitir encontrar informacgdes interessantes.

A forma mais tradicional de representar documentos na area de recuperagio de informacdes
¢ o paradigma bag-of-words [Joachims 96], que representa palavras na forma atributo-

valor.



Desta forma, cada palavra do documento € tratada como um atributo, e os valores
representam o nimero de ocorréncias de cada palavra no documento. Deve-se notar que

esta representa¢do assume que a ordem das palavras no documento nio € relevante.

A representacdo vetorial de documentos foi introduzida por Salton [Salton 88] e
representa documentos como vetores multi-dimensionais. Cada dimensdo do vetor

representa a freqiiéncia de ocorréncia de um termo no documento.
¥=0 4t ),
sendo n o total de termos da colecdo de documentos

Considerando-se todos os termos possiveis em uma cole¢do de documentos, um
vetor pode ter centenas de dimensoes, a maioria delas com o valor zero para cada
documento especifico. A representacdo de documentos como vetores sugere uma medida
natural de similaridade: o angulo entre os dois vetores. Quanto menor o 4ngulo entre os
dois vetores, mais similares os documentos sdo. Se X e Y sdo 2 vetores n-dimensionais, o

angulo 0 entre os dois satisfaz:

X -Y =|X||Y|cosé

aonde X-Y ¢ produto interno, € [X ‘ = fo ¢ o comprimento euclidiano do

vetor X. O dngulo 0 pode ser calculado por:

D x.y,
XY =
cosé = = = -

o 5o ]

i=1

Os valores de cos8 variam de 1 para documentos com maéaxima similaridade e 0

para documentos sem nenhuma similaridade.

Esta métrica € conhecida como similaridade dos cosenos, e € amplamente utilizada

na pesquisa de Recuperagdo de Informacdes e Sumarizagido de Textos, aonde tipicamente a



consulta (também considerada um documento) é comparada com cada um dos documentos

pertencentes a uma base, e os resultados sdo ordenados de acordo com a similaridade.

Como um documento apresenta um numero alto de palavras tnicas, existem 3

processos tradicionalmente aplicados visando reduzir a dimensionalidade excessiva [Witten

94]:
e Stop words

Stop words sdo termos que ocorrem muito freqiientemente e ndo devem ser
utilizados. Um conjunto de sfop words ¢ chamado de stop list. Os termos can, will, do e
does sdo exemplos de stop words. Geralmente, sistemas de recuperagdo de informagio
utilizam uma sfop list contendo palavras que nido devem ser consideradas na representagio

vetorial dos documentos.
e (ase Folding

Case Folding € o processo de substituicdo de todos os caracteres para 0 mesmo
formato. Por exemplo, the, The, THE e outras cinco combinacdes possiveis sdo convertidas

para o termo the.
e Stemming

Stemming € a conversdo de palavras para a forma de radical, eliminando flexdes
verbais e plural. O processo de stemming envolve a remo¢do de um ou mais sufixos,
convertendo o termo para uma forma neutra. Por exemplo, os termos compression e

compressed seriam aceitos como equivalentes ao termo compress.

Implementagdes de algoritmos de stemming requerem conhecimentos detalhados
de linguistica, sendo mais utilizado o algoritmo de Porter [Porter 80], originalmente feito

para a lingua inglesa.

A representagdo de N-Grams ¢ uma alternativa ao processo de stemming e
remogdo de stop words. Um n-gram [Cavnar 94] € um segmento com o comprimento de n
caracteres. Por exemplo, a palavra DATA pode ser representada pelos tri-grams (n=3):
_DA, DAT, ATA, TA_ ou pelos quadri-grams(n=4): DAT, DATA, ATA , onde o simbolo “

representa o espaco existente antes ou depois da palavra. Em comparagdo ao stemming e



remogdo de stop words, a representagao de n-grams tem a vantagem de ser mais robusta —
menos sensitiva a erros tipograficos e gramaticais e torna o sistema mais independente de
linguagem. Entretanto, a representacdo de n-grams nio ¢ tio efetiva em reduzir o nimero

de dimensdes (palavras) de um texto.

Sistema de pesos aplicados a representacio vetorial

Ao invés de simplesmente armazenar o numero de ocorréncias de cada palavra na
representacdo vetorial, algumas heuristicas foram propostas visando diferenciar a
importéncia das palavras, fornecendo valores mais altos para palavras extremamente
significantes. Neste contexto, serdo abordadas 2 técnicas que podem ser utilizadas para

atribuir pesos diferenciados as palavras: o TF-IDF e o TE-TL.
TF-IDF (Term Frequency — Inverse Document Frequency)

Salton explorou diversos métodos de calcular pesos para as palavras. Os pesos de
palavras TF-IDF representam o valor de cada palavra na representacio vetorial combinando

as estatisticas TF(i, d) e DF(i).

O TF(@, d) (term frequency) é o nimero de vezes em que a palavra i aparece no

documento d.

O DF(1) (document frequency) é o nimero de documentos no qual a palavra i

aparece a0 menos uma vez.

O IDF(i) (inverse document frequency) pode ser calculado através de DF(i),

utilizando-se a seguinte formula:

| D|
DF (i)

IDE) = log{ J onde |D| ¢ a cardinalidade do conjunto de documentos.

O IDF(i) de uma palavra € baixo se esta ocorre em muitos documentos e alto se a

palavra ocorre somente em um documento.
O valor de cada dimenséo do vetor ¢ calculado através da seguinte formula;

w(i,d) = TF(i,d) * IDF (i)



Esta heuristica de pesos para palavras diz que uma palavra ¢ um termo importante
de um documento se esta ocorre freqiientemente neste (tf alto). Por outro lado, palavras que

ocorrem em muitos documentos sdo termos pouco importantes devido ao baixo idf.
TF-TL (Term Frequency — Term Length)

Em [Banko 99] € proposta outra técnica para obten¢@o de pesos para as palavras.
O TF-TL multiplica a fungdo monotdnica do tamanho do termo pelo fun¢do monotdnica da
freqiiéncia do termo. O TF-TL € um algoritmo eficiente, escaldvel e apropriado para
implementacdo distribuida porque nio requer nenhuma informacdo externa ao documento.
Ao contrario do TF-IDF, ele ndo apresenta problemas de atualizacdo quando alguns
documentos sao inseridos ou removidos da base de documentos, € ndo consome mais
recursos quando o numero de documentos aumenta. O TF-TL ¢ razoavelmente efetivo,
superando alguns métodos de obten¢do de pesos para palavras, apesar de ndo ser tdo bom
quanto os melhores métodos. Um beneficio adicional é o fato dele ser muito simples de
implementar e generalizdvel para n-grams. O TF-TL ¢é baseado em uma variagio do
pressuposto da linguagem natural que sugere que linguagens influenciam ou restringem o
modo como as pessoas pensam. Em contraste, o algoritmo TF-TL assume que o uso da
linguagem ¢ consideragdes de eficiéncia exercem pressdes evolucionarias na linguagem,
com o resultado que palavras usadas mais freqiientemente sdo mais curtas. Analogamente,
palavras que sdo usadas menos freqlientemente (¢ que sdo melhores para distinguir
documentos ou passagens) tendem a ser maiores, € portanto tem maior valor de

comprimento do termo (TL — Term Length).

2.3 AVALIACAO DOS RESULTADOS

Sistemas de sumariza¢do podem ser avaliados de diferentes maneiras: sumario
versus texto origem, sumarizacdo automatica versus sumarizagdo manual ou sumarizagio

automatica versus sumarizagio automatica.

Os métodos de avaliagdo podem ser classificados em 2 categorias basicas [Mani

98¢c]:



e extrinseca, onde a qualidade do sumario ¢ julgada através do quanto este afeta a
realizacdo de outra tarefa, tal como determinar a relevancia do documento em um

topico especifico, e a resposta de questdes baseadas na leitura de um sumario:

e intrinseca, onde a qualidade do sumario ¢ diretamente baseada na analise do mesmo.
Isto envolve julgamentos de fluéncia, abrangéncia de idé€ias chaves ou centrais de um
texto ou similaridade com um “sumadrio ideal”. Este tipo de andalise é extremamente

complexa, devido aos seguintes fatores:

e Um “sumario ideal” ¢ dificil de ser estabelecido, pois pode existir um grande
numero de sumarios que podem sumarizar um documento. Adicionalmente, isto
depende das instru¢des dadas aos juizes humanos: pode-se extrair todas as sentengas
que aparentam pertencer ao sumario, ou extrair os melhores 10 ou 20% das
sentencas, ou classificar todas as frases como “muito importante”, “moderadamente
importante” ou “ndo importante”, ou extrair paragrafos ao invés de sentengas.
Outra indica¢do da inexisténcia de um sumadrio ideal é a baixa concordéncia entre
humanos com relagdo as sentengas boas para um sumario. Em [Mitra 97], foi
realizado um experimento que demonstra um co-selecdo de somente 46% entre
sentencas selecionadas por 2 juizes, para 50 artigos de uma enciclopédia.
Entretanto, existem diversos estudos que afirmam que embora os juizes ndo
concordem em todas as sentengas a serem incluidas no sumario, eles concordam nas
senten¢as mais importantes a serem incluidas. Outra possibilidade é combinar a

informacao de diversos julgamentos (através da unanimidade, votacdo da maioria

ou unido).

e O julgamento de id€ias centrais de um texto ¢ algo muito subjetivo, mesmo quando

humanos concordam antecipadamente com o conjunto das idéias principais.

A grande dificuldade na andlise de resultados em sistemas de sumarizagdo €
refletida nas analises efetuadas pelos pesquisadores da area, visto que a maioria dos
autores realizam trabalhos em bases nao padroes, providas pelo proprio autor, variando em
tamanho ( 8 documentos em [Marcu 99] a 250 documentos em [Brandow 94]), género (

noticias em [Brandow 94], textos de enciclopédia em [Mitra 97] e artigos académicos em



[Teufel 99]) e critérios de avaliagdo (comparacdo com sumarios gerados por humanos em
[Mitra 97][Barzilay 97], comparacdo com sumadrios extrativos obtidos através de uma

consulta utilizando o sumario provido pelo autor em [Mani 98a]).

Tal fato tormna dificil a comparacio de resultados obtidos, bem como a

identificacdo de técnicas promissoras na area.

Algumas excecdes sdo os sistemas que participaram da TIPSTER SUMMAC
Evaluation [Mani 98c], que permitiram uma avaliagdo detalhada de resultados em diversas

tarefas.

Meétricas de avaliacio

Tipicamente, a avaliacdo de sumarios automaticos € feita através da criagdo de um
sumdrio ideal, escrito por profissionais ou misturando diversos sumarios providos por
diversos juizes humanos usando métodos como opinido da maioria, uniio ou interse¢do. A
saida do sumarizador ¢ entdo comparada com o sumario ideal, utilizando precision ¢ recall

como unidades de medida da taxa de acerto [Barzilay 97], [Marcu 99].
Os valores de precision e recall sao dados por:
Preci‘sion:TP/(TP+FP)
Recall = TP/(TP+FN)
sendo,

TP = verdadeiros positivos (o nimero de sentencas incluidas no sumario ideal que

foram corretamente selecionadas pelo sistema)

FP = falsos positivos (0 nimero de sentencas ndo incluidas no sumario ideal que

foram incorretamente selecionadas pelo sistema)

TN = verdadeiros negativos (o numero de senten¢as ndo incluidas no sumario ideal

que ndo foram selecionadas pelo sistema)

FN = falsos negativos (o nimero de sentencas incluidas no sumario ideal que nio

foram selecionadas pelo sistema)



Intuitivamente, o valor de precision expressa “o quao correta ¢ a saida do
sistema”, ou seja, a propor¢io de sentencas corretas que foram selecionadas pelo sistema. O
valor de recall expressa “o quanto das respostas corretas o sistema selecionou”, ou seja, a
propor¢do das sentengas corretas que o sistema selecionou com relagdo a todas as sentencas

que deveriam ser consideradas corretas.

Deve-se notar que em casos aonde o sistema seleciona o mesmo namero de
sentencas que o “sumario ideal” (geralmente ocorre em casos aonde o juiz humano e o
sistema selecionaram percentuais fixos do nimero de sentengas, como 10% ou 20%), os
valores de precision e recall sio idénticos, e os sistemas utilizam simplesmente o termo

taxa de acerto. Este tipo de abordagem foi utilizado em [Kupiec 95] e [Teufel 99].

Na SUMMAC [Mani 98c], foi proposta a utiliza¢do do F-score, uma métrica que

combina valores de precision e recall da seguinte forma:

Fscore =2 * Precision * Recall / (Precision + Recall)

2.4 TECNICAS CLASSICAS DE SUMARIZACAO

Motivado pela economia de recursos humanos na sumarizacdo, ¢ na obtencio de
sumarios objetivos, ndo influenciados pela interpretagéo pessoal, Luhn [Luhn 58] propos o
primeiro sistema automatico de sumariza‘(;ﬁo, utilizando métodos estatisticos para a
extragdo de sentengas relevantes de um documento. A técnica utilizada ¢ baseada na
freqii€ncia das palavras significantes contidas no texto ¢ sua posi¢ao na sentenca. Os textos

eram processados da seguinte maneira:

* Efetua-se a remogdo de palavras comuns de alta freqiiéncia (pronomes, preposi¢des e

artigos) e palavras de baixa freqiiéncia.

* As palavras eram agrupadas através de um célculo de similaridade entre palavras
utilizando o nimero de letras diferentes entre elas: se este nimero era menor ou i gual a

6, as palavras eram consideradas iguais.

* Em cada sentenca, eram procurados agrupamentos contendo palavras significantes

separadas por ndo mais do que 4 a 5 palavras ndo significantes. De acordo com os
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agrupamentos encontrados, as sentengas eram classificadas pelos maiores valores de

importancia e selecionadas através de um ponto de corte (Cutoff) no valor de relevincia.

Luhn ndo apresentou nenhuma analise de resultados detalhada, limitando-se a

demonstrar dois exemplos de “auto-abstracts” indicativos.

A técnica era relativamente simples, e tinha a desvantagem de nfio considerar a
semdntica do texto e muitas das solugdes propostas foram substituidas por equivalentes
mais poderosos, como stemming e uso de freqiiéncias de palavras em varios documentos.
Porém, Luhn apresentou diversas possibilidades na 4rea da sumariza¢io automatica que

tiveram grande impacto em pesquisadores da area, tais como:

e C(Criacdo de resumos de tamanho igual a um percentual do tamanho do documento

original.

¢ Criacdo de sumarios de tamanho variavel, de acordo com o nivel de detalhamento

desejado.

e Resumos com énfase especial em um interesse do usudrio, propondo uma solugdo

através de palavras bonus.

* A possibilidade do sistema de sumarizagdo rejeitar um artigo que seja muito genérico

para ser sumarizado.

e A aplicacdo do algoritmo nas subdivisdes dos artigos, 0 que motivou diversas técnicas

baseadas na segmentacdo dos textos.

e Sistemas de sumarizacdo poderiam ser utilizados na gerac@o de termos de indexacio na

area de Recuperagdo de Informagdes.

Edmundson [Edmundson 69] propés um método de sumariza¢do que utilizava
novas caracteristicas para gerar o sumario, argumentando que embora métodos estatisticos
gerassem sumarios de qualidade suficiente para motivar trabalhos futuros, o uso de somente
métodos estatisticos era inadequado. Ele propds 4 métodos basicos, todos gerando pesos
que indicavam a relevincia da senten¢a e eram posteriormente combinados. Os métodos

sdo:
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Cue Method (C): Pressupde que a relevincia da sentenca ¢ baseada na presenca de
palavras como “significante”, “impossivel” e “dificil”. Para realizar a tarefa, utilizou-se
um dicionario de palavras que pertenciam a 3 categorias basicas: palavras bonus, que
adicionavam evidéncia positiva na inclusdo da sentenca no sumario, palavras stigma,
que adicionavam evidéncia negativa na inclusdo da sentenga no sumario e palavras
nulas, que eram irrelevantes no julgamento da sentenca. O diciondrio foi construido
selecionando-se palavras através de métodos estatisticos e refinamentos em uma base
heterogénea de 100 documentos. Edmundson observou que: (a) palavras comparativas,
advérbios de conclusdo e superlativos tinham grande probabilidade de serem
consideradas palavras bénus; (b) anaforas e palavras de detalhe insignificante tinham
grande probabilidade de serem consideradas palavras stigma ; (c¢) nimeros, pronomes,

artigos e adjetivos eram geralmente palavras nulas. O peso final da senten¢a em relagao

ao método era dado pela soma dos pesos de cada palavra da sentenca.

Key Method (K): Pressupde que as palavras relevantes de alta freqiiéncia sdo uteis
para determinar a relevancia da sentenga no sumario. Edmundson selecionou todas as
palavras que ndao foram escolhidas para participar no método anterior com freqiiéncia
maior que um limiar estipulado. As palavras recebiam pesos positivos iguais a sua
freqiiéncia. O peso da sentenca em relagdo ao método era dado pela soma dos pesos de

todas as palavras da sentenca.

Title Method (T): Pressupde que a relevancia da sentenga era baseada na presenga de
palavras do titulo ou nome de se¢des do documento. Para realizar a tarefa, Edmundson
construiu um glossario com todas as palavras do titulo, subtitulo e se¢des do documento
que ndo eram nulas. O peso da sentenga em relagdo ao método era dado pela soma dos

pesos de todas as palavras da sentenga presentes no glossario.

Location Method (L): Pressupde que sentengas que ocorrem em certas segdes do
documento ou que ocorrem no come¢o ou no fim do documento ou do paragrafo sao
positivamente relevantes ao sumario. Para realizar a tarefa, Edmundson utilizou um
dicionario de se¢des contendo palavras como “Introdugdo”, “Propdsito” e “Conclusido™.
O peso da sentenc¢a em relagdo ao método era dado pela soma dos pesos da posigdo da

senten¢a no documento e no paragrafo.
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Edmundson utilizou pesos reajustaveis para cada um dos métodos e selecionou um
conjunto de documentos para treinamento e teste. Deve-se notar que os pesos foram
ajustados manualmente, de forma empirica. Para cada documento, um sumario extrativo
manual foi realizado por juizes. A base de treinamento era heterogénea, continha 200
documentos. A base de testes continha 200 documentos na drea de quimica. Os sumadrios
produzidos deveriam apresentar um tamanho de 25% das sentengas do texto original e

foram comparados com sumarios gerados selecionando-se sentengas aleatoriamente.
O peso final da sentenca era dado por:
Peso Final = al.C+a2.K+a3.T+a4 1, onde,
al,..., a4 sdo numeros positivos inteiros

Executando-se todas as combinagdes entre os diferentes métodos, Edmundson
chegou a conclusdo que os métodos Cue, Title e Location produziram os melhores
resultados na base de treinamento ¢ que o método Key produziu o pior resultado

comparando-se os métodos isoladamente.

Nos dados de teste, foi conduzido um experimento que julgava a similaridade
subjetiva entre 0s sumdrios automaticos, sumadrios realizados por juizes humanos e
sumarios gerados aleatoriamente. Os valores possiveis de similaridade eram: sem
similaridade, similaridade moderada, consideravel similaridade, completa similaridade e
ndo aplicavel. Para um conjunto de 40 documentos escolhidos aleatoriamente da base de

teste foram obtidos os seguintes resultados:

e sumdarios automdticos versus sumarios manuais: similaridade média de 66% (44% de

sentengas iguais)

e sumdrios aleatorios versus sumdrios manuais: similaridade média de 34% (25% de

sentencas iguais)

O trabalho de Edmundson influenciou muito da pesquisa futura na darea,
especialmente em sistemas baseados em treinamento, como [Kupiec 95], [Teufel 99] e

[Mani 98a], e desencorajou o uso da freqiiéncia de palavras como método de sumarizagéo.



2.5 TECNICAS BASEADAS EM TREINAMENTO

Em alguns trabalhos realizados na area, pesquisadores investigaram se uma analise
em um conjunto de documentos pode induzir métodos ou conceitos a serem utilizados na
sumarizag¢do. Tal fato é realcado pela dependéncia de estratégias de sumarizagio de acordo
com o género do texto, visto que sumarios de noticias, artigos técnicos e artigos de
enciclopédia apresentam caracteristicas diferentes entre si. Na analise efetuada, os sumarios
extrativos produzidos por juizes humanos ou obtidos atraveés de outros métodos, como o
alinhamento de sumarios fornecidos pelo autor com sentengas do texto, podem ser

utilizados para aprender regras ou padrdes para sumariza¢do automatica.

O trabalho que mais motivou a pesquisa na area de sumarizadores treinaveis foi
[Kupiec 95]. Kupiec propds o problema de sumarizagdo como um problema estatistico de
classificagdo, cuja necessidade € criar uma funcio que classifique a probabilidade de uma
sentenca ser incluida no resumo. Posteriormente, as sentencas sdo ordenadas de acordo com
a probabilidade obtida e o sumadrio extrativo € gerado. As caracteristicas utilizadas no

sistema para obter a func¢io de classificacdo, todas de natureza discreta, eram:

e Sentence Length Cut-off: Sentencas curtas tendem a ndo serem incluidas nos
sumarios. Dado um limiar, por exemplo 5 palavras, a caracteristica é verdadeira para

todas as sentengas maiores que o limiar e falsa em caso contrario.

e Fixed-Phrase: Sentencas contendo qualquer frase de uma lista, por exemplo “Esta
carta...”, “Em conclusfo...” ou ocorrendo imediatamente depois de um titulo de se¢do
contendo palavras como “conclusdo”, “resultados” e “discussdo” sdo mais provaveis de
serem incluidas no sumario. A caracteristica ¢ verdadeira para sentengas que contém
qualquer uma das 26 frases indicativas selecionadas, ou para sentengas que seguem

titulos de se¢des que contém palavras especificas.

e Paragraph: Verdadeira para sentencas presentes nos 10 primeiros paragrafos e para os
altimos 5 paragrafos do documento. Sentencas em um pardgrafo sdo distinguidas de

acordo com a presen¢a no comeco, meio e fim do paragrafo.

¢ Thematic Words: As palavras relevantes mais freqiientes sdo definidas como palavras

tematicas. Um pequeno niimero de palavras tematicas sdo selecionadas e cada sentenca



¢ classificada em fungdo da freqiiéncia das referidas palavras. A caracteristica ¢
binaria, sendo verdadeira para as sentengas que apresentam maior nimero de palavras

tematicas.

e Uppercase Word: Pressupde que nomes proprios sdo geralmente importantes para
determinar a relevincia de uma sentenga para sumariza¢do. Todas as sentengas sdo
classificadas de acordo com o nimero de palavras em maiuscula (excluindo a primeira
palavra de cada sentenca e abreviaturas comuns (Kg, F,...)). A caracteristica é binaria,
sendo verdadeira para as sentencas que apresentam maior nimero de palavras em

mainscula.

Kupiec utilizou o classificador Naive-Bayes, que calcula a probabilidade de uma

sentenga ser incluida no resumo como:

[T P, 1se S)P(se 5)

p(s€ S)| F\Fyes Fy) :
Hj=1 P(FJ)

sendo:

s a sentencga

S o conjunto de sentengas no sumario

F, o valor da i-ésima caracteristica na sentenca s
K o nimero de caracteristicas

Para calcular as probabilidades, Kupiec utilizou uma base de treinamento com 188
documentos de 21 publicagdes diferentes. Os documentos ndo continham sumarios
providos pelo autor, de forma que profissionais na criagdo de resumos produziram sumarios
indicativos com 3 sentengas em média. Deve-se notar que os sumarios produzidos ndo eram
extrativos e um segundo processo de obtencdo de sumarios extrativos teve que ser realizado

em 2 etapas:

e Sele¢do automatica: um programa verificava o alinhamento de sentengas do sumario e
do documento. Desta forma, cerca de 79% das senten¢as do sumario foram associadas

automaticamente.
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e Sele¢do manual: associa¢do efetuada por juizes humanos, sendo que 9% das sentencas

do resumo foram consideradas nio passiveis de serem associadas a sentencas do texto.

Os resultados foram calculados utilizando validag¢do cruzada: cada publicacio era
selecionada como base de teste e as demais como base de treinamento. O melhor resultado
obtido foi uma taxa de acerto de 42% de similaridade entre as sentengas selecionadas pelo
sistema e 0s sumarios extrativos, utilizando uma combinagdo das caracteristicas Paragraph,
Fixed-Phrase e Sentence Length Cut-off. Para comparagdo dos resultados, Kupiec sugere a
utilizagfio das primeiras sentengas do documento que apresentam valores verdadeiros para a
caracteristica Sentence Length Cut-off, excluindo titulos de se¢des e outras informagdes
irrelevantes. Esta técnica obteve uma taxa de acerto de 24%. A melhor caracteristica

1solada é Paragraph, com 33% de acerto.

Em [Mani98a] é proposto um método de sumarizacdo baseado em aprendizagem
de maquina sobre um conjunto de documentos contendo resumos fornecidos pelos autores.
O sistema produz tanto sumarios genéricos quanto com foco do usuario, e pretende

produzir regras de sumarizacdo que possam ser compreendidas e editaveis por humanos.
As caracteristicas utilizadas foram agrupadas em 3 classes:

e Locacionais: exploram a estrutura do texto. Deve-se observar que as caracteristicas

deste grupo s6 podem ser extraidas de textos estruturados.
e sent-loc-para: indica se a sentenca ocorre no come¢o, meio ou fim do paragrafo.
e Para-loc-section: indica se a sentenga ocorre no comeco, meio ou fim da sec¢éo.

e sent-special-section: assume o valor |1 se a senten¢a ocorre na introdugio, 2 na

conclusio ou 3 em outra secio.

e depth-sent-section: assume o valor 1 se a sentenca ocorre em uma se¢do de nivel 1,

até 4 se a sentenca ocorre em uma se¢do de nivel 4.
e Tematicas: indicam o conteido tematico das sentencas.
e Sent-in-highest-tf: 7/ médio da sentenca.

o Sent-in-highest-tf.idf: 7/-idf médio da sentenca.
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e Sent-in-highest-G*: G* médio da sentenca. Indica a variagdo da qual a freqiiéncia
de um termo no documento ¢ maior do que o esperado da sua fregiiéncia em toda a

base de documentos.

¢ sent-in-highest-title: nimero de mengdes a titulos de se¢des ou termos do titulo do

documento.
¢ sent-in-highest-pname: niimero de meng¢des a nomes proprios.
¢ Coesdo: envolvem relagdes entre palavras, indicando o quio conectado o texto é.

e sent-in-highest-syn: nimero de sentencas Unicas com uma ligacdo de sindnimos

com a sentenca corrente.

¢ Sent-in-highest-co-occ: nimero de sentengas Unicas com uma ligacio de co-

ocorréncia de palavras com a sentenga corrente.

Os resultados foram analisados em um conjunto de 198 artigos técnicos da base
CM-PLG [Teufel 99], com seus sumdrios providos pelo autor. Os sumarios extrativos

foram produzidos da seguinte maneira:
e (Cada sentenca do texto € codificada como um vetor.

* As sentengas sdo entdo classificadas de. acordo com a sua similaridade com o sumario

fornecido pelo autor.

e As mais similares ¢% (onde c ¢ a taxa de compressdo) sentencas sdo selecionadas como
exemplos positivos de treinamento (senteng¢as que fazem parte do sumario extrativo), e

as demais como exemplos negativos.

O processo acima descrito resultou em 27803 vetores de treinamento, que foram
reduzidos para 900 vetores tnicos, com 182 positivos e o restante negativos. Dos vetores

negativos, selecionou-se somente 214, para balanceamento dos dados de treinamento.
Os algoritmos de treinamento utilizados foram:

e SCDF: técnica de regressdo miltipla que cria uma fungdo linear que maximiza a

discriminacgdo entre os exemplos.
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¢ (4.5 Rules: produz regras a partir da arvore de decisdo produzida pelo C4.5 [Quinlan

93], um algoritmo bastante conhecido na area de aprendizagem de maquina.

e AQI5c: indutor de regras que otimiza as regras de acordo n3o apenas com sua precisio

preditiva, mas também com o nliimero e simplicidade das condicdes.

Os resultados foram avaliados por uma medida comumente utilizada em
recuperacdo de informacgdes, chamada de F-Score [Mani 98c]. Os valores obtidos para
sumarios genéricos para os referidos algoritmos foram: SCDF (62%), AQ15¢(52%) e C4.5
Rules(69%).

Nas regras de classificagdo produzidas pelo C4.5Rules, as caracteristicas teméticas
e de coesdo foram referenciadas principalmente em regras para a classe negativa, enquanto
que as locacionais e as que envolviam freqiiéncias dos termos nas regras da classe positiva.
Os resultados do sistema praticamente ndo se alteraram com mudancas na taxa de

compressao de 5% a 30%.

Um exemplo das regras de sumariza¢do encontradas pelo algoritmo:

if the sentence is in the conclusion and it is a high tf-idf senctence

then it is a summary sentence

2.6 TECNICAS BASEADAS NA ESTRUTURA DO DISCURSO (COESAO E COERENCIA)

Um sumadrio ndo € apenas um conjunto de sentenc¢as, cada uma representando uma
informagao saliente do documento. Ao contrario, 0 documento apresenta uma organizagao
interna, que reflete no sumario a necessidade de incorporar a estrutura do texto. Na érea de
sumarizagdo, as técnicas utilizadas para capturar a estrutura do discurso do texto envolvem

a distin¢fo entre coeréncia e coesio.

O conceito de coesdo no texto envolve a relagdo entre palavras e expressoes
indicando o grau de conexdo do texto. As relagdes de coesdo s@o indicadas através de
anaforas, elipses, conjungdes e relagdes léxicas como sindnimos, hiperénimos e
hipénimos. Sindnimos sdo palavras com o mesmo sentido ou quase com 0 mesmo sentido,
mas com formas diferentes. Sdo sindnimas as palavras que podem substituir-se uma a outra

num unico enunciado isolado. Ex: Bonito, belo, lindo sdo sindnimos, denotativamente,
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(9]

embora cada uma das palavras tenha conotagdes préprias. Hiponimos s3o palavras que se
relacionam pelo sentido dentro de um conjunto, ligando-se por afinidade ou por um ser
parte do outro. Assim, sdo hipdnimos: pdo em lugar de alimento (Ganharas o pio com o
suor deo teu rosto.), Camdes em lugar da obra (Gosto de ler Camdes); almas em vez de
pessoas (Havia na cidade vinte mil almas.). Quando os hipénimos de um conjunto sio
todos incluidos em termo de sentido que os abrange, este termo chama-se hiperénimo. Ex.:

animal € hiper6nimo de cdo, gato, gato e burro.

O conceito de coeréncia envolve a descoberta de relagdes de argumentagio entre
as sentengas ou clausulas do documento. Por exemplo, as palavras “Apesar”, “Por
exemplo” indicam determinados tipos de relagdes entre as cldusulas envolvidas. Estas
relagbes determinam a estrutura argumentativa do texto, que sdo responsaveis por fazé-lo

coerente.

Coesao

Algumas técnicas utilizadas para computar a coesdo no texto sdo:
e (Co-ocorréncia de palavras ([Mitra 97], [Carbonell 98], [Sanderson 98] );
e (Co-referéncia ([Baldwin 98]);
e (Cadeias Léxicas (“Lexical Chains™) ([B:'irzilay 971);
Abaixo segue a descrigdo de alguns trabalhos envolvendo as técnicas apresentadas.

Em [Barzilay 97] ¢ apresentada uma técnica de sumarizacdo utilizando Cadeias
Léxicas. Cadeias Léxicas sdo seqiéncias de palavras relacionadas que indicam tdpicos
conectados do texto. O primeiro modelo de Cadeias Léxicas proposto data de 1991, e
utilizou o Roget’s Thesaurus na constru¢do das cadeias. O maior problema da técnica

proposta ¢ que ela ndo requer que as palavras aparecam no mesmo sentido.

Barzilay propds a utilizagdo da WordNet [Miller 90] na criacdo de cadeias Iéxicas
que sdo capazes de resolver o sentido correto da palavra. A WordNet é uma rede seméntica
de representagdo de conhecimento contendo mais de 118.000 formas de palavras diferentes,

além de ligagdes para sinénimos, hipdnimos e hiperdnimos. Cada conjunto de palavras
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relacionadas semanticamente na WordNet ¢ denominado Synser. Aproximadamente 17%

das palavras da WordNet sao polissémicas, ou seja, apresentam mais de um sentido.

Para a criagdo de cadeia léxicas, o texto € primeiramente segmentado através do
algoritmo TextTiling [Hearst 93] e sdo construidas cadeias para cada segmento. Para cada
sentenga, 0s substantivos simples e compostos sdo identificados. Na identificagdo dos
substantivos simples, foi utilizado o Brill Part-of-Speech [Brill 92]. Para identificagido dos
substantivos compostos, Barzilay utilizou um parser desenvolvido na Universidade de Bar-

Ilan. As cadeias s@o criadas através de relagdes divididas nas categorias:
o extra-forte: repeti¢des da mesma palavra;
e forte: ocorre entre 2 palavras conectadas por uma relagdo da WordNet;

e média-forte: ocorre quando existem conexdes entre os synsefs da palavra com distancia

maior que 1.

Para cada tipo de relacdo, existe um distAncia maxima para que a palavra seja

considerada pertencente a mesma cadeia:
e extra-forte: sem limite;
e forte: 7 sentencgas;

e média-forte: 3 sentengas.

Para demonstrar a criagdo de uma cadeia 1éxica, seja o seguinte exemplo:

Mr. Kenny is the person that invented an anesthetic machine wich uses micro-computers to control the rate
at which an anesthetic pumped into the blood. Such machines are nothing new. But his device uses two
micre-computers to achieve much closer monitoring of the pump feeding the anesthetic into the patient.

O primeira palavra encontrada € Mr., que s apresenta um Unico sentido, segundo
a WordNet. A segunda palavra é Person, que apresenta 2 sentidos: “person, individual,
someone” ou “gramatical category of pronouns and verb forms”. A escolha pelo sentido da
palavra person divide a cadeia em 2 interpretagdes diferentes, sendo que no primeiro

sentido da palavra person existe uma relacao entre os termos na WordNet:




() ()

relacan da
WordNet

Person 1) person, ndividusl, someone
Person 2) grammatical category of pronouns and verb forms

Figura 1 - Cadeia Léxica/Passo 1

A proxima palavra é machine, que tem 5 sentidos. no primeiro sentido “an

efficient person”, ¢ relacionado aos sentidos de person ¢ Mr, embora seja o sentido

incorreto para a sentenga.

Mas quando as palavras micro-computer, device ¢ pump sio inseridas, o niimero
de possibilidades aumenta. As interpretagdes consideradas mais fortes sdo vistas na figura

abaixo:

(pump 3]

Figura 2 - Cadeia Léxica/Passo 2 - Interpretacdo |




26

[machine 4]

[FC,
ticrocomputer]

Machine

Device [device 2]

@ [Mr, mister]

[person,
Per individual,
N somenne]

Figura 3 - Cadeia Léxica/Passo 2 - Interpretagio 2

[pump 3]

Considerando o principio que o texto ¢ coesivo, define-se que a melhor
interpretagdo € a que apresenta maior numero de conexdes. Neste caso, a segunda
interpretagdo € selecionada, que determina o sentido correto para a palavra machine. O
valor de uma cadeia ¢ determinado pelo nimero e peso das relagdes entre membros da
cadeia, experimentalmente definidos como: 10 para repetices e sindnimos, 7 para
anténimos e 4 para hipdnimos e holdénimos. O algoritmo computa todas as combinagdes

possiveis, mantendo cada uma sem contradi¢do. Quando o niimero de combina¢des é muito

grande, acima de um determinado limiar, as interpretagdes fracas sio podadas.

Inicialmente, as cadeias sdo computadas em separado. Depois, as cadeia podem
ser misturadas dentro de um mesmo segmento se existirem membros de um mesmo synset,
ou um no € hipénimo do outro em um caminho cujo comprimento ¢ menor que um limiar
especificado. As cadeias também podem ser misturadas entre segmentos diferentes, mas

somente se elas contiverem ao menos uma palavra em comum no mesmo sentido.
Para gerar sumarios através de cadeias Iéxicas utiliza-se um algoritmo de 2 passos:
e Passo 1: encontrar as cadeias léxicas mais fortes.

Segundo uma andlise empirica, alguns atributos considerados bons para classificar

a importancia de uma cadeia Iéxica sdo:
e tamanho: nimero de ocorréncia dos membros da cadeia.

e Indice de homogeneidade: niimero de ocorréncia distintas dos membros da cadeia

dividido pelo tamanho da cadeia.
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O valor total da for¢a de uma cadeia léxica ¢ dado por:
Forga(cadeia)=tamanho x indice de homogeneidade

e as cadeias mais fortes sdo:

Forga(cadeia) > Média(Forga) + 2 * DesvioPadrio(Forga)

Em um teste realizado em 5 documentos de 1055 palavras, o processo acima

seleciona 5 de 32 cadeias léxicas.
e Passo 2: Extrair as sentencgas mais significantes.
Foram propostas 3 heuristicas:

¢ Heuristica 1: Para cada cadeia léxica forte, escolher a sentenca que contém a

primeira apari¢cdo de um membro da cadeia no texto.

e Heuristica 2: Para cada cadeia léxica forte, escolher a sentenga que contém a
primeira apari¢gdo de um membro representativo da cadeia no texto. Membros
representativos da cadeia sdo palavras que apresentam freqiiéncia na cadeia acima

da média.

e Heuristica 3: Para cada cadeia léxica forte, encontrar a unidade do texto aonde a
cadeia estd mais concentrada ¢ extrair a sentenca com a primeira apari¢do da cadeia
na unidade. A concentra¢do da cadeia nas unidades é computada através do nimero
de ocorréncias dos membros da cadeia no segmento dividido pelo ntimero de

substantivos no segmento.

Todas as heuristicas selecionam somente 1 sentenga por cadeia. A heuristica que
produziu melhores resultados foi a segunda. A terceira heuristica, apesar de mais elaborada,

apresentou resultados piores.

Para avaliagdo do método, Barzilay comparou sumadrios extrativos construidos por
juizes humanos com o algoritmo de sumariza¢iio baseado em cadeias léxicas e com o
Microsoft Word Summarizer, a ferramenta de sumarizagdo que acompanha o Microsoft

Office 97.
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Para tanto, foi utilizada uma base de 40 documentos, sendo que para cada
documento foram gerados 10 sumdrios, produzidos por 5 juizes humanos. Cada juiz
produziu 2 sumdrios: com 10% e 20% do nimero de sentengas. O “resumo ideal” foi
selecionado com base na votagdo da maioria dos juizes. Barzilay reportou uma taxa de
concorddncia entre juizes humanos muito maior do que a média: cerca de 96% para
sumarios de 10% e 90% para sumarios de 20%. Os numeros sdo bastante altos se

comparados com outros experimentos (25% em [Mitra 97] e 71% em [Marcu 99]).

Os resultados, medidos em termos de precision e recall foram:

Word Summarizer Cadeias Léxicas

Precision Recall Precision Recall
sumarios 10% 33 37 61 67
Sumarios 20% 32 39 47 64

Tabela 1 - Resultados do sistema de Cadeias [Léxicas

Apesar do algoritmo obter bons resultados, alguns problemas permanecem, a

saber:
e Sentencas longas tém maior probabilidade de serem selecionadas.

e Nio existe nenhum controle no tamanho e nivel de detalhe do sumario, visto que

somente uma sentenca € selecionada de cada cadeia 1éxica.

Em [Mitra 97] € proposta uma técnica de sumarizag¢do utilizando coesdo baseada
em paragrafos como a unidade de extracdo. Segundo o autor, o paragrafo prové mais
contexto, sendo que os problemas de legibilidade e coeréncia sdo no minimo amenizados.
O sistema utiliza a representagdo vetorial de documentos, tipicamente utilizada em sistemas

de recuperagido de informacdes.

Conforme discutido na sec¢do 2.2, cada texto ou segmento de texto € representado
como um vetor de pesos/termos na forma Di=(d;;, dp, ..., di), onde d;j representa o peso de
importancia do termo dj no documento D;  Os termos podem ser palavras ou frases e os
pesos sdo calculados levando em conta as ocorréncias dos termos no documento individual

e na cole¢do de documentos como um todo.




Assumindo a representa¢do vetorial, € possivel calcular a similaridade entre dois
vetores atraves do coseno do dngulo entre os mesmos, sendo que este fornece o valor | para

vetores 1dénticos e 0 para vetores disjuntos.

A relagdo entre os pardgrafos € determinada através de um mapa de
relacionamentos do texto (fext relationship map), sendo que paragrafos sio nods e
paragrafos relacionados sdo unidos por arcos. Os nés sdo unidos por arcos baseando-se na
similaridade numérica entre cada par de paragrafos. Tipicamente usa-se um limiar e todos
os paragrafos cuja similaridade exceder o limiar sdo conectados. Pode-se afirmar que os
paragrafos conectados sdo “semanticamente relacionados™ pois apresentam um nimero

consideravel de termos em comum.

Um exemplo de um mapa de relacionamentos do texto segue abaixo:
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Figura 4 - Mapa de relacionamentos do texto

O mapa de relacionamentos do texto pode ser utilizado para decompor o
documento em segmentos, verificando paragrafos com muitas conexdes entre si, mas
poucas conexdes a outros pardgrafos. Um exemplo de uma segmentagdo de texto pode ser

visto abaixo:



Map Used for Segmentation
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Figura 5 - Segmentac¢do de texto

Os mapas de relacionamentos do texto podem ser utilizados na geracdo de
sumarios, através da identificagdo de pardgrafos importantes. Viérios critérios podem ser
utilizados para associar importéncia a pardgrafos. Em [Mitra 97], sdo sugeridos 4 caminhos

no mapa que selecionam frases para o sumario. Os 4 caminhos sio:

¢ Global Bushy path: Selecionar os n paragrafos mais conectados no mapa, onde n ¢ o

numero de paragrafos desejados no sumdrio.

* Depth-first path: O paragrafos selecionados pelo caminho Global Bushy path sio
altamente conectados a outros pardgrafos, mas ndo necessariamente entre si, o que pode
gerar sumarios incoerentes € com ma legibilidade. Para minimizar o problema, o
caminho Depth-first path seleciona um no inicial ( tipicamente o primeiro nd ou o né
mais conectado) e a cada passo visita 0 n6 mais similar, Desta forma, o sumario ndo
apresenta transi¢des abruptas, mas todos os aspectos do texto podem ndo estar presentes

no sumario.

e Segmented Bushy Path: Constroil Global Bushy paths separados para cada segmento do
texto e concatena os paragrafos selecionados na ordem do texto. No minimo 1 paragrafo
¢ selecionado para cada segmento; o restante do resumo é formado selecionando-se

mais nds altamente conectados de cada segmento na propor¢do do seu tamanho.
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o Augmented Segmented Bushy Path: Seleciona sempre o primeiro paragrafo de um

segmento, baseado na idéia que o autor introduz um novo assunto na primeira linha.

Os resultados foram comparados em uma base com 50 artigos de enciclopédia,
com um numero de paragrafos entre 13 e 48, sendo que 2 sumadrios manuais foram
produzidos para cada documento. O sistema automatico € 0s sumdrios manuais
apresentavam o mesmo numero de linhas. Os juizes humanos tiverem um baixo grau de
concorddncia nos sumarios extrativos gerados: somente 46% das sentengas eram iguais.

Quatro métodos para analisar os resultados do sistema foram propostos:

¢ Avaliacdo Otimista: utilizar para a analise de resultados o resumo manual com o qual o

sumario automatico apresentou maior numero de sentengas coincidentes.

* Avaliacdo Pessimista: utilizar para a andlise de resultados o resumo manual com o qual

0 sumario automatico apresentou menor niimero de sentencas coincidentes.

¢ Intercessdo: calcular a intercessdo das linhas entre os sumarios manuais e computar o

percentual dos paragrafos incluidos no sumario automatico.

¢ Unido: calcular a unifo das linhas entre os sumarios manuais e computar o percentual

dos paragrafos incluidos no sumario automatico.

Todos os sumarios selecionavam & primeira linha do documento, que apresentava
grande possibilidade de ser incluida no sumaério. Os sumarios automaticos foram
comparados com sumarios aleatorios e sumdrios que selecionavam os 20% primeiros
paragrafos. Os melhores resultados foram obtidos utilizando-se o caminho Global Bushy
Path. Entretanto, sumdrios obtidos selecionando-se os 20% primeiros paragrafos obtiveram

resultados compardveis ao sistema, como observado em [Brandow 94].

Em [Carbonell 98] € apresentado um método estatistico para recuperacdo de
informagdes e sumarizacdo de um ou multiplos documentos. A técnica ¢ denominada MMR
(Maximal Marginal Relevance), ¢ é basicamente um método para combinar o conceito de

relevdncia de uma consulta com o conceito de novidade/nio-redundancia na informagio.
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O MMR no contexto da recuperacdo de informac¢des € utilizado em casos aonde
existe um vasto nimero de documentos potencialmente relevantes e redundantes uns com

os outros, ou contendo informagdes parcialmente ou completamente duplicadas.

Um documento tem alta relevincia marginal se ele ¢ tanto relevante a uma
consulta e contém minima similaridade com documentos selecionados anteriormente. O

MMR pode ser definido como:

MMR = Arg égaRi'{s{,l(Siml (D;;0)-(1-=4) rgtja;? Sim,(D,.D, ))jl , sendo

Q, uma consulta

R = IR(C,Q,8), ¢ a lista de documentos recuperados por um sistema de
recuperagdo de informagoes, dados C, uma cole¢do de documentos, Q e um limiar 0, abaixo

do qual os documentos ndo serdo recuperados
S, conjunto de documentos em R ja selecionados como sendo relevantes
R\S, ¢ a diferenga dos conjuntos R e S
Sim; ¢é uma métrica de similaridade’entre os documentos D; e D;.
Sim; pode ser a mesma métrica de similaridade ou diferente

A, um coeficiente que regula o uso do MMR. Quando A=I, o comportamento ¢
similar a sistemas tradicionais de recupera¢do de informacdo. Quando A=0, o sistema busca

a maxima diversidade entre os documentos recuperados.

Um experimento foi conduzido com cinco usudrios para determinar a diferenca
entre 0 método comum de classificagdo de documentos em recuperagido de informagdes € o

MMR para efetuar buscas de documentos. Cerca de 80% preferiram o MMR.

No contexto da sumarizagdo de documentos, 0 MMR pode ser utilizado para
selecionar senten¢as relevantes do documento. Na SUMMAC [Mani 98c], a maior

avaliacdo ja realizada de sistemas de sumarizacdo, a Universidade Carnegie Mellon obteve
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os melhores resultados nas tarefas AdHoc e Question-Answering, que envolviam a geracio
de sumarios baseados em consulta, com um sistema baseado no uso do MMR. O algoritmo

funcionava da seguinte maneira:
s Segmentar os documentos em sentengas.

¢ Usar o MMR com a métrica de similaridade dos cosenos e re-classificar as sentencas

em resposta a uma consulta do usudrio.

O MMR também pode ser utilizado para sumdrios genéricos, que representam a
idéia principal do documento, sem a existéncia de uma consulta. Neste caso, pode-se

utilizar o centroide do documento como consulta, segundo recomendagdes do autor.

O MMR ¢€ uma técnica simples porém robusta, visando maximizar a relevancia ao
mesmo tempo que evita a redundéncia com as informagdes ja obtidas. Deve-se notar que o
MMR ¢ mais indicado para sumariza¢io multi-documentos, aonde o nivel de redundancia é

muito maior.

Em [Sanderson 98] ¢ proposto um algoritmo simples baseado em coesdo para
geracdo de sumarios com foco do usudrio (deseja-se sumarizar um texto com enfoque em
uma consulta fornecida), que participou da SUMMAC [Mani 98c] na tarefa Adhoc. O
algoritmo de sumarizagio utilizava o sistema de recuperagdo de informagdes INQUERY,

que continha 2 modulos relevantes na tarefa:
e Best Passage Operator

Retorna a regido do documento que melhor atende a uma consulta. O processo
executa uma operacdo de recuperacdo similar & busca de documentos, classificando
segmentos de tamanho igual, sobrepostos no documento. Para sumariza¢do, retira-se o

melhor segmento seqiiencial de tamanho igual a 10% do documento.

e LCA (Local Context Analysis)

-

E uma forma de expansio automdtica de consulta, que obtém palavras
relacionadas em uma base de documentos fornecida separadamente. Para sumarizacio, foi

utilizada para expandir os topicos com 70 palavras adicionais.



A base de documentos utilizada foi a secdo de artigos de jornais da TREC. Antes
da avaliagio da SUMMAC, resultados preliminares foram obtidos em uma base de
treinamento na qual o sistema foi comparado com sumarios contendo os 10% iniciais de
cada documento. Comprovou-se neste experimento que o LCA nio melhorou os resultados
do sistema. O autor especula que tal fato se deve ao fato que as consultas ja eram longas
(cerca de 38 palavras), ao passo que normalmente o LCA ¢ utilizado em consultas muito

menores.

Na avaliagdo da SUMMAC da tarefa Adhoc, o sumarizador obteve a terceira
posi¢do em termos de taxa de acerto, com um fscore (ver se¢do 2.3) de 59, um fato
surpreendente para um sumarizador que ignora a estrutura do texto e utiliza um método

muito simples para selegdo de passagens no texto.

Coeréncia

Algumas técnicas utilizadas para computar a coeréncia no texto sio:
e Geragdo de arvores da estrutura retorica do texto ([Marcu 99]).

e Obtencd@o da estrutura retorica com granularidade de sentengas ou segmentos baseada

em treinamento ([Teufel 99] [Chuang 007).

¢ Obtengao da estrutura de discurso a partir de observagio empirica e preenchimento de

templates ([Strzalkowski 99]).
Abaixo segue a descri¢do de alguns trabalhos envolvendo as técnicas apresentadas.

Em [Marcu 99] € proposto um sistema baseado na Teoria da Estrutura Retdrica
(Rhetorical Structure Theory (RST)), uma das mais populares teorias de discurso na
pesquisa de Geragdo de Linguagem Natural. O centro da teoria é a nogdo de relacdes
retoricas, que ¢ a relagdo existente entre dois segmentos nio sobrepostos de texto,
chamados de Nicleos (Nucleus) e Satélites (Satellite). Nucleos expressam o que ¢ essencial
na argumentacdo do texto, ao contrario de satélites. Nicleos também sio compreensiveis
independentemente de satélites, mas ndo vice-versa. Como exemplo, pode-se citar a relagcdo
retérica de evidéncia existente entre um nucleo ¢ o satélite: o niicleo apresenta uma

informagdo que o escritor do texto acredita que serd insuficiente para ser aceita pelo leitor.
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Por conseqiiéncia, o satélite conterd informagdes mais detalhadas, visando convencer o
leitor da afirmagdo realizada. Relagdes retoricas podem ser expressas por arvores de
estrutura retorica (RS-Trees), aplicando-se relagdes individuais a segmentos que variam em
tamanho de uma cldusula ao texto completo. Uma arvore de estrutura retérica é uma arvore
binaria com unidades elementares como folhas, onde cada folha é um nucleo ou satélite, e
nos internos, que recebem como nome a relagdio retorica detectada. Recentes avangos na
lingiiistica computacional permitem derivar a estrutura retorica para textos irrestritos. Um
exemplo de uma drvore de estrutura retorica pode ser visto abaixo, sendo que nucleos sio

representados por caixas solidas e satélites por caixas tracejadas.
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Figura 6 - Arvore de Estrutura Retérica

Cada né interno na drvore de estrutura retérica tem um conjunto promocional
(promotion set) que € dado pelas unidades salientes ou promocicnais daquele no. As
unidades salientes sdo as mais importantes no segmento de texto correspondente. Elas sio

determinadas de maneira boftom-up, como se segue:
¢ A unidade saliente de uma folha € a propria folha.

¢ As unidades salientes de um né interno sdo dadas pela unido das unidades salientes dos

filhos imediatos do referido n6é que sio nicleos.



Pesquisadores em lingiistica computacional especulam que o nicleo da arvore de

estrutura retérica constitui uma sumarizacdo adequada do texto.

Se repetidamente aplicarmos o conceito de saliéncia a cada né da estrutura, pode-
se induzir uma ordem parcial de importancia para todos as unidades do texto. A intui¢io ¢é
que unidades textuais que estdo nos conjuntos promocionais dos nos do topo sido mais

importantes que nds encontrados na base.

O grau de importincia de cada n6 na estrutura pode ser definido como uma fun¢io

recursiva, como se segue:

0 se D € nulo
@.D.d) d se ue prom(D)
S, L, d) =
d—1 se ue paren(D)

max(s(u,C(D),d —1))em caso contrario

sendo
prom(D) : retorna o conjunto promocional doné D
paren(D): retorna as unidades pais do n6é D

C(D): retorna as sub-arvores filhas doné D

Na arvore vista acima, a ordem de importdncia obtida para os nds utilizando a
funcio é:

2>8>3,10>1,4,5,7,9>...,

significando que o n6 2 € o mais importante da arvore, seguido o no 8, e assim por
diante.

Marcu conduziu um experimento utilizando 5 artigos curtos da revista “Scientific

American”, considerados por ele bem escritos, com tamanhos de 161 a 725 palavras.

O autor 1nicialmente separou as unidades retdricas do texto manualmente e pediu a
13 juizes humanos que avaliassem a importancias das unidades, tendo em vista um sumario
potencial. Os juizes deveriam associar a cada sentenga uma pontuagio com 3 valores

possivels: muito importante, moderadamente importante ¢ ndo importante. Adicionalmente,



foram selecionados mais 2 juizes, analistas de lingiiistica computacional com sélido
conhecimento de estrutura retorica. Analisando-se a concordincia dos juizes, obteve-se 0s

seguinte valores:

* concordincia em relacdo a sentencas muito importantes: 65%

¢ concordancia em rela¢do a sentengas moderadamente importantes: 58%
e concordancia em relagio a sentencas ndo importantes: 73%

Pode-se perceber que os juizes apresentaram um grau alto de concordincia,

comparado a outros experimentos como [Mitra 97], [Mani 98c¢] e outros.

Os resultados do sistema foram entdo comparados com os obtidos pelos juizes a
nivel de sentengas e cldusulas. Adicionalmente, o programa Microsoft Summarizer foi

utilizado para comparac¢do de base. Os resultados obtidos foram:

Sistema Precision Recall
Word Summarizer (clausulas) 25,64% 27.77%
Word Summarizer(sentengas) 38,70% 41,37%
RST(clausulas) 52,77% 50%
RST(sentencas) 65.51% 67,85%

Tabela 2 - Resultados do sistema de Arvores de Estruturas Retoricas

O experimento confirma que arvores da estrutura retorica podem ser utilizadas
para extrair unidades textuais salientes em um nivel comparado a humanos, e devem
apresentar resultados mais “legiveis” que outros métodos, devido ao maior grau de

compressdo do texto, apesar de nio resolver problemas como anaforas.

Em [Teufel 99], o interesse ¢ desenvolver técnicas para sumarizar textos longos,
como artigos de revistas, com 20 ou mais paginas. Nestes casos, a extragdo tipica de
senten¢as ndo funciona bem, gerando um grande nimero de fragmentos desconexos. A
causa do problema € que a organizacdo logica e retdrica é perdida e se torna dificil escolher
as frases potenciais para inclusdo no sumario. Tendo em vista o problema apresentado, ¢
proposta uma técnica que pretende selecionar o material para o sumario mantendo a
informagdo sobre a estrutura retorica geral do texto. Entretanto, a estrutura retérica geral de
um documento € muito complexa e dificil de modelar automaticamente, o que motivou a

extracdo apenas da informagao retérica a um nivel suficiente para permitir a determinagio
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da contribuigdo retorica de todas as sentengas aptas a serem incluidas no sumario, sem
modelar conhecimentos especificos de dominio. Para este fim apenas caracteristicas como
meta-comentarios (“nds apresentamos um método para...”) e estruturas retéricas a um nivel
macro podem ser utilizadas. Neste contexto, o sumario ¢ construido como um template
argumentativo, onde slots representam regras retdricas como GOAL, BACKGROUND,
METHOD, etc. A base utilizada era uma cole¢do de artigos técnicos nas areas de ciéncias
cognitivas e lingiiistica computacional (CM-PLG), 0 que direcionou o trabalho para uma
sumariza¢do de documentos que seguem a estrutura Introducdo, Método, Resultados e

Discussao.

Segundo estudos, a maioria dos pesquisadores em lingiiistica concorda que

sumadrios informativos de artigos técnicos devem conter:
e Propésito ou problema;

¢ O escopo ou metodologia;

Os resultados;

Conclusdes e recomendacdes.
No trabalho, foram consideradas as seguintes unidades argumentativas:

Background, Topic/Aboutness, Related Work, Purpose/Problem, Solution/Method,

Result, Conclusion/Claim.

Para construcdo do sumarizador automatico, foi utilizado uma técnica treindvel,
similar a [Kupiec 95], que necessita de um conjunto de documentos que fornega respostas
“corretas” a serem “aprendidas” pelo sistema, denominado gold standard. A tarefa de
producdo de sumarios extrativos com anotagdo retorica foi realizada em 2 fases de

classificagio:

e Fase 1: O objetivo ¢ extrair sentengas para composi¢do do sumdrio, tentando separar
sentencas que carregam regras retoricas de sentengas irrelevantes, que sdo a maior parte

do texto, gerando um sumario intermediario.



e Fase 2: O objetivo € identificar a regra retorica correta de cada sentenca candidata em

uma das 7 categorias propostas.

A base de documentos utilizada apresenta sumarios providos pelo autor. Porém, os
sumarios desejados devem ser extrativos, e somente 31% das sentencas do sumdrio provido
pelo autor foram automaticamente alinhadas com sentengas do texto ( ao contrario de 79%
em [Kupiec 95]). Para correciio do problema, juizes humanos selecionaram sentencas
relevantes e anotaram o estado argumentativo de cada uma das sentencas do resumo

extrativo. Foram gerados 2 gold standards:
e A, contendo somente as sentengas alinhadas automaticamente (509 sentencas).

* B, contendo as sentengas alinhadas automaticamente mais as sentengas marcadas por

juizes humanos (948 sentengas).

Na base toda, existia um total de 1.172 regras retoricas para 948 sentencas, ou seja,

algumas senteng¢as apresentavam mais de uma regra retorica.

Para treinamento do sumarizador, 7 caracteristicas/heuristicas foram utilizadas: 4
similares a [Kupiec 95]: Indicator Quality, Relative Location, Sentence Length e Tematic

Words e 3 novas:

¢ Indicator Quality: Indica meta-comentdrios no texto. Os meta-comentarios foram
identificados através de uma lista de 1728 frases. A maioria deles apresentam indicios
positivos de inclusdo no sumario, mas existem termos negativos também. Apresentava

5 valores, de -2 a 2.

¢ Indicator Rhetorics: Tenta modelar a contribui¢do retorica das frases. Apresenta 16
valores distintos, incluindo combinagées das 7 unidades consideradas, mais o valor

ZERO para frases que ndo predizem nenhuma regra retdrica especifica.

* Header Type: Representa a divisdo retorica da sentenga, especificando a divisdo na
qual a sentenga aparece no texto (“Introdu¢ao™, “Conclusdo”, etc). Uma lista de secodes
tipicas foi utilizada, sendo que cada se¢do € associada a um dos 15 valores possiveis: 14
valores tipicos € o valor “ndo-tipico”, no caso da sentenga aparecer em se¢des que

contém nomes especificos de dominio.
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Os resultados foram avaliados em relagdo a co-selecdo entre as sentencas
pertencentes aos gold standards e os resultados do sistema, utilizando valida¢do cruzada.
Deve-se notar que os resultados apresentam precision e recall com 0 mesmo valor, pois o

numero de sentencas extraidas € igual ao niimero de sentengas no gold standard.

Na fase 1 (extrair senteng¢as para o sumario), a melhor caracteristica individual foi

a Indicator Quality, com 54,4% de taxa de acerto. O melhor resultado foi obtido utilizando-
se todas as caracteristicas, com excegdo da Indicator Rhetorics, com 66% de taxa de acerto.
Como base para compara¢do dos resultados foi utilizada a sele¢do das n primeiras
sentengas, que obteve uma taxa de acerto de 28%. Com relagdo a utilizagdo dos dois gold
standards, chegou-se a conclusdo que sumarios apresentavam qualidades similares. Na fase
2 (identificar a regra retdrica de cada sentenca no sumério), os melhores resultados foram
obtidos com a combinagdo das caracteristicas Indicator Rethorics, Location ¢ Title, com
64,2% de taxa de acerto. Como base de compara¢do dos resultados foi utilizada a heuristica
de selecionar a regra retorica de maior ocorréncia para todas as sentengas (Solution), que

obteve uma taxa de acerto de 40%.

Em [Chuang 00] € proposto um sumarizador treindvel que divide as sentengas do
documento em segmentos delimitados por marcadoeres especiais e suas respectivas relagdes
retoricas. O método de segmentagdo ¢ o mesmo utilizado em [Marcu 99]. As caracteristicas

foram agrupadas em 3 grupos:

e Grupo l: namero de paragrafo, posi¢do do segmento no pardgrafo, nimero de palavras

bonus, nimero de palavras do titulo e freqiiéncia média dos termos.
e QGrupo 2: relagdo retorica (antitese, causa, etc).

e Grupo 3: peso do nucleo (todas as ocorréncias na qual um segmento age como nicleo),
peso do satélite (idem para satélite) e nivel maximo (quantas vezes um segmento ¢é

satélite de outro satélite, recursivamente).

No trabalho foram utilizados os algoritmos C4.5, Naive-Bayes e DistAl, um
algoritmo de redes neurais construtivo (a rede ¢ construida dinamicamente, adicionando-se

neurénios até a obteng¢do da melhor taxa de acerto).
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Os resultados foram avaliados em uma base contendo 9 documentos de uma base
de patentes, utilizando-se somente as se¢des “Background of Invention™. Utilizou-se
validag@o cruzada e os resultados foram comparados com os obtidos pelo Microsoft Word
Summarizer e uma heuristica simples que utilizava pesos fixos para cada caracteristica. A
pior taxa de acerto foi obtida pelo Microsoft Word Summarizer (60%) e a melhor pelo

DistAI(78%), em média nos 9 experimentos.

Em [Strzalkowski 99] € proposto um sistema para sumarizacdo de noticias baseado
na observagdo empirica da estrutura de discurso dos textos, denominada DMS (Discourse
Macro Structure). O sumdrio ¢ criado para refletir os componentes do DMS, que impde
algumas restricoes de discurso no processo de geragdo, evitando a andlise completa da

estrutura do documento.

O DMS parte da observagdo que certos tipos de textos (noticias, artigos técnicos,
etc) atendem a um conjunto de restricdes de estilo e organizacdo que ajudam o autor a
comunicar-se. Noticias, por exemplo, tendem a ser construidas hierarquicamente em
componentes que se encaixam em 2 categorias basicas: “what’s the news” e uma categoria

“background” opcional.

Alguns indicios que ajudam a identificar pardgrafos que s3o se¢des principais de

noticias (“what’s the news”) sao:

e Contém palavras que ocorrem freqiientemente no texto (alto 7F-IDF).

e Contém palavras do titulo.

e Presenca de substantivos compostos no inicio do pardgrafo.

e Contém palavras que ocorrem somente em alguns paragrafos.

e [Estio situados proximos ao inicio do documento.

e Contém nomes préprios de pessoas, locais e organizagdes ou niimeros literais.
e Apresentam certas expressdes como “In Summary”, “The point is”, etc.

Alguns indicios que ajudam a identificar paragrafos que sdo segdes de fundo

(“background”) sdo:
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A presenca de referéncias externas, como anaforas.
A presenga de nomes parciais, especialmente nomes proprios de pessoas.

A presenca de conectivos de discurso, como “Furthermore”, “As a result” | “But” e

“Also”.
Geralmente precedem o paragrafo da se¢do principal.
Podem conter mudangas no tempo verbal ou advérbios temporais.

Apresentam pouca ligagdo com os demais pardgrafos em termos de vocabulario

compartilhado [Mitra 97].

Considerando-se os paragrafos principais ¢ de fundo, o algoritmo de sumarizagio

proposto é:

O texto € segmento em paragrafos.

Uma consulta € construida contendo palavras do titulo do documento, palavras de

contetdo e palavras freqiientes do texto.
Paragrafos principais que apresentem ligagdes para paragrafos de fundo sdo unidos.

Todas os paragrafos sdo classificados e ordenados de acordo com a consulta, inclusive

o0s unidos no passo anterior.

Normalize os valores obtidos (similaridade com a consulta) pelo tamanho da passagem

desejada (tamanho do sumario).
Descarte todas as passagens com tamanho igual ou maior a 1,5 do tamanho desejado.

Combine as passagens em grupos de 2 ou mais, baseado no contetido e tamanho das

passagens.
Re-classifique as passagens.

Ordene as passagens. Todas sao candidatas a sumarios.

. Repetir os passos 7 a 9 até que ndo exista mudanca nos valores obtidos (similaridade

com a consulta) na classificag@o por 2 interagcdes consecutivas.
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Deve-se notar que o algoritmo de sumarizagdo s6 adiciona a sec¢do principal de
noticia juntamente com a sua se¢do fundo, pois segundo o autor, o texto pode tornar-se
ilegivel ou incompreensivel caso a se¢do de fundo ndo faga parte do sumario. Este ponto de
vista difere de [Marcu 99], aonde secdes com as mesmas caracteristicas seriam
provavelmente descartadas. Considerando-se isto, pode-se dizer que um dos objetivos
principais deste método € a geracdo de sumarios com alta legibilidade e continuidade, fator

geralmente ignorado na pesquisa de sumarios extrativos.

Comparacio entre técnicas de Coesio e Coeréncia

Em [Mani 98b] foi efetuado um estudo comparativo entre técnicas de coesdo e
coeréncia, visando comparar sentengas consideradas salientes por ambos os métodos com
sentencas selecionadas por juizes humanos. Os resultados mostram que apesar de técnicas
baseadas em coeréncia apresentarem melhores resultados, o melhor método de coesdo pode
chegar a 76% de taxa de acerto em relacdo ao método baseado em coeréncia. Ambos os
métodos apresentam correlacdo positiva com os julgamentos providos por juizes humanos.
Entretanto, métodos baseados em coesdo sdo muito mais “baratos” de serem obtidos, pois

ndo requerem entendimento do texto.

Em [Harabagiu 99] € proposta uma técnica que utiliza estruturas de coesdo para
inferir a estrutura de coeréncia do texto. Ao contrario de [Marcu 99], que utilizava bases de
documentos grandes ¢ andlise lingiistica superficial para deduzir regras para detecgdo da
estrutura retdrica, o trabalho utiliza-se de bases lexicograficas grandes (WordNet [Miller
90]) e algoritmos de busca para gerar a estrutura coesiva do texto, representada através de

cadeias léxicas.

A motivagio de tal técnica se deve a:

e Suporte empirico que caminhos léxicos entre palavras representam um recurso util para

reconhecimento de relagdes de coeréncia.

e Em [Marcu 99] supdem-se que marcadores de discurso ocorrem freqgiientemente no

texto.
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e O método € orientado a dados, sem a necessidade de intui¢do humana na qual sdo

baseados os estudos em coeréncia.
e A estrutura gerada ndo € hierarquica.

Para associar relagdes retoricas a caminhos l1éxicos utilizou-se uma base de 30
textos do Wall Street Journal aonde marcadores de discurso foram manualmente nomeados
com as relagdes retoricas. E entdo efetuada uma busca de padrdes envolvendo a classe

gramatical das palavras (part-of-speech) ¢ as relagoes encontradas na WordNet.

Além dos marcadores de discurso, outras associagdes foram encontradas nos
caminhos léxicos, derivadas de 3 categorias de relagdes de coeréncia: semelhanca, causa-

efeito e contiguidade.

Na avaliacdo de sistema, utilizou-se 40 textos do Wall Street Journal, da base do
Treebank Project. Para cada texto, 3 analistas construiram a estrutura do discurso, tendo
acesso ao caminhos léxicos, associando aos marcadores de discurso as relagdes de
coeréncia. Utilizou-se o voto da maioria (pelo menos 2 juizes deveriam ter escolhido a
mesma relacdo). O algoritmo encontrou cerca de 80% das relagdes, mas somente 50% delas
estavam corretas. Comparado com o algoritmo desenvolvido por [Marcu 99], a

concordiancia fo1 de 80% das estruturas de coeréneia idénticas.

2.7 RESULTADOS IMPORTANTES NA SUMARIZACAO DE TEXTOS

Alguns resultados anteriores obtidos na area devem ser considerados em novas
pesquisas, pols estabeleceram critérios e limitagdes que auxiliam a avaliagdo e interpretagdo
dos resultados obtidos por novos sistemas. Segue-se algumas constatagdes importantes ja

realizadas.

Em [Rath 61], um experimento foi conduzido com 6 pessoas, que foram
solicitadas a selecionar as 20 sentengas mais representativas de 10 artigos da revista
Scientific American. As 6 pessoas concordaram em média em apenas 1,6 sentengas (8% de
concordancia) e em 6,4 sentencas (32% de concordancia) utilizando a maioria de 5 das 6

pessoas. Em contraste, 5 métodos automaticos de sumarizagdo concordaram em média em
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concordancia entre humanos e sistemas ¢ muito baixa.

Em um segundo experimento, foi conduzido um teste com 5 estudantes em extrair
as 20 sentengas mais representativas de 6 artigos da revista Scientific American. 8 semanas
depois este teste foi repetido, e os estudantes foram instruidos a selecionarem as mesmas
sentengas. Os estudantes selecionaram as mesmas sentengas em somente 55% dos casos, €
identificaram as sentengas selecionadas anteriormente em 64% dos casos. A conclusio do
autor € que aparentemente existem muitas sentengas igualmente representativas para um

determinado documento.

Em [Brandow 94], desenvolveu-se o sistema ANES e foi conduzida uma avaliagio
intrinseca na qual os juizes eram encarregados de avaliar a aceitabilidade dos sumarios
obtidos de 250 artigos de noticias, totalizando um total de 750 sumarios (um dos maiores
experimentos ja realizados na drea) . O julgamento foi feito em base na fluéncia e
abrangéncia do sumario. Os sumarios tinham 50, 150 e 250 palavras de tamanho. ANES
gerou sumarios aceitiveis somente em 68% a 78% dos casos. Em contraste, sumarios
produzidos selecionando-se somente a parte inicial do texto foram considerados aceitaveis
em 87% a 96% dos casos, 0 que comprova que técnicas triviais podem superar os

sumarizadores automaticos em algumas situagdes.

Em [Morris 92], o autor realizou um experimento na tarefa de perguntas e
respostas. O autor utilizou 4 exercicios com 8 questdes de multipla escolha, com uma
unica resposta correta por questdo. Foram realizados experiéncias com relagio a respostas
de individuos que leram o texto original, sumdrios extrativos de 20% e 30%, um sumério
manual informativo (produzido por profissionais em sumarizagiio, com cerca de 25% de
compressdo), sem nenhum texto e uma selegdo aleatoria. Os resultados mostram que a
avaliacdo dos sumdrios extrativos de 20% a 30% e o sumario manual informativo sio
comparaveis ao texto original, sendo que somente os casos sem nenhum texto e selecdo

aleatoria apresentaram resultados significantemente baixos.

Tal experimento demonstra a eficiéncia de sumarios extrativos na realizacdo de

tarefas aonde o texto completo ¢ normalmente utilizado.
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Em [Mochizuki 00] foi realizada uma comparagio de 10 algoritmos de
sumarizagio na realizacdo de uma tarefa extrinseca (determinacdo da relevéncia do texto a
um topico, similar a tarefa Adhoc da SUMMAC). Além disso, as saidas dos diferentes
algoritmos foram comparadas entre si, visando determinar algoritmos similares. A
avaliagdo utilizou sumarios de 20% do tamanho do texto na base BMIR-J2, uma base de
testes para sistemas de recuperagdo de informagdo para a lingua japonesa. Cerca de 30
juizes participaram da avaliagdo, composta de 10 consultas e uma lista de sumirios. Os
critérios utilizados para a avaliagdo foram: taxa de acerto, tempo requerido, namero de

vezes que 0s juizes necessitaram de ajuda do texto completo e legibilidade dos sumérios.
Os 10 métodos utilizados foram:

e | - Utilizar o texto completo.

e 2 - Uutlizar o titulo do documento.

e 3 - Extrair as primeiras sentencas do documento.

* 4 - Extrair paragrafos relacionados com a consulta, utilizando a similaridade dos

COSENos.
¢ 5 - Extrair sentengas com a maior soma de pesos TF-IDF.

* 6 - Produzir sumérios com foco do usudrio extraindo sentenc¢as com maior soma dos

pesos TF-IDF, fornecendo maior peso a termos da consulta.
e 7 - Produzir sumarios extraindo sentencas baseadas em cadeias léxicas.

e 8 - Produzir sumarios com foco do usuario extraindo sentengas baseadas em cadeias

léxicas, fornecendo maior peso a termos da consulta.

* 9 - Usar um software comercial de sumarizagdo, incluido em um processador de textos

japoneés.

* 10 - Extrair passagens usando cadeias léxicas buscando inicialmente as que contenham
termos da consulta. A classificagdo das sentencas se da de acordo com a pontuagdo das

cadeias incluidas nas passagens e o grau de sobreposicao das cadeias.

Os resultados obtidos foram:
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e Em f-score médio (ver se¢do 2.2), os métodos 9 ¢ 10 foram melhor que o texto

completo.

* Em termos de tempo de leitura, pode-se dizer que todos os métodos exceto o primeiro
economizam tempo. O melhor tempo de leitura foi 0o do método 2, enquanto que os

demais demonstraram tempos similares.

¢ Pode dizer que o método 2 (titulo do documento) foi 0 melhor método no geral, pois é o
mais rapido e apenas um pouco inferior do que o método 10 em termos de taxa de

acerto. Entretanto, nem sempre o titulo do documento esté disponivel.

e Em termos de legibilidade, os métodos 3, 7 e 9 obtiveram melhores resultados que o
texto completo. O método 10 teve o mesmo resultado que o texto completo. Todos os

outros foram inferiores.

Os métodos foram agrupados entre si, construindo-se clusters de vetores binarios,
representando as senten¢as selecionadas no documento, através da distincia dos cosenos.
Os tipos 1 e 2 foram desconsiderados, por ndo poderem ser comparados com os demais.

Foram encontrados 3 grupos:
e Grupo 1: sumarios com alta contigiiidade entre as sentengas (3, 9, 10)

¢ Grupo 2: sumarios com baixa contigiiidade (5, 6, 7, 8) .Cabe-se destacar a pequena

variagdo entre métodos baseados em cadeias 1éxicas e freqiiéncia dos termos (7TF).

e Grupo 3: sumdrios com alta contigiiidade, mas com senten¢as muito diferentes do

Grupo 1 (4).

TIPSTER SUMMAC

O TIPSTER Text Summarization Evaluation (SUMMAC) [Mani 98¢] foi uma
experiéncia conduzida pelo governo americano para avaliar sistemas automaticos de
sumarizacdo de textos, e representa um passo significante no campo. O experimento foi
conduzido em maio de 1998, como uma extensdo do programa TIPSTER, que visa

estimular a pesquisa no estado da arte nas areas de recuperagido de informagdes e extragdo
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de informagdes. A avaliagio foi aberta a todos os sistemas que desejassem participar, ¢ 16
sistemas efetivamente participaram da avaliagdo, entre eles: CGI/CMU (Carnegie-Mellon

University), Cornell University, SabIR Research e GE Research and Development.

As bases de dados utilizadas continham na maioria artigos de jornais (noticias),
incluindo se¢des como “Cartas ao Editor”. Os dados foram reutilizados da conferéncia
TREC (Text Retrieval Conference) e eram reconhecidamente limitados em termos de
dominio. Entretanto, o comité organizador afirma que ndo havia tempo habil para

construgdo de uma nova base especifica para sumarizacao.

Os documentos estavam no formato XML e nfio tinham titulos, ¢ outras tags

informativas; somente a tag TEXT era permitida.
Basicamente 2 tipos de sumarios foram utilizados:

* Fixed-length: sumérios limitados a 10% do numero de caracteres total do texto,

excluindo espagos.

¢ Best: Sumadrios de tamanho variado, considerados pelos sistemas como o sumério de

tamanho ideal para o texto analisado.

Os participantes tiveram acesso a uma base de treinamento varios meses antes da
realizagdo da avaliagdo. Os participantes podiam submeter exemplos que eram validados. O
codigo que efetuava a contagem de caracteres foi fornecido pelos organizadores, evitando

confusdes.

Os resumos foram comparados com sumarios contendo os primeiros 10% do texto,
visto que em [Brandow 94], tais sumarios apresentaram melhores resultados que técnicas

mais elaboradas.
Os documentos foram avaliados em 4 tarefas, 2 extrinsecas e 2 intrinsecas.
As tarefas foram:

e -Adhoc: O foco era em sumarios indicativos e com foco no usuério, onde sumarios
eram guiados por topicos. O topico era provido como entrada para o sistema de

sumarizagdo e a avaliagdo determinava se o sumario era efetivo em determinar a
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relevancia do documento. A base da tarefa Adhoc continha 20 topicos, com

aproximadamente 50 documentos por topico.

e -Categorization: O foco era em sumadrios genéricos, e na verificagdo se os sumarios
eram efetivos para categorizar um documento. Os juizes deveriam ler os sumarios e
utiliza-los para classificar o documento em 5 categorias, ou nenhuma das anteriores.
Cada documento pertencia a somente uma das categorias. A base da tarefa
Categorization apresentava 10 topicos, com aproximadamente 100 documentos por

topico.

¢ Question-Answering: O foco era em medir a relevincia de sumarios na resposta de um
conjunto de questdes de um determinado tépico. O desafio era produzir sumaérios
informativos que abrangessem todos os aspectos do topico no menor tamanho possivel.
Foi utilizados um subconjunto de 3 dos 20 tépicos da tarefa Adhoc, com cerca de 30

documentos de cada topico .

e Acceptability: O foco era em medir a aceitabilidade de um sumario em relagdo ao
documento, similar a [Brandow 94], utilizando sumarios do tipo “best”, ou seja, com
comprimento varidvel. O juiz era indagado a responder se o sumario era “bom” ou ndo,
sem que um critério especifico de qualidade fosse fornecido. Foram utilizados cerca de
30 documentos selecionados aleatoridmente da base da tarefa Categorization (3

documentos por topico).

A equipe de avaliagio era composta de 51 profissionais em analise de informagdo,

que trabalharam durante 1 més, com cerca de 16 a 20 horas por pessoa.
Os resultados obtidos foram:

Na tarefa Adhoc, os sistemas apresentaram resultados muito similares, sendo que o
F-score variou entre 72 para o melhor sistema (CGI/CMU) e 56 para o pior (ISI). A
concordancia entre 0s 14 juizes foi baixa: cerca de 166 dos 1000 documentos analisados

(16,6%).

Na tarefa Categorization, os sistemas apresentaram resultados mais proximos

ainda, com valores de F-Score variando de 54 para o melhor sistema (CIR) a 47 para o pior
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(CGI/CMU). Os resultados foram baixos e argumentou-se que tratava-se de uma tarefa
dificil, pois nem os documentos originais apresentam resultados altos. A concordéncia entre

os juizes também foi baixa: cerca de 19,5%.

Na tarefa Acceptability, 4 juizes analisaram cada um dos 420 sumarios produzidos.
Como os sumarios eram do tipo “best”, foi introduzido uma medida normalizada que
considerava o tamanho do sumdrio na nota final. Muitos resumos considerados aceitaveis
na tarefa de categorizacdo ndo foram considerados como “aceitdveis” pelos juizes. Cerca de
60% dos resumos foram considerados inaceitaveis. Os resultados normalizados variaram de

45 para o melhor sistema (BT) a & para o pior (ISI).

Na tarefa de Question-answering, trechos do documento foram considerados como
respostas das questdes (answer key). Desta forma, a avaliagdo do sistema ¢ relacionada a
quantas passagens corretas foram obtidas. Entretanto, a resposta ndo era objetiva, pois um
documento poderia conter a mesma informa¢io em mais de um lugar, ou prover versdes
mais ou menos especificas da informacao. Uma pessoa foi designada como avaliador do
topico, cuja fungdo era preparar perguntas e respostas no texto. As respostas a cada questio
foram julgadas como corretas, parcialmente corretas ou perdidas. Os julgamentos foram
expressos em ARA (Answer Recall Average) e o melhor resultado foi obtido pelo sistema

CGI/CMU, com 0.71 e o pior, 0.30 para o sistema Penn.
No geral, os resultados obtidos foram:

e Sumarios de tamanho variavel economizam tempo e sdo tdo corretos quanto o texto

original.
e Mais de 80% dos sumarios produzidos pelos sistemas sio inteligiveis.

e Mesmo considerando a grande variedade de técnicas utilizadas, os sistemas sdo muito

similares em termos de acerto.

¢ Sumdrios fixos com 10% dos caracteres do texto apresentaram resultados piores que

sumarios de tamanho variavel.

* Os sistemas mais proximos do ideal em termos de acerto e tempo apresentam

compressdo menor que 20%.



e Existiram grandes variagdes na aceitabilidade dos sumarios produzidos por diversos
participantes, mesmo 0s sumdrios sendo muito similares na capacidade de realizarem

outras tarefas.

e Sumdrios da tarefa Adhoc foram capazes de selecionar passagens do documento que
eram relevantes para os topicos, auxiliando Juizes da SUMMAC a selecionar
documentos que ndo foram considerados relevantes aos juizes da TREC (que nio

tinham ferramentas de sumarizagéo).

* Os julgamentos individuais dos juizes apresentam grau médio a alto de confianga,
embora exista um nivel moderado de discordancia entre juizes nas tarefas Adhoc e

Categorization.
As ligdes aprendidas foram:

¢ Argumenta-se que o maior problema foi que a avaliagdo dos sistemas de sumarizagio
foi restrita a textos curtos de jornais, visto que textos maiores e de diversos géneros
requerem solugdes de sumarizagdo mais flexiveis, e talvez exponham maiores
diferengas entre os sistemas. Qutro ponto salientado foi o grande uso de julgamentos
humanos na avalia¢do, que impedem desenvolvedores de sistemas de continuamente
testarem ¢ melhorarem os resultados. Outro resultado nfo esperado foi a grande

variabilidade nos julgamentos, mais pronunciado que outras avalia¢des, como a TREC.
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3 DESENVOLVENDO NOVAS TECNICAS PARA SUMARIZACAO AUTOMATICA DE TEXTOS

Considerando-se a Revisdo de Literatura, pode-se determinar grupos de
heuristicas/caracteristicas normalmente utilizadas em sistemas de sumarizagio. Na secio
3.1 as heuristicas serdo agrupadas e seus potenciais para a tarefa de sumarizagio serdo
desenvolvidos, visando & construgdo de sistemas de sumarizagio. Em seguida, na se¢io 3.2,
serdo introduzidas quatro novas técnicas para sumarizagdo de textos, explorando as

heuristicas/caracteristicas identificadas na se¢fio 3.1.

3.1 ANALISE DAS HEURISTICAS
Os principais grupos de heuristicas identificados sdo:
e Informac¢des tematicas do texto [Edmundson 69] [Kupiec 95].
s Meétricas de Recuperagdo de informagdes [Luhn 58] [Banko 99] [Mani 98a].
e Posi¢do e tamanho das sentengas [Edmundson 69] [Kupiec 95] [Teufel 99] [Mani 98a].
e Coesido do texto [Mitra 97] [Carbonell 98] [Barzilay 97] [Mani 98a].
e Estrutura retorica do texto [Teufel 99].
* Anilise da composi¢do morfolégica do texto [Carbonell 99].
e Analise seméntica das palavras do texto [Lin 95].

Deve-se salientar que todas as caracteristicas foram analisadas considerando-se a
restricdo de serem passiveis de serem obtidas de textos ndo-estruturados, de qualquer

dominio € género.

Informacdes tematicas do texto

Apesar de constatado em [Edmundson 69] [Kupiec 95] que palavras
tematicas/chaves do texto apresentaram os piores resultados isoladamente, ndo sendo
incluidas no conjunto de caracteristicas com melhores resultados, pode-se argumentar que o
método utilizado para a obten¢do das mesmas era inadequado: somente a freqiiéncia das

palavras foi considerada como determinante. Em [Teufel 99], as palavras tematicas foram
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obtidas através da métrica TF-IDF e auxiliaram (em pouca quantidade) a performance do
sistema, sendo incluidas no conjunto de caracteristicas com melhores resultados, apesar de
apresentarem a menor performance individualmente. No presente trabalho, utiliza-se
palavras temadticas dentro de um enfoque mais robusto: palavras-chaves serio obtidas
através de técnicas treinaveis para obtencdo de key-phrases de um documento, como visto
em [Turney 00] e [Nevill-Manning 99]. Apos obtidas, as palavras-chaves serdo utilizadas
na criagdo de uma consulta a cada sentenca do documento, através da similaridade dos

COSENOS.

Deve-se notar que caracteristicas como a presen¢a de Cue Words/Fixed Phrases,
apesar de apresentarem bons resultados em [Edmundson 69] e em [Kupiec 95] (segunda
melhor caracteristica) ndo sdo vidveis, pois apresentam dependéncia de dominio e género

do texto e portanto serdo descartadas do presente trabalho.

Métricas de Recuperacio de informacdes

Desde o primeiro trabalho realizado na area [Luhn 58], a pesquisa em sumarizagio
sempre utilizou estatisticas baseadas na freqiiéncia de palavras ou técnicas de recuperagio

de passagens no texto.

Em [Mani 98a] foram utilizadas diversas caracteristicas para treinamento
envolvendo métricas comuns de sistemas de recuperagdo de informagdo. Particularmente,
foram utilizados os valores médios de 7F, TF-IDF além do G* médio, que indicava se a
freqiiéncia de um termo do documento ¢ maior que o esperado da sua freqiiéncia no
conjunto de documentos. As caracteristicas em questio apresentaram bom desempenho no
sistema. Entretanto, métricas mais sofisticadas permanecem inexploradas em sistemas de
sumarizacdo baseados em treinamento, sendo utilizadas somente em heuristicas fixas, que
limitam o funcionamento da técnica a compreensdo do autor no processo de sumarizacio.
Algumas métricas mais sofisticadas que poderiam ser utilizadas sdo pesos TF-TL (que
foram utilizados para alinhamento de sentenc¢as de sumarios providos pelo autor com
sumarios extrativos) e MMR, que visa maximizar a relevincia a0 mesmo tempo que evita a

redundancia com as informagdes ja obtidas.
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Posi¢do ¢ tamanho das sentencas

Caracteristicas envolvendo a posi¢do da sentenga no texto ou no paragrafo
apresentaram boa performance na maioria dos sistemas [Edmundson 69] [Kupiec 95]
[Teufel 99] [Mani 98a]. Neste trabalho serdo feitos alguns experimentos envolvendo a
caracteristica proposta em [Nevill-Manning 99] para extracdo de key-phrases: utilizar o
percentil da sentenca; isto €, a posicdo da senten¢a do documento em termos percentuais.
Esta informac@o € menos rica da que a utilizada em demais trabalhos, que tipicamente
envolvem a posi¢do da sentenca nos paragrafos/secdes ou em se¢des conhecidas (como
Introducio ou Conclusdo). Entretanto, ela ¢ passivel de ser obtida de qualquer texto nio-

estruturado, fator determinante para o trabalho em questio.

Coesao do texto

Diversas técnicas utilizadas em sistemas de sumarizagdo baseiam-se na idéia que o
texto € um conjunto coeso de palavras, e que a relevancia de sentengas no sumadrio pode ser
obtida através do estudo de segmentos coesos do texto. A maioria das técnicas
apresentaram bons resultados, sendo que somente [Mani 98a] apresentou resultados
negativos: caracteristicas de coesdo contribuiram pouco na performance geral do sistema.

Algumas das caracteristicas sugeridas para representar a coesdo no presente trabalho sdo:

e conexdo entre pardgrafos: utiliza a mesma idéia do caminho Global Bushy Path,

proposto em [Mitra 97].

e calculo da similaridade de cada sentenga com o centrdide do documento: Pressupde que
sentencas coesas apresentam alta similaridade com o centréide do documento ou de
segmentos do documento. Em [Radev 00] técnicas similares sdo usadas para

sumarizacido multi-documentos.

Estrutura retorica do texto

A analise completa da estrutura retorica do texto ¢ muito complexa de ser obtida e

requer completo entendimento do texto. Porém, métodos baseados em entendimento
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superficial obtiveram sumarios de boa qualidade. Em [Teufel 99] os sumarios sio

analisados de maneira a preservar a estrutura organizacional do texto.

Algumas técnicas de coesdo podem ser utilizadas para obter a estrutura
organizacional do documento de forma linear, como visto no algoritmo Text Tiling [Hearst
93]. O Text Tiling apresenta bons resultados, como vistos no artigo a seguir (linhas pretas

representam as divisdes topicas encontradas pelo algoritmo Text Tiling):
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Figura 7 - Divisdes topicas encontradas pelo Algoritmo TextTiling

Apesar de nem toda a estrutura organizacional do documento ser capturada, os
resultados sdo bons o suficiente para serem utilizados para dividir o texto em segmentos

coerentes.

A proposta do presente trabalho ¢ tentar extrair a referida estrutura utilizando
arvores geradas através de clustering aglomerativo, como visto em [Yaari 97]. A arvore
obtida utiliza técnicas de coesdo, pois segmentos de texto similares sdo repetidamente
agrupados pela sua similaridade Iéxica, até o nivel mais alto (todo o documento). O

algoritmo funciona da seguinte maneira:



¢ Cada unidade clementar (geralmente pardgrafos) € representada como um vetor de

pesos TF-IDF.

* A partir do primeiro nivel (aonde todos os parégrafos sdo vetores isolados), aplica-se
um teste de proximidade entre cada paragrafo e seus vizinhos esquerdo e direito, e une-
se o paragrafo com seu vizinho mais similar. O processo é repetido até que todos os

paragrafos estejam unidos.

O teste de proximidade utilizado ¢ a conhecida similaridade dos cosenos.
Algoritmos comuns de clustering aglomerativo tém complexidade da ordem de O(n®).
Entretanto, o algoritmo proposto, por computar o teste de similaridade somente com os

paragrafos vizinhos, apresenta complexidade O(n).

Um exemplo do algoritmo aplicado a um texto de noticias extraido da base da

tarefa Categorization da SUMMAC [Mani 98¢] pode ser visto na figura abaixo.

Massachusetts and Wisconsin massachusett, wisconsin, waisconsing, receiew, topscor, wisconsin, receiey, to pscor, wisconsin, receiev, topseor,
receieved top receiev, topscor, tuesdai, tuesdai, protectionprogram, tuesdai, protectionprogram. tuesdai, protectionprogram,
scores Tuesday in a ranking of environment, advocaci, fund advocadi, renew advocaci, fenew

protectionprogram

Mot far behind in the rankings
wvere California and New Jemsey
weith 44 points each and

In the separate areas, the group | massachusett, state,
put these states fist: Horth environment, group, area,
Carolina in suface water protec, highwai

The real success must be won
in
the trenches

This is the second report from rark, fund, energi, program, massachusett, rank, state, fund,
the fund. area, protec, pollution energi, point, program
Last year's examined

The fund said it plans to look
at each area every three years,
The rankings tried to account

The reportsingled out
Mascachusetts, which imposed
$8697.000 in

hdost states rely on local
government zoning erdinances
for

Figura 8 - Resultados do Clustering Aglomerativo em um Documento

No desenho, grupos de 2 paragrafos do texto sdo representados como caixas
brancas; enquanto que caixas cinzas representam agrupamentos de paragrafos (clusters) e
contém o conjunto de palavras com maior ocorréncia no agrupamento em questdo. O
clustering aglomerativo da figura acima apresenta 5 niveis. Utilizando a representacio de

arvore binaria, a figura ficaria como:
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Figura 9 - Arvore Bindria gerada a partir do Clustering Aglomerativo

Uma outra idéia que poderia ser introduzida na arvore é o conceito de saliéncia do

no: “Em cada nivel da arvore, calcular a saliéncia do n6 em relagdo ao no pai”.

O valor da saliéncia poderia ser calculado através de alguma métrica como 0 MMR
[Carbonell 98], que considera a similaridade do né com seu antecessor, a0 mesmo tempo
que evita a redundancia com relagdo a seus nds irmfos. Se um limiar fosse aplicado no
valor de saliéncia do no, de forma que abaixo de um determinado valor o nd fosse

considerado redundante, teriamos, por exemplo, estruturas como a vista na figura abaixo:

r pl
Sn ' Sn ! Sn | Sh

Figura 10 - Ramo de arvore com nds salientes
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A partir da profundidade do n6 na drvore ¢ da medida de saliéncia, poder-se-ia
determinar uma ordem parcial entre todos os nos, o que geraria valores de relevéancia para

possivel inclusdo da sentenga no sumadrio.

Nos com maior profundidade sdo a principio mais redundantes, de forma que a

relevincia da sentenga seria inversamente proporcional a profundidade.

Deve-se notar que a idéia proposta ¢ por si s6 um algoritmo de sumarizacio, mas

pode ser combinada com outras caracteristicas.

Em [Mani 98b] as 4rvores produzidas através de clustering aglomerativo e arvores
de estrutura retorica [Marcu 99] foram comparadas para 7 documentos. O resultados
demonstram que as 4rvores produzidas pelo clustering aglomerativo apresentam uma
segmentagdo de granularidade alta (nivel de pardgrafo) da estrutura topica do texto,
enquanto arvores da estrutura retorica apresentam uma segmentagdo de granularidade fina
(nivel de clausula). Para os teste efetuados, arvores geradas por coeréncia tem muito menos
variabilidade em nimero de folhas. As arvores sdo de um modo geral muito diferentes,

mas ocasionalmente existem alguns pontos de similaridade.

Analise da composicao morfologica do texto

Algoritmos de part-of-speech [Brill 92] permitem determinar a classe gramatical
de palavras em uma sentenga (substantivo, adjetivo, verbo, artigo, etc). Em [Carbonell 99]
fol realizada uma analise empirica das propriedades de sumarios utilizando-se uma base de
noticias com artigos do Los Angeles Times ¢ Reuters. Na analise constatou-se diversos

padrdes, como:

e Senten¢as do sumario contém mais artigos indefinidos que sentengas que ndo

pertencem ao SUMArio.

e Pronomes pessoais, titulos como “Dr.”, “Mr.“ e “Mrs.”, negacdes, verbos auxiliares,
nameros ordinais escritos com digitos ou palavras, conjungdes e preposi¢des tendem a

ser bons indicios de evidéncia negativa no sumario.

Desta forma, a classe gramatical das palavras parece estar altamente relacionada

com a relevincia da senten¢a no sumadrio. Neste contexto, propde-se a criacdo de
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caracteristicas que expressem a proporgdo de cada classe gramatical na sentenca, pois estas
aparentemente sdo boas discriminadoras entre sentengas que devem e que ndo devem

pertencer ao sumario.

Analise Semantica das Palavras do Texto

A WordNet € um dicionario contendo substantivos, verbos, adjetivos e advérbios.

Os substantivos em especial sdo representados como uma rede seméntica de conceitos.

Uma busca por hiperénimos (generaliza¢des) da palavra “computer” na WordNet

retornaria;

Sensc 1
computer, data processor, clectronic computer, information processing system
=> machine
=> device
=> instrumentality, instrumentation
=> artifact, artefact
=> object, physical object
=> entity, something

Sense 2
calculator, reckoner, figurer, estimator, computer
== ¢xpert
=> person, individual, someone, somebody, mortal, human, soul
=> life form, organism, being, living thing
=> entity, something
== causal agent, cause, causal agency
=> entity, something

Deve-se notar que a WordNet contém os diversos sentidos que uma palavra
apresenta. Uma busca por hipdnimos (especializacdes) da palavra “computer” na WordNet

retornaria:

Sense |
computer, data processor, electronic computer, information processing system
=> analog computer, analoguc computer
=> digital computer
=> node, client, guest
=> number cruncher
=> pari-mutuel machine, totalizer, totaliser, totalizator, totalisator
=> gerver, host

Sense 2
calculator, reckoner, figurer, estimator, computer
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=> number cruncher
=> slalistician, actuary

Em [Lin 95], a WordNet foi utilizada para identificar as idéias centrais do texto
através de generaliza¢Ges e especializagcdes na hierarquia de substantivos. Controlando-se
um determinado limiar pode-se variar o nivel de generalidade dos conceitos extraidos do

texto. A WordNet também foi utilizada na obtencéo de cadeias Iéxicas [Barzilay 97].

Como heuristica para sumarizagdo de textos, a WordNet poderia ser utilizada para
fornecer a densidade dos conceitos principais do texto contido em cada senten¢a. Ao invés
de uma simples comparagio de palavras, operagdes de generalizagdo e especializagio
seriam utilizadas para fornecer pesos intermediarios a palavras normalmente consideradas
distintas por métodos como similaridade de vetores de pesos TF-IDF. O processo poderia

ser descrito como uma “busca semantica de conceitos na sentenca”.

3.2 OS 4 SISTEMAS DE SUMARIZACAO PROPOSTOS

Selecionando-se algumas das possibilidades enumeradas acima, foram
desenvolvidos 4 sistemas de sumarizagio: 2 baseados em heuristicas fixas e 2 baseados em
treinamento. Os sistemas apresentam grau crescente de complexidade. Segue-se uma

descri¢do detalhada dos sistemas.

Sistema 1: Sumarizacio de textos baseada em pesos TF-ISF

O sistema funciona da seguinte maneira [Larocca 00a]:

¢ Inicialmente, as sentengas sdo separadas do documento. O fim da sentenca ¢

€ 9

definido como um “.”, seguido de espago ou avango de linha, desde que a
sentenca apresente um tamanho maior ou igual a um tamanho minimo

especificado pelo usudrio (pardmetro “Min Line Size™).

* Os pré-processamentos tradicionais sdo aplicados nas sentengas: case-folding,
remocgdo de stopwords e stemming [Witten 94]. Para remoc¢io de stopwords,

utilizou-se uma lista de 524 palavras, obtidas do codigo fonte da biblioteca
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BOW, desenvolvida pela Universidade de Carnegie Mellon. Para efetuar o

processo de stemming, utilizou-se o conhecido algoritmo de Porter [Porter 80].

e Cada sentenga € representada como um vetor de pesos TF-ISF (term frequency
- inverse sentence frequency). A computa¢io do TF-ISF para cada palavra é
similar a computagdo do TF-IDF [Salton88]. A diferenca ¢ que a nocdo de
“documento” do TF-IDF ¢ substituida pela nogdo de sentenga. Similarmente, o
“namero de documentos” ¢ substituido pelo numero de sentengas no
documento. Entdo a medida TF-ISF de uma palavra w na sentenca s, denotada

por TF-ISF(w,s) € computada pela seguinte férmula:
TF-ISF(w,s) = TF(w,s) * ISF(w)
sendo,

TF(w,s): o numero de vezes que a palavra w ocorre na

sentenca s.

ISF(w): ¢ dada pela férmula:

ISF(w) = log(|S| / SF(w)) ,

sendo,
SF(w): numero de sentencas na qual a palavra w ocorre.

¢ Para cada sentenga s, ¢ computado o TF-ISF médio, denotado por Avg-TF-
ISF(s), calculado pela média aritmética do TF-ISF(w,s) sobre todas as palavras

w da sentenca, que €:

Wi(s)

Avg-TF-ISF(s) = X TF-ISF(i,s) | W(s)
-1
sendo,
W(s): nimero de palavras na sentenca s.

e Uma vez que o valor do Avg-TF-ISF(s) é computado para cada sentenca s, o
passo final ¢ selecionar as sentengas mais relevantes (as que apresentam maior

valor de Avg-TF-ISF(s)). Isto ¢ feito da seguinte maneira:
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e O sistema seleciona a sentenga com o maior valor de Avg-TF-ISF(s), chamada
de Max-Avg-TF-ISF. O usuério especifica um limiar percentual deste valor,
denotado por percentage-threshold. Este valor é utilizado para computar o

Threshold-TF-ISF, da seguinte maneira:

Threshold-TF-ISF = percentage-threshold * Max-Ave-TF-ISF

* A saida do algoritmo de sumarizago consiste de todas as sentencas nas quais o

valor de Avg-TF-ISF(s) é maior ou igual a Threshold-TF-ISF.

A tela do sistema pode ser vista a seguir:

Automalic Absliact of Document
Threshokt |?5 Min Line Size: |10
Generale

j0.2 - Permuesion Lo copy without fee all or part of this material is grantad
jprovided that the copies are not mada o distributsd for direct commercisl
acveritage, the VLDBE 1ght notice and the title of the publicetion and
ils date sppear, end notice 1s given that copyngis by pefmugmon of the
Very Lerge Deta Base Endowment

0.2 - Objects are also logcally grouped inta pocls, where & pool

defines e number of menagement pokeses for the objects

leontamed inthe pool, such as how large the physicel seg-
iments aze, how the objects are [aid out n & ghysical segment,

lhow obiscts are located within a file, and how objects are

lcreated

ILO- All of the tapsaction filss ae spht st the sems tarm t k | such that the
{head sepment for each anesction file will contam Lerms

Ltk gond the teil segmet for each transaction file
jwill conten terms ot Lo g where there are n terms
o the vocsbulary

Figura 11 - Tela do sistema de sumarizacio de textos TF-ISF

Note que, da forma descrita acima, o sistema pode selecionar um niimero bastante
varidvel de sentencas, dependendo das diferengas entre os valores TF-ISF para cada
sentenca. Porém, pode-se facilmente fazer o sistema selecionar um numero méximo de
sentengas, uma vez que as sentengas estejam em ordem decrescente de Avg-TF-ISF,
selecionando-se as n primeiras sentencas, aonde n é um parametro definindo o tamanho do

sumario desejado.

Sistema 2: Sumarizacdo de textos baseada na importincia relativa dos tépicos
O sistema funciona da seguinte maneira [Larocca 00b]:

Fase 1: Pré-processamento
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O documento € convertido para a representacdo bag-of-words, e todos os pré-
processamentos tradicionais sdo aplicados: case-folding, remoc¢ao de stopwords e stemming
[Witten 94]. Para remocdo de stopwords, utilizou-se uma lista de 524 palavras, obtidas do
codigo fonte da biblioteca BOW, desenvolvida pela Universidade de Carnegie Mellon. Para
efetuar o processo de stemming, utilizou-se o conhecido algoritmo de Porter [Porter 80].
Para textos em outras linguas ou multilingues, optou-se pela representa¢do de n-grams
[Cavnar 94], mais especificamente, quad-grams, devido a aparente auséncia de algoritmos
de stemming para linguas como o portugués. Para representar o valor associado a cada
dimensdo do vetor, utilizou-se a métrica TF-ISF( ferm frequency — inverse sentence

frequency) [Larocca 00a].
Fase 2: Segmentacio em Topicos

Para segmentar o documento em topicos, utilizou-se uma versdao modificada do
algoritmo TextTiling. O algoritmo TextTiling [Hearst 93] propde um método para
particionar documentos em unidades coerentes. Na versdo modificada, a métrica TF-IBF(
term frequency — inverse block frequency) ¢é utilizada para comparagdo de blocos
adjacentes. Além disso, a versdo desenvolvida suporta a representa¢do de n-grams, que nio
necessita dos pré-processamentos tradicionais e é portanto independente de lingua,
permitindo a utilizagdo do algoritmo em textos escritos em portugués, por exemplo. O

algoritmo funciona em 2 passos:

No primeiro passo, todos os pares de blocos adjacentes no texto (geralmente de 3 a
5 sentencas) sdo segmentados, € uma representacdo vetorial contendo pesos TF-IBF ¢é
produzida de forma similar ao calculo do TF-ISF, substituindo-se o conceito de sentenca
por bloco. Os vetores adjacentes sdo entdo comparados e associados a um valor de
similaridade. A similaridade entre os blocos ¢ calculada através da conhecida similaridade
dos cosenos, que calcula o dngulo formado entre os dois vetores correspondentes aos
blocos. Na similaridade dos cosenos, o valor 1.00 indica total semelhanca entre os blocos e

valores proximos de 0.00 indicam nenhuma semelhanga.

No segundo passo, os valores de similaridade sdo suavizados, utilizando-se um

filtro de medianas, similar ao utilizado em algoritmos de processamento de imagens, com
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Janela de tamanho 3, para eliminar pequenos minimos locais. O grafico é entdo analisado
em relagdo a picos e vales. Picos indicam coeréncia e vales indicam potenciais quebras
entre segmentos coerentes do texto (topicos). As divisdes de segmentos sdo localizadas
através das por¢des mais baixas do grafico. Os valores reais da similaridade ndo sio

levados em conta, e sim as diferengas relativas.

Um paradmetro ajustavel € o tamanho dos blocos utilizados para comparagio, que
pode ser heuristicamente determinado utilizando-se o tamanho médio dos paragrafos do
texto. Outro pardmetro determina exatamente quando uma queda de similaridade no grafico

¢ significativa o bastante para ser considerada uma quebra de topico.

Utilizou-se um algoritmo simples que detecta uma mudanga de t6pico toda vez que
uma queda relativa na similaridade ¢ maior que um limiar pré-estabelecido. Valores tipicos

para o limiar sdo 0,3 ou 0,2.
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Figura 12 - Aplicagdo do algoritmo TextTiling em um documento

Na figura acima pode-se ver o resultado da aplica¢do do algoritmo TextTiling em
um documento em portugués contendo aproximadamente 110 linhas, com um bloco de 3
linhas e utilizando quad-grams. A linha em preto representa os valores da similaridade 7TF-
IBF entre blocos. A linha em cinza representa os mesmos valores apds a aplicagio do filtro
de medianas com janela de tamanho 3. As setas representam vales descobertos pelo
algoritmo descrito utilizando diretamente os valores da similaridade TF-IBF, que

empiricamente apresentaram os melhores resultados.

As fases 3 e 4, descritas a seguir, utilizaram técnicas de autoria propria, sendo as

maiores contribui¢des do autor neste sistema.
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Fase 3: Determinacio da forga dos tépicos

Apés a segmentagdo dos tdpicos, o sistema deve obter um fator que represente a
importancia do topico no documento, de forma a estabelecer tdépicos prioritarios e
secundarios. Tal fato € de extrema importdncia para evitar que sumarios pouco
representativos sejam gerados. Supondo que desejassemos sumarizar um artigo técnico,

topicos como “Related Work™ e “References” claramente ndo devem figurar no sumdrio, ¢

portanto, devem apresentar um coeficiente de importincia baixo.

A solugdo utilizada para determina¢do da importancia dos topicos foi calcular a
relevincia total das frases existentes em cada topico t contra a relevancia total de todos os
topicos, ou seja:

Top Im p(¢)

|71

> TopIm p(i)

i=1

RelToplmp(t) =

onde |T| é o nimero de topicos encontrados na fase 2

O resultado da férmula RelTopImp(t) fornece um valor entre 0 e 1 que

corresponde a contribui¢do do tépico no documento.

Para calcular a relevincia total das frases existentes no topico, Totlmp(t),
necessita-se estabelecer antes uma métrica para calculo da relevincia de uma frase. Foi
utilizada a métrica Avg-TF-ISF, introduzida em [Larocca 00a], e descrita acima no Sistema

1.

A determinacdo da relevincia total das frases existentes no topico é dada pela

soma dos valores de Avg-TF-ISF para todas as sentencas existentes no topico, ou seja:
Toplm p(t) = Z Avg—TF — ISF(x)
el
onde T* é 0 conjunto de sentengas do topico A.

Fase 4: Sele¢iio de sentencas relevantes nos topicos
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Esta etapa seleciona as n sentengas mais relevantes de cada topico, sendo que n é

obtido através da forga associada ao topico.

Dentro de cada topico, as sentencas sdo selecionadas de acordo com a sua
similaridade TF-ISF em relagdo ao centréide do tépico. O centréide do topico representa o
vetor médio de todas as sentencas contidas no topico. As sentengas sdo entdo selecionadas
em ordem decrescente de valores similaridade TF-ISF com relagio ao centréide, fazendo
com que as frases mais representativas para um determinado tdpico sejam selecionadas

antes.

Uma visdo geral do processamento deste sistema, executando seqiiencialmente as

quatro fases acima, € mostrada na Figura 13.

Pré-processamerta

SegmentacEo em topicos

Determinacéo da forca dos
tapicos

Selegdo de sertengas
relevantes nos topicos

resumao

Figura 13 - Arquitetura do sistema de sumarizag¢do baseado na importincia relativa dos
topicos

Sistema 3: Sumarizaciio Treinavel de Documentos Utilizando Caracteristicas
Posicionais, Tematicas e de Coeséo

O sistema funciona da seguinte maneira [Larocca 00c]:
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¢ Inicialmente sdo produzidos sumdrios extrativos “ideais” com 10% das sentencas do

texto a partir do sumario fornecido pelo autor, em uma técnica similar a [Mani98a).

Esta técnica permite a criagdo de sumdrios ideais de forma automatica, sem a

necessidade de um juiz humano, e baseia-se em uma consulta do sumario provido pelo

autor contra sentencas contidas no documento.

e Sdo extraidas 7 caracteristicas dos documentos da base CMP-LG, todas de natureza

continua. As caracteristicas utilizadas para deteccdo da presenga de sentencas no

sumario podem ser separadas em 3 grupos: posicionais, tematicas e baseadas em

coesdo.

As caracteristicas posicionais e relativas ao tamanho sio:

Posiciio da Sentenca: posi¢do da sentenga no texto, similar a [Nevill-Manning 99].

Indica a posi¢do da palavra no documento. O valor é normalizado na escalade 0 a 1.

Tamanho da Sentenc¢a: tamanho da sentenca, normalizado pelo tamanho da maior

sentenca do documento.

As caracteristicas tematicas sio:

TFISF Médio: TF-ISF médio das palavras de cada sentenga. Os pesos TF-ISF
[Larocca 00a] representam o valor de cada palavra na representacdo vetorial de
documentos, combinando as estatisticas 7F(i, d) e SF(i), e fornecem uma indicacdo

da importancia das palavras no documento.

Semelhan¢a com o Titulo: resultado da aplicagdo do titulo do documento como
consulta a todas as sentengas. Inicialmente tanto o titulo como cada sentenga do
documento sdo convertidos para representagdo vetorial, sendo que a similaridade

entre os dois vetores € obtida através da similaridade dos cosenos [Salton 88].

Semelhan¢a com Palavras Temadticas: € processado de forma similar a
caracteristica “Semelhan¢a com o Titulo”, s6 que ao invés do titulo do documento,
utiliza-se de 15 palavras-chaves do mesmo. As 15 palavras-chaves foram extraidas
utilizando a API de programagcao do sofiware Extractor, um conhecido programa de

extracao de palavras-chaves de documentos, proposto em [Turney 00].
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As caracteristicas baseadas em coesfo sdo:
e Concctividade da Sentenca: ¢ processada da seguinte maneira:

e Para cada senteng¢a do documento, efetuar uma consulta utilizando a sentenca

selecionada contra todas as demais sentencas.
e Somar os valores de similaridade.

e Apds processar os somatorios para todas as sentengas, normalizar o valor obtido

pela maior soma.

A idéia intuitiva desta métrica ¢ que sentengas com valores proximos de 1.00 para esta
caracteristica sdo as mais coesas do documento. A idéia proposta € similar ao caminho

Global Bushy Path proposto em [Mitra 97].
e Semelhanca com o Centréide: ¢ processada da seguinte maneira:

e Calcular o centroide do documento (vetor médio de todas as sentencas do

documento, incluindo titulo).

e Aplica-lo como consulta a todas as sentengas do documento, obtendo a

similaridade entre cada sentencga e o centréide.
e Normalizar as similaridades pela maior obtida.

A 1idéia intuitiva desta métrica ¢ que sentengas com valores proximos de 1 para

esta caracteristica representam as idéias gerais do documento.

Em seguida as caracteristicas sio discretizadas em intervalos com largura
constante. Atualmente o sistema utiliza somente 3 intervalos de valores possiveis para todas
as caracteristicas: alto, médio e baixo. Foram efetuados testes com métodos mais
sofisticados de discretizagdo, como a discretizagdo basecada em entropia, fornecida pelo
utilitario Discretize da biblioteca MLC++ [Koravi 96]. Entretanto, os resultados ficaram

abaixo dos obtidos por uma discretizagdo com largura constante.

Utiliza-se o classificador Naive-Bayes para predi¢do das linhas que devem compor

o sumério. Optou-se pelo classificador Naive-Bayes devido a sua simplicidade ¢ o fato de
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ja ter sido utilizado em diversos trabalhos na area de sumarizagdo de dados [Kupiec 95]

[Teufel 99] com bons resultados.

As telas do sistema podem ser vistas nas figuras 14 e 15.

e o @ grem =] [(EETRACT

e ook e kst b s sy erscvers.
oo re o mimg dormemilom froe. £a b ey eatometisty,  poeciums o, W cvasion /e TAR_ Mo ik, St 1y =
fihe procens tunky Bic ma® [rymcormmames A wwa gives By appenl 1o anbtratr o Tig s
Nt have datredvere o simwple, metsfal Gciaitivn o [T et deileiben of derheviloals probicetc in et 1 gresty

A bedcin lesdendn e cuprewety o Betarm el +1C mekes B GCEGN T pRIINE
rramdardiree adpining écrmvetives. St mraids B Copecy =ty 12 deviculs # ntmpery e W inwedace el

e bietinnioe, Bl errimscueTT wisimien , bersed 00
oy erivalinar., That b toe.

el sty B eptie ol pob S KL | oy ki o e

Hatntine, 8 e iy, which el otherwice mabe e
kepacate persaegoe ey e aifm a2 ibgls ot 17 30 presbeadumacabin, e afed by e bacapasation of 12 aBem b
tementary bee. o crrased bbb iy b portors sech | [T s e el sl ety repancd
el e bocricriala waiag the nrirat lercanpitely soparste S tsans. sty mtdeg € yrechcal i
retmtben vt et el d bt

<ol byt remsing iy i

..-,-—u.k

o
kit
F;... it g
puirephiowipsiint st gyt Sl wpapediot o

plssssetn T

N— T Il m e s it
[t Bmgooge ot becton b 444t s impaagespeciicaion.

=

i e airmabic mapsing

Pesatibay i
eiaxrd n.a.‘nummnanukm il

e ririrae
o s
BCAD P

Evpresivity
emplec centok iy
The Rt ot et

Tapaciy o

e ing
Frabtens it e fcwiing Debeiven

i 1 D s

b aminges of o Hatarst Dafinion

| Eprechvity
igicm

ntnbatey
|ﬁ-=u--=n—-na..n_
| Mwiic ddmoten

Tron Adpeinng =] [ieairiciag < THoeE GIRTTivs Capway of Dymevaniualree Aoty =]
rmas -

Iatucien

The form ol of syachranms i lfaloing grammars. s varin
12 et ngevas vansdceon b wstion
[Eyrehauan spochy rcisboms

mmgunge h»«-ﬂmllm“ 1845, amene
specified

<) it s ewingr. Thin me wiccurking dekmition of fcchemtien i

et e ada mqmnmam-mmuma.m.e
tlvsguage mprriication
et condmagege palra; cach

b e r;—ki::nﬂ Muu—uﬁ
g

n-lw&nb)ﬂln-nuih mmymwm.

ot ol

rings.

=

.

Figura 14 - Sistema Extrator de Caracteristicas

~ Unidlea - T

ainabloSummaiioss

Dasrﬁlgd-qe L5 Lm' b

DEHE

- |

Feodr

HUM

2

Figura 15 - Sistema Gerador de Arquivos para Classificacao

Sistema 4: Sumarizacio Treinavel de Documentos Utilizando a Estrutura

Argumentativa do Texto

Neste sistema, o objetivo geral ¢ desenvolver um sistema treinavel para

sumarizacio de noticia e obtengdo aproximada da estrutura argumentativa do texto

[Larocca 00d].

A obten¢do aproximada da estrutura argumentativa do texto é efetuada da seguinte

maneira:
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O texto € processado pelo algoritmo de clustering aglomerativo, como proposto por

[Yaari 97].

Cada sentenga presente na saida do clustering aglomerativo € classificada como
relevante (captura as idéias principais do documento) ou de fundo (background)

(contém informagdo adicional, ndo essencial).
A detec¢do de sentengas de fundo ¢ baseada nos seguintes critérios:
e A senten¢a contém pouco ou nenhum conceito principal do texto.

e A sentenga apresenta baixa profundidade na arvore do clustering aglomerativo,
pois apresenta pouca coesdo com as demais sentengas. A profundidade ¢
considerada baixa se for menor ou igual a metade da profundidade geral da

arvore,
e A sentenca contém anaforas ou referéncias externas.
e Existem marcadores de discurso no inicio da sentenca.

Apos detectar as sentencas de fundo, as demais sentengas sdo consideradas como

relevantes.

O sistema treinavel de sumarizacdo funciona da seguinte maneira:

Inicialmente sdo produzidos sumarios extrativos com 10% e 20% das sentengas do texto

a partir do sumario fornecido pelo autor, em uma técnica similar a [Mani98a].

Sdo extraidas 7 caracteristicas dos documentos da base de noticias da ZIFF-Davis,
algumas baseadas na estrutura argumentativa aproximada do texto. As caracteristicas

Sdo:

e Indicador de conceitos principais: Indica se a sentenga captura ou nio os
conceitos principais do documento. Partindo do pressuposto que a maioria das
palavras relevantes sdo substantivos, a identifica¢io é realizada da seguinte

maneira;
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e Todos os substantivos da senten¢a sdo selecionados, utilizando um

software de part-of-speech [Brill 92].
e Substantivos repetidos sdo removidos.

e Para cada substantivo, ¢ calculado o nimero de sentencas na qual o termo

aparece pelo menos uma vez.

e Os [5 termos com maior numero de ocorréncia nas senten¢as Sao

selecionados.

Ocorréncia de nomes proprios: a ocorréncia de nomes proprios de pessoas e
locais representam dicas de relevdncia positiva da senten¢a no sumario,
especialmente para textos de noticias. Os nomes préoprios foram identificados

por um software de part-of-speech [Brill 92].

Ocorréncia de anaforas: a ocorréncia de anaforas geralmente indica a presenga
de informag¢do adicional, ndo essencial para o texto. A deteccao de anaforas foi
feita de forma similar a [Strzalkowski 98]: verifica-se pela existéncia de certas

palavras no inicio da sentenga (primeiras 6 palavras).

Ocorréncia de marcadores de discurso no inicio da sentenga: Alguns
marcadores de discurso, como “because”, “furthermore” e “additionaly” sio
considerados indicadores de presenca de informacido adicional, ndo essencial

a0 sumario.

Conectividade das sentengas: Parte da evidéncia que sentengas ndo essenciais
a0 sumdrio apresentam baixa coesfo. E processada de forma similar a descrita

no sistema 3.

Profundidade da sentenca na arvore: Indica a profundidade da sentenca na

arvore produzida pelo algoritmo de Clustering Aglomerativo.

Posicdo na arvore: considera o caminho da raiz da arvore do Clustering
Aglomerativo até a sentenga selecionada, considerando somente profundidades

de até 4 niveis. Como a referida arvore ¢ bindria, os valores possiveis sdo:
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“left” , “right” e “none” (a sentenga estd em uma profundidade menor do que

4).

Apbs extrair as caracteristicas, o sistema foi treinado em dois classificadores:

C4.5 [Quinlan93] e Naive-Bayes.
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4 EXPERIMENTOS E ANALISE DE RESULTADOS

Este capitulo estd organizado da seguinte maneira: em “Formato e métricas de
avaliacdo”, os procedimentos e soffwares utilizados na valida¢do dos sumarios produzidos
automaticamente sdo detalhados. A segdo “Sistemas de sumarizagdo utilizados” descreve
os sistemas de sumarizagdo que participaram da avaliacio, bem como os parimetros de
configuragdo dos mesmos. A secdo “Descrigio das bases de documentos utilizadas™
descreve as 3 bases de documentos selecionadas e finalmente a se¢io “Resultados dos

experimentos” contém os resultados obtidos nos 8 experimentos realizados.

4.1 FORMATO E METRICAS DE AVALIACAOQ

Para analise de resultados, utilizou-se 0 modelo do “sumario ideal”, uma tarefa
intrinseca, que avalia a qualidade do sumario baseada na andalise do mesmo. A justificativa
para tal procedimento ¢ que mesmo que o "sumario ideal" seja dificil de ser estabelecido
(pois pode existir um grande numero de sumdrios de boa qualidade gerados a partir de um
documento), existem estudos que afirmam que embora os juizes nio concordem em todas
as sentengas a serem incluidas no sumadrio, eles concordam nas senteng¢as mais importantes
a serem incluidas. A vantagem da utiliza¢do de uma tarefa intrinseca com relacio a tarefas
extrinsecas € que avaliagdes extrinsecas podem ter seus resultados influenciados por fatores
externos, além de serem mais dificeis de serem realizadas. Desta forma, pode-se afirmar
que a avaliagdo conduzida € rigorosa, no sentido que “pune” sumarios que contenham
sentencas relevantes mas que ndo fagam parte do sumario ideal. Entretanto, como todos os
métodos foram avaliados com o mesmo rigor, pode-se afirmar que os resultados

comparativos entre os sistemas sdo validos.

Os documentos analisados foram escritos na lingua inglesa, e as taxas de
compressdo de 10% e 20% das sentencas do texto foram utilizadas. A limitagdo da lingua é
imposta pela maioria dos sistemas, que envolvem pré-processamentos disponiveis somente
para a lingua inglesa. Com relagdo as taxas de compressdo, adotou-se as duas mais

comumente utilizadas em experimentos na literatura.

Os “sumarios ideais” foram gerados de duas formas:
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e Manual

Neste caso, um juiz humano seleciona sentencas de alta relevincia. O namero de
sentengas selecionadas depende da taxa de compressdo utilizada. Nestes
experimentos, foram utilizadas as taxas de 10% e 20%, o que significa que o juiz
seleciona 10% ou 20% do numero total de sentencas do documento. Para
constru¢do dos sumarios manuais, contratou-se uma professora de inglés, que
embora ndo tenha o inglés como idioma nativo, € graduada em Lingiiistica e

leciona a diversos anos.
e Automatico

Sistemas de sumarizacdo dificilmente sdo avaliados em bases de treinamento de
tamanho consideravelmente grande (acima de 100 documentos), visto que tal fato envolve
grande trabalho manual para a criacdo de sumarios extrativos. [Mani 98a] propds uma
técnica inovadora para a obten¢do de sumdrios extrativos: utilizar o sumario provido pelo
autor do documento (n3o-extrativo) como consulta a cada uma das sentengas do
documentos. Neste contexto, sentengas que apresentarem maior relevincia a consulta sao
ordenadas e sumarios com tamanho fixo (tipicamente 10% ou 20% das sentengas) sao
obtidos. Desta forma, qualquer base de dados textual que apresente sumadrios fornecidos
pelo autor pode ser utilizada no treinamento do sistema. Esta técnica tem a vantagem de ser
muito mais simples de ser obtida, pois ndo envolve interagdo humana, mas 0os sumarios
gerados ndo sdo garantidos de terem a mesma coeréncia do sumario provido pelo autor. Um
dos experimentos realizados visa comparar 0s SUMArios manuais com OS SUMArios

automaticos, tentando avaliar o grau de similaridade entre os mesmos.

As métricas de avalia¢do utilizadas foram precision e recall, utilizadas na grande

maioria dos trabalhos da 4rea.
As férmulas para calculo de precision e recall foram definidas na segdo 2.3.

Deve-se notar que em casos aonde o sistema seleciona o mesmo numero de
sentencas que o “sumdrio ideal”, os valores de precision e recall sdo 1dénticos, € os

sistemas utilizam simplesmente o termo taxa de acerto. Nesta avaliac¢do, alguns sistemas



apresentavam precision e recall idénticos mas outros nio, de forma que preferiu-se adotar
as duas métricas.
Além disso, para andlise estatistica, o desvio padrao da amostra para os valores de

precision e recall foi calculado, utilizando-se a seguinte formula:

sendo,
n: numero de documentos

P;: valor na amostra da métrica analisada (precision ou recall)

x : média na amostra da métrica analisada (precision ou recall)

Para realizagdo dos experimentos, desenvolveram-se 4 softwares, como indicado

na figura 16 e descritos a seguir.

/

texto completo

Gerador de Sumarios Manuais Pré-Processador

. Illl' =
sumdrio AaucomAatico

R mapaal arquivo de caracteristicas

Sistemas de Sumarizaecgdo

J
4;&

sumArio candidato modelo

Analizador de Saidas

Figura 16 — Softwares utilizados nos experimentos
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1) Pré-processador (DocumentBase Preprocessor)

Tem como objetivo pré-processar os documentos de entrada (fornecidos no formato XML) e

extrair diversas caracteristicas, contidas nos seguintes arquivos:
e Orig: contém o texto original.
¢ Topics: contém os termos de indexagdo do documento, quando disponivel.

¢ Dat: arquivo de caracteristicas utilizado pelos sistemas de sumarizagdo baseados em

tretnamento.
e Abs: texto do sumario provido pelo autor.
e Qabs: texto do sumadrio extrativo automadtico obtido a partir do sumario do autor.
¢ Vabs: sumdrio extrativo automatico em formato binario, para comparagiio posterior.
2) Sistemas de Sumarizagao (Summarization Algorithms)

Tem como objetivo executar as diversas técnicas de sumariza¢io nos documentos

especificados. Efetua os processos de treinamento e de validacio.

No processo de treinamento, sdo oferecidos os algoritmos C4.5 e¢ Naive-Bayes. Os
algoritmos produzem como saida um modelo. No caso do C4.5, uma arvore de decisdo é

gerada; no caso do Naive-Bayes, um arquivo contendo as probabilidades de cada atributo.

No processo de validagdo, as técnicas disponiveis sdo utilizadas na validacio de
documentos. Para cada documento de entrada, ¢ produzido um arquivo contendo o sumério

extrativo no formato bindrio. Os algoritmos oferecidos sio:

e (4.5 (sob um conjunto de caracteristicas selecionadas)

e Naive-Bayes (sob um conjunto de caracteristicas selecionadas)
e Sumarios produzidos com as primeiras sentencgas do texto

e Sumirios produzidos com sentencas aleatdrias do texto

e  Word Summarizer
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e TF-ISF

® TF-ISF baseado em topicos
3) Analisador de Saidas (Qutput Analyser)

Analisa e gera arquivos binarios de sumarios. Apresenta os seguintes recursos:

® Visualizago do sumdrio produzido para um documento, a partir dos arquivos orig

(texto original) e vabs (sumadrio em formato bindrio).

e Comparacdo dos resultados de sumarios produzidos pelas técnicas com sumérios ideais,
fornecendo os valores de precision, recall, mean precision, mean recall e seus

respectivos desvios padroes.

e Permite criar arquivos binarios de sumarios manualmente. Este recurso foi utilizado
para entrada dos dados de sumdrios ideais proveniente do juiz humano, para posterior

comparacdo com as técnicas de sumarizagio automatica.

s Efetua o processo de clustering aglomerativo de sumdrios, descrito mais adiante nos

experimentos, produzindo uma arvore binaria como saida.
4) Gerador de sumarios manuais (Manual Summaries)

Analisa o texto de um documento (no formato XML), efetua os pré-processamentos
minimos para separagio de linhas, informa quantas linhas devem ser selecionadas para
sumarios de 10% e 20% das sentengas do texto ¢ indexa as linhas, para facilitar a entrada

posterior no sistema 3.

4.2 SISTEMAS DE SUMARIZACAO UTILIZADOS

Os 4 sistemas de sumarizacdo propostos na sec¢do 3.2 foram utilizados nos
experimentos. Em dois destes sistemas (o sistema 3 ¢ o 4), experimentos foram feitos
utilizando dois classificadores diferentes (C4.5 e Naive Bayes). Foi também realizado um
experimento com um sistema hibrido 3/4, novamente com dois classificadores. Portanto, ao

todo 8 variantes dos sistemas de sumarizagdo propostos neste trabalho foram avaliados.
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Estas 8 variantes foram comparadas com 3 outros sistemas de sumarizacdo. A seguir é

descrito resumidamente cada um dos 11 sistemas utilizados nos experimentos.
e Sistema | — TF-ISF

Seleciona sentengas baseado nos valores da métrica TF-ISF. Este algoritmo

apresenta uma heuristica fixa e portanto ndo utiliza os dados de treinamento.
e Sistema 2 — Topical TF-ISF

Seleciona sentengas particionando o documento em topicos, fornecendo valores de
relevincias aos mesmos e extraindo sentengas de cada tdpico de forma proporcional a
relevincia. Este algoritmo apresenta uma heuristica fixa e portanto nio utiliza os dados de

treinamento.
e Sistema 3 com classificador C4.5

Utiliza as caracteristicas do sistema 3, combinado com o classificador C4.5. Para
evitar o problema de desbalanceamento de classes (visto que somente dez ou vinte porcento
das sentengas sdo nomeadas com a classe positiva), utilizou-se somente 30% dos exemplos
negativos disponiveis. As caracteristicas utilizadas foram: Posi¢do da Senten¢a, Tamanho
da Sentenca, TFISF Médio, Semelhanca com o Titulo, Semelhanca com Palavras

Tematicas, Conectividade da Sentenca e Semelhanga com o Centréide.
e Sistema 3 com classificador Naive Bayes

Utiliza as caracteristicas do sistema 3, combinado com o classificador Naive
Bayes. As caracteristicas utilizadas foram: Posi¢do da Sentenga, Tamanho da Sentenca,
TFISF Médio, Semelhanga com o Titulo, Semelhan¢ca com Palavras Tematicas,

Conectividade da Sentenga e Semelhan¢a com o Centroide.
e Sistema 4 com classificador C4.5

Utiliza as caracteristicas do sistema 4, combinado com o classificador C4.5. Para
evitar o problema de desbalanceamento de classes (visto que somente dez ou vinte porcento
das sentencas sdo nomeadas com a classe positiva), utilizou-se somente 30% dos exemplos

negativos disponiveis. As caracteristicas utilizadas foram: Indicador de conceitos
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principais, Ocorréncia de nomes proprios, Ocorréncia de anaforas, Ocorréncia de
marcadores de discurso no inicio da sentenga, Conectividade das sentencas, Profundidade
da sentenca na arvore e Posi¢do na arvore (4 atributos, representando os 4 niveis de

profundidade utilizados).
e Sistema 4 com classificador Naive Bayes

Utiliza as caracteristicas do sistema 4, combinado com o classificador Naive
Bayes. As caracteristicas utilizadas foram: Indicador de conceitos principais, Ocorréncia de
nomes proprios, Ocorréncia de anaforas, Ocorréncia de marcadores de discurso no inicio da
sentenga, Conectividade das sentengas, Profundidade da senten¢a na drvore e Posi¢iio na

arvore (4 atributos, representando os 4 niveis de profundidade utilizados).
e Sistema 3/4 com classificador C4.5

Utiliza as caracteristicas do sistema 3 somadas com as caracteristicas do sistema 4,
combinado com o classificador C4.5. Para evitar o problema de desbalanceamento de
classes (visto que somente dez ou vinte porcento das sentengas sdo nomeadas com a classe
positiva), utilizou-se somente 30% dos exemplos negativos disponiveis. As caracteristicas
utilizadas foram: Posi¢do da Sentenga, Tamanho da Sentenga, TFISF Médio, Semelhanga
com o Titulo, Semelhan¢ca com Palavras Tematicas, Conectividade da Sentenca,
Semelhanca com o Centréide, Indicador de conceitos principais, Ocorréncia de nomes
proprios, Ocorréncia de anaforas, Ocorréncia de marcadores de discurso no inicio da
sentenca, Profundidade da sentenga na arvore e Posicdo na éarvore (4 atributos,

representando os 4 niveis de profundidade utilizados).

e Sistema 3/4 com classificador Naive Bayes

Utiliza as caracteristicas do sistema 3 somadas com as caracteristicas do sistema 4,
combinado com o classificador Naive Bayes. As caracteristicas utilizadas foram: Posi¢do
da Sentenca, Tamanho da Sentenga, TFISF Médio, Semelhanga com o Titulo, Semelhanga
com Palavras Tematicas, Conectividade da Sentenga, Semelhanga com o Centréide,

Indicador de conceitos principais, Ocorréncia de nomes proprios, Ocorréncia de anaforas,
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Ocorréncia de marcadores de discurso no inicio da sentenga, Profundidade da sentenca na
arvore ¢ Posicdo na arvore (4 atributos, representando os 4 niveis de profundidade

utilizados).
e FirstSentences

Seleciona as n primeiras sentencas do documento, sendo n estimado a partir da
taxa de compressio desejada. A motivagdo para este sistema é o fato constatado em
[Brandow 94], no qual sumarios produzidos com as n-primeiras senten¢as do texto

obtiveram resultados similares a métodos mais elaborados.
e Random Sentences

Seleciona n sentencas aleatorias do documento, sendo n estimado a partir da taxa
de compressdo desejada. A motivacdo para este sistema € fornecer um limite inferior para a
performance de qualquer sistema de sumariza¢do automatica, pois todos devem apresentar

resultados acima do aleatorio.
e  Word Summarizer

O Microsoft Word Summarizer € o sumarizador de textos integrante do
processador de textos Microsoft Word, e foi utilizado para comparacdo de resultados em
diversos trabalhos realizados na literatura [Barzilay 97] [Marcu 99] [Chuang 00]. Para os
experimentos, utilizou-se a versdo contida no pacote Microsoft Office 97. O sistema utiliza
técnicas ndo documentadas para sumarizar um documento de forma extrativa, com um grau
de compressdo especificado pelo usuario. Entretanto, ele apresenta algumas

particularidades dos demais sistemas, a saber:

1) O grau de compressdo especificado refere-se ao namero de caracteres

presentes no sumdrio, € ndo o nimero de linhas.

2) Algumas sentengas sdo modificadas pelo sumarizador durante a execugdo,
visando diminuir o nimero de caracteres sem modificar a compreensido do
texto. Por exemplo, se a sentenca abaixo for selecionada para inclusio no
sumario, 0 pronome de tratamento “Mr.” no inicio poderia ser removido,

gerando sentengas que ndo sdo exatamente iguais as do documento original.
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Mr. Darden's case is part of a broad federal crackdown on * computer hackers that has led

to more than 30 raids in cities across the country.

Tendo em vista a particularidade 1, os sumarios gerados pelo Microsoft Word
Summarizer podem conter mais ou menos senten¢as que as selecionadas pelos demais
algoritmos. Neste caso, os valores de precision e recall serdo diferentes. Tendo em vista a
particularidade 2, como algumas sentengas sdo modificadas durante a sumarizacio, nem
sempre € possivel determinar a correspondéncia exata com sentencas do documento
original. Neste caso, estas sentengas sdo ignoradas. Entretanto, elas ndo correspondem a um
numero significativo do total de sentencas selecionadas, evitando desta forma comprometer

0s resultados.

4.3 DESCRICAO DAS BASES DE DOCUMENTOS UTILIZADAS

Para a realizagdo dos experimentos, foram necessarias 3 bases de documentos,
obtidas dos textos da editora Ziff-Davis, na base TIPSTER [Harman94]. A base consiste de
textos de revistas sobre computadores, hardware, software, etc. Dentre os textos
disponiveis, 33.658 contém sumarios providos pelo autor. Os textos apresentam tamanhos

variados: de 2 Kbytes a mais de 64 Kbytes. As 3 bases de documentos produzidas foram:
e Base de treinamento
Contém os documentos utilizados para treinamento. A base ¢ composta de cerca
de 100 documentos selecionados aleatoriamente da base TIPSTER, com a seguinte
distribui¢do:
e 25 documentos de 11 Kbytes
e 25 documentos de 12 Kbytes
e 25 documentos de 16 Kbytes

e 25 documentos de 31 Kbytes

O tamanho médio dos documentos ¢ de 129,5 sentengas, produzindo um total de
12.950 sentengas, sendo que, para sumarios com taxa de compressio de 10%, 1.251

sentengas eram exemplos positivos de inclusdo no sumario e 11.699 eram exemplos
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negativos. Para sumarios com taxa de compressdo de 20%, 2.548 sentencas eram exemplos

positivos de inclusdo no sumario ¢ 10.402 eram exemplos negativos.

Esta base foi utilizada para treinamento dos sistemas nos experimentos descritos
nas secoes 4.4.1, 4.4.2, 443 e 44.4. Os sumarios extrativos dos documentos desta base

foram gerados conforme a técnica proposta por [Mani 98a], descrita na se¢do 2.5.

e Base de validacdo com sumadrios automaticos

Contém os documentos utilizados na validagdo dos sistemas utilizando sumadrios
extrativos automaticos. Estes sumarios foram gerados conforme a técnica proposta
por [Mani 98a], descrita na se¢do 2.5. A base ¢ composta de cerca de 100
documentos selecionados aleatoriamente da base TIPSTER, com a seguinte
distribuicio:

e 25 documentos de 10 Kbytes

e 25 documentos de 13 Kbytes

e 25 documentos de 15 Kbytes

e 25 documentos de 28 Kbytes

O tamanho médio dos documentos‘é de 118,6 sentengas, produzindo um total de
11.860 sentencas, sendo que, para sumarios com taxa de compressdo de 10%, 1.142
sentencas eram exemplos positivos de inclusdo no sumdario e 10.718 eram exemplos
negativos. Para sumarios com taxa de compressdo de 20%, 2.333 sentengas eram exemplos

positivos de inclus@o no sumdrio e 9.527 eram exemplos negativos.

Esta base foi utilizada para validagdo dos resultados dos sistemas nos

experimentos descritos nas secdes 4.4.1,4.42 ¢ 4.4.6.
e Base de validagao com sumarios manuais

Contém os documentos utilizados na valida¢do dos sistemas utilizando sumarios
extrativos manuais, elaborados por um juiz humano contratado especificamente
para este trabalho. E composta de cerca de 30 documentos selecionados

aleatoriamente da base TIPSTER. Todos os documentos apresentam tamanho
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aproximando de 10 Kbytes, que fornece textos com aproximadamente 3 folhas.
Este tamanho foi escolhido devido a restricdo de que um juiz humano deveria
selecionar sentengas para cada documento nesta base, de forma que textos muitos
longos fariam a analise humana inviavel. O processo de construgdo de sumarios
manuais para os 30 documentos, contendo 10% e 20% das sentencas do texto

consumiu cerca de 15 horas.

O tamanho médio dos documentos ¢ de 65,67 sentencas, produzindo um total de
1.970 sentengas, sendo que, para sumarios com taxa de compressdo de 10%, 183 sentengas
eram exemplos positivos de inclusdo no sumdrio e 1.787 eram exemplos negativos. Para
sumarios com taxa de compressdo de 20%, 382 sentencas eram exemplos positivos de

inclusdo no sumario e 1.588 eram exemplos negativos.

Esta base foi utilizada para validagdo dos resultados dos sistemas nos
experimentos descritos nas segoes 4.4.3, 4.4.4 e 4.4.5. Adicionalmente, nos experimentos
447 e 4.4.8 a base foi particionada em 2 conjuntos: treinamento ¢ validagdo. Neste caso, a
base de treinamento apresentava 20 documentos e um tamanho médio de 65,75 sentencas,
produzindo um total de 1.315 sentengas, sendo que, para sumarios com taxa de compressao
de 10%, 123 sentencas eram exemplos positivos de inclusio no sumario € 1.192 eram
exemplos negativos. Para sumarios com taxa de compressdo de 20%. 255 sentengas eram
exemplos positivos de inclusio no sumério e 1.060 eram exemplos negativos. A base de
validagdo apresentava 10 documentos e um tamanho médio de 65,5 sentencgas, produzindo
um total de 655 sentencas, sendo que, para sumarios com taxa de compressio de 10%, 60
sentencas eram exemplos positivos de inclusdo no sumario e 595 eram exemplos negativos.
Para sumadrios com taxa de compressao de 20%, 127 sentencas eram exemplos positivos de

inclus@o no sumario e 528 eram exemplos negativos.

4.4 RESULTADOS DOS EXPERIMENTOS

Foram realizados 8 experimentos, sendo que seis experimentos visam determinar a
taxa de acerto dos sistemas contra sumarios ideais produzidos de forma automatica e

manual com taxas de compressdo de 10% e 20%, um experimento visa comparar sumarios
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ideals automaticos e manuais, e um experimento consiste em agrupar oS Ssumarios

produzidos através do uso de clustering aglomerativo.

4.4.1 Analise da taxa de acerto dos 11 sistemas contra sumarios ideais automaticos
com 10% das sentencas do documento

Nesta analise, todos os sistemas foram avaliados na base de valida¢io com
sumdrios automaticos com taxa de compressdo de 10%. Para sistemas que

necessitam de treinamento, a base de treinamento foi utilizada.

Abaixo segue os resultados obtidos no experimento:

Sistema Precision Desvio padric | Recall Médio Desvio padrio do
Medio do Precision Recall

Sistema 1(TF-ISF) 0.0512617 0.0100513 0.0512617 0.0100513
Sistema 2 (Topical TF-ISF) | 0.232195 0.0120885 0.232195 0.0120885
Sistema 3 C4.5 0.363993 0.018968 0.336457 0.0181738
Sistema 3 Naive-Bayes 0.385551 0.0197567 0.385551 0.0197567
Sistema ¥ C4.5 0.223642 0.0148359 0.223642 0.0148359
Sistema ¥ Naive-Bayes 0.404757 0.0199062 0.404757 0.0199062
Sistema 4 C4.5 0.219257 0.014398 0.219257 0.014398
Sistema 4 Naive-Bayes 0.405007 0.0193252 0.405007 0.0193252
Primeiras sentencas 0.239475 0.0160156 0.239475 0.0160156
Sentencas aleatdrias 0.0891089 0.0094255 0.0891089 0.0094255
Word Summarizer 0.261302 0.0120983 0.344455 0.0157514

Tabela 3 - Taxa de acerto dos 11 sistemas contra sumarios ideais automaticos com 10% das
sentencas do documento

O sistema com maior valor médio de precision e recall foi o sistema 4 com o
classificador Naive-Bayes. Algumas andlises que podem ser retiradas dos

resultados sdo:

¢ O sistema | apresentou uma performance comparavel a selecio de sentencas
aleatorias do texto. Mesmo considerando-se que este sistema utiliza heuristica
fixa e que este tipo de avaliagdo (sumadrios ideais) é extremamente restrita, os
resultados foram muito abaixo do esperado. Para tentar descobrir se a idéia
basica de selecionar sentengas com alto valor de TF-ISF nao produz bons
resultados para sumarizagio, desenvolveu-se um novo sistema de sumarizacio.

O novo sistema também € baseado no uso do TF-ISF, mas o critério de decisdo
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para selecionar uma sentenc¢a no sumario nio € fixo, sendo induzido de uma
base de treinamento através do classificador C4.5. Neste caso, a arvore de
decisdo encontrada pelo sistema, considerando a mesma base de treinamento

que os demais experimentos, foi:

Decision Tree:

MeanTFISFCategoric = high: true {(10.0/2.0)
MeanTFISFCategoric = medium: false (1530.0/507.0)
MeanTFISFCategoric = low: false (1899.0/397.0)

A arvore de decisdo encontrada confirma a heuristica fixa, no sentido que
associa valores altos de TF-ISF a sentencas que devem ser selecionadas no
sumario. Tal regra também esta de acordo com a encontrada em [Mani 98a], na

qual a métrica foi utilizada em conjunto com outras caracteristicas.

Entretanto, aplicando-se o sistema gerado na base de validacio com

sumarios automaticos, os resultados obtidos foram:

Sistema Precision Desvio padrdo | Recall Médio Desvio padrdo do
Meédio do Precision Recall
Sistema 5: TF-ISF C4.5 0.262963 0.0429098 0.0321794 0.0060920

Tabela 4 -Resultados do sistema 5 contra sumarios ideais automaticos com 10% das

senten¢as do documento

O sistema apresentou um valor de precision médio razodvel, mas um péssimo

recall médio. Tal fato se deve ao sistema ter selecionado muito menos sentencas

que as necessarias para a taxa de compressao especificada. Ou seja, haviam poucas

sentengas no documento com o valor “high” para a métrica 7F-ISF, de forma que

pode-se concluir que esta heuristica, se utilizada isoladamente, ndo é o suficiente

para realizagdo da tarefa desejada. Este novo sistema sera também utilizado nos

experimentos seguintes.

O sistema 2 apresentou resultados proximos da sele¢do das primeiras

senten¢as do documento.

No caso do sistema 3, o classificador Naive-Bayes produziu resultados
ligeiramente melhores que o C4.5. No caso do sistema 4 e o hibrido 3/4, o

algoritmo Naive-Bayes produziu resultados muito melhores que o C4.5. Por
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fim, a unido das caracteristicas dos sistemas 3 e 4 ndo resultou em ganhos na

taxa de acerto, sendo que o melhor resultado foi obtido pelo sistema 4

isoladamente.

4.4.2 Andlise da taxa de acerto dos 12 sistemas contra sumarios ideais automaticos
com 20% das sentencas do documento

Nesta analise, todos os sistemas foram avaliados na base de validacdo com

sumarios automaticos com taxa de compressdo de 20%. Para sistemas que

necessitam de treinamento, a base de treinamento foi utilizada.

Abaixo segue os resultados obtidos no experimento:

Desvio] T Desvio padiao d
do Precision Recall
Sistema [ (TF-ISF) 0.111797 0.0076706 0.111797 0.0076706
Sistema 2 (Topical TF-ISF) | 0.347815 0.0111973 0.347815 0.0111973
Sistema 3 C4.5 0.513498 0.0141437 0.510668 0.0140515
Sistema 3 Naive-Baves 0.519822 0.0144226 0.519822 0.0144226
Sistema 3/4 C4.5 0.346825 0.0101486 0.346256 0.0102561
Sistema % Naive-Bayes 0.514266 0.0147384 0.514266 0.0147384
Sistema 4 C4.5 0.344739 0.00994729 0.344739 0.0099472
Sistema 4 Naive-Bayes 0.492938 0.0139879 0.492938 0.0139879
Sistema 5 (TFISF C4.5) 0.392264 0.0224239 0.261961 0.0152669
Primeiras Sentencas 0.320348 0.0135512 0.320348 0.0135512
Sentencas Aleatorias 0.195716 0.0087902 0.195716 0.00879022
Word Summarizer 0.388028 0.0113877 0.436667 0.0129552

Tabela 5 - Taxa de acerto dos 12 sistemas contra sumarios ideais automaticos com 20% das
sentencas do documento

O sistema com maior valor médio de precision e recall foi o sistema 3 com o

classificador de Naive-Bayes. Algumas andlises que podem ser retiradas dos

resultados sdo:

e O melhor resultado obtido neste experimento foi consideravelmente melhor do

que os obtidos no experimento anterior, que tratava de sumarios com 10% das

sentengas do documento. Além disso, todos os sistemas, inclusive sistemas

muito simples como a selecdo das primeiras sentengas do texto também

obtiveram resultados consideravelmente melhores. Esta melhora geral nos

resultados era esperada, ja que o problema de produzir bons sumarios com 20%
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do texto € mais facil do que o problema de produzir bons sumarios com 10% do

texto.

e O sistema 1 apresentou uma performance comparavel a selecdo de sentencas
aleatorias do texto. J4 a sua variacdo (o sistema 5) apresentou resultados
melhores. Este fato pode ser confirmado inspecionando-se a arvore de decisdo

produzida na base de treinamento para sumarios de 20% do documento:

Decision Tree:

MeanTFISFCategoric high: true {(4.0)
MeanTFISFCategoric = medium: true (968.0/460.5)
MeanTFISFCategoric = low: false (1727.0/709.5)

Neste caso, o classificador associou os valores “high” e “medium”™ como
envidéncia positiva de sentengas no sumdrio, diferentemente do experimento

anterior, aonde somente valores “high” eram considerados.

e O sistema 2 apresentou resultados ligeiramente superiores a sele¢do das

primeiras sentencas do documento.

e Os sistema 3 apresentou resultados muito similares para os classificadores

Naive-Bayes e C4.5.

e Qs sistemas 4 e a combinacio dos sistemas 3 e 4 apresentaram resultados
muito melhores utilizando o classificador Naive-Bayes do que o C4.5. Por fim,
a unido das caracteristicas dos sistemas 3 e 4 ndo resultou em ganhos na taxa
de acerto, mas os resultados obtidos foram muito préximos do melhor

resultado.

4.4.3 Analise da taxa de acerto dos 12 sistemas treinados com sumarios automaticos
contra sumarios ideais manuais com 10% das senten¢as do documento

Nesta analise, todos os sistemas foram avaliados na base de valida¢do com
sumarios manuais com taxa de compressdo de 10%. Para sistemas que necessitam
de treinamento, a base de treinamento foi utilizada. Deve-se notar que a referida

base contém valores de classe baseados em sumarios ideals automaticos, € niao
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manuais, de forma que pode-se dizer que os sistemas foram treinados com

sumarios automaticos e validados em sumadarios manuais.

Os resultados obtidos foram:

Sistema < | Precision | Desvio padrao | Recall Médio Desvio padréo do
shadabn | Médio do Precision meiseaioen ) Recall i
Sistema 1(TF-1SF) 0.0717857 0.0238868 0.0717857 0.0238868
Sistema 2 (Topical TF-ISF) | 0.195278 0.0297532 0.195278 0.0297532
Sistema 3 C4.5 0.25504 0.0332067 0.25504 0.0332067
Sistema 3 Naive-Bayes 0.25246 0.0327294 0.25246 0.0327294
Sistema 3/4 C4.5 0.243889 0.0283654 0.243889 0.0283654
Sistema 3/4 Naive-Bayes 0.261389 0.0332726 0.261389 0.0332726
Sistema 4 C4.5 0.164802 0.0251246 0.164802 0.0251246
Sistema 4 Naive-Bayes 0.238532 0.0342992 0.238532 0.0342992
Sistema 5 (TFISF C4.5) 0.0666667 0.0463206 0.0111111 0.0077200
Primeiras Sentengas 0.187857 0.0254693 (.187857 0.0254693
Sentencas Aleatorias 0.0972222 0.0177375 0.0972222 0.0177375
Word Summarizer 0.14229 0.0216963 0.172421 0.0256079

Tabela 6 - Taxa de acerto dos 12 sistema treinados com sumarios automaticos contra
sumarios ideais manuais com 10% das senten¢as do documento

O sistema com maior valor médio de precision e recall foi a combinagdo dos
sistemas 3 e 4, utilizando o classificador Naive-Bayes. Deve-se notar que os
resultados estdo muito abaixo dos experimentos 1 e 2, relatados nas duas secdes
anteriores, que utilizavam sumdrios gerados automaticamente. Algumas analises

que podem ser retiradas dos resultados sdo:

O sistema | mais uma vez apresentou resultados comparaveis a selecido

aleatéria de sentencas.

e O sistema 2 apresentou resultados praticamente idénticos a sele¢do das

primeiras sentencas do texto.

e Os sistema 3 apresentou resultados muito similares para os classificadores

Naive-Bayes e C4.5.

e Os sistemas 4 e a combinacdo dos sistemas 3 e 4 apresentaram melhores

resultados utilizando o classificador Naive-Bayes do que o C4.5. Por fim, a
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unido das caracteristicas dos sistemas 3 e 4 resultou na melhor taxa de acerto

do experimento.

4.4.4 Analise da taxa de acerto dos 12 sistemas treinados com sumarios automaticos
contra sumarios ideais manuais com 20% das senten¢as do documento

Nesta analise, todos os sistemas foram avaliados na base de validagio com
sumAarios manuais com taxa de compressiao de 20%. Para sistemas que necessitam
de treinamento, a base de treinamento foi utilizada. Deve-se notar que a referida
base de treinamento contém valores de classe baseados em sumarios ideais
automaticos, € ndo manuais, de forma que pode-se afirmar que os sistema foram

treinados com sumadrios automaticos e validados em sumarios manuais.

Os resultados obtidos foram:

: o Prec & Recall ©
Sistema I(TF-ISF) 0.177032 0.0177679 0.177032 0.0177679
Sistema 2 (Topical TF-ISF) | 0.33682 0.0206268 0.33682 0.0206268
Sistema 3 C4.5 0.380042 0.0241849 0.380042 0.0241849
Sistema 3 Naive-Bayes 0.387705 0.0240577 0.387705 0.0240577
Sistema ¥ C4.5 0.31729 0.0240873 0.31729 0.0240873
Sistema ¥ Naive-Bayes 0.375006 0.0229808 0.375006 0.0229808
Sistema 4 C4.5 0.274021 0.0229665 0.274021 0.0229665
Sistema 4 Naive-Bayes 0.355325 0.0220771 0.355325 0.0220771
Sistema 5 (TFISF C4.5) 0.158424 0.0317221 0.112355 0.0221937
Primeiras Sentencas 0.280085 0.0207736 0.280085 0.0207736
Sentencas Aleatorias 0.194918 0.0185397 0.194918 0.0185397
Word Summarizer 0.247948 0.0222047 0.275595 0.024078

Tabela 7 - Taxa de acerto dos 12 sistemas treinados com sumarios automaticos contra

sumarios ideais manuais com 20% das sentenc¢as do documento

O sistema com maior valor médio de precision e recall foi o sistema 3, utilizando
o classificador Naive-Bayes. Pode-se notar que com sumarios de 20% de
compressdo, os resultados foram consideravelmente melhores do que utilizando
10% de compressdo. Isto era esperado, conforme explicado na se¢do 4.4.2.

Algumas analises que podem ser retiradas dos resultados sio:



90

O sistema 1 mais uma vez apresentou resultados comparaveis a selecdo

aleatoria de sentengas.

O sistema 2 apresentou resultados melhores que a sele¢do das primeiras

sentencas do texto.

Os sistema 3 apresentou resultados muito similares para os classificadores

Naive-Bayes e C4.5.

Os sistemas 4 e a combinagdo dos sistemas 3 ¢ 4 apresentaram melhores
resultados utilizando o classificador Naive-Bayes do que o C4.5. Por fim, a
unifio das caracteristicas dos sistemas 3 e 4 ndo resultou em ganhos na taxa de

acerto, mas os resultados obtidos foram muito préximos do melhor resultado.

4.4.5 Comparacio de sumarios ideais automaticos contra sumarios ideais manuais

O objetivo desta andlise é medir o grau de concordancia entre sumarios extrativos

produzidos automaticamente com sumadrios produzidos por juizes humanos. Tal

comparacdo € de extrema valia, visto que [Mani 98a] propds a geragdo de

sumarios automaticos, mas nio efetuou nenhuma analise de aceita¢do nos mesmos.

Para realizar a avaliacdo, foram criados sumarios extrativos automaticos para a

base de validagdo com sumarios manuais, utilizando as taxas de compressido de

10% e 20%. Os resultados foram estimados utilizando-se as métricas de precision

e recall médio, considerando os 30 documentos componentes da base.

Os resultados obtidos foram:

Tamanho do sumério ' | Desvio padrio do”
e : 3 & e PP | e e s
10% 0.307937 0.0395799 0.307937 0.0395799
20% 0.429865 0.0242379 0.429865 0.0242379

Tabela 8 - Comparagdo entre sumarios automaticos € manuais

Os resultados demonstram que sumadrios automaticos diferem consideravelmente

de sumadrios manuais. Entretanto, mesmo juizes humanos ndo apresentam grau de

concorddncia muito maior: em [Mitra 97], dois juizes humanos selecionaram as mesmas
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sentencas em somente 46% das vezes. Desta forma, pode-se dizer que a discordincia
existente entre sumarios automaticos e manuais ¢ praticamente similar a existentes entre
sumérios manuais produzidos por pessoas diferentes. Entretanto, tal resultado explica
parcialmente a baixa taxa de acerto relatada nos experimentos das se¢des 4.4.3 e 4.4.4,
visto que os sistemas foram treinados em sumarios automaticos e validados em sumadrios
manuais. Devido a este procedimento, os limites superiores em termos de precision médio
(e analogamente ao recall médio) para os experimentos das seg¢des 4.4.3 e 4.4.4 sdo de

0.307937 e 0.429865, respectivamente.

4.4.6 Agrupamento dos sumarios produzidos pelos 11 sistemas através do uso de
Clustering Aglomerativo

Em [Mochizuki 00], diversas técnicas diferentes de sumariza¢do foram
comparadas entre si a partir da saida produzida, visando determinar grupos de
algoritmos/heuristicas que produzem resultados similares. Utilizando-se um procedimento
similar, o objetivo desta andlise ¢ agrupar os sistemas apresentados, a partir da saida
produzida e do uso de clustering aglomerativo, para taxas de compressio de 10% e 20%. A

base utilizada fo1 a base de validagdo com sumarios automaticos.
O processo foi realizado da seguinte maneira:

1) Cada sumario produzido pelos sistemas ¢ representado como um vetor. Para
cada dimensdo do vetor, o valor de 1.00 significa a selecdo da respectiva

sentenca no sumario ¢ o valor 0.00 em caso contrario.

2) Para cada técnica de sumarizagdo ¢ calculado um “vetor médio”, que apresenta
tamanho igual ao nimero de sentencgas do maior documento da base e aonde os
valores de cada dimensdo s3o expressos como a média dos valores desta
dimensdo em todos os documentos. Caso a dimensdo ndo exista no documento

em questdo, o valor € considerado 0.00.

3) Os vetores médios sdo agrupados consecutivamente dois a dois por
similaridade através do uso de clustering aglomerativo, até que se obtenha um
unico elemento. Para métrica de distincia entre os vetores, utilizou-se a

distdncia euclidiana, expressa por:
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sendo,
s, t: vetores a serem comparados

n: numero de dimensdes dos vetores (ambos devem ter o mesmo numero de

dimensdes)
s;: valor da dimensdo 1 no vetor s
t;: valor da dimensdo i no vetor t

4) A 4rvore binaria produzida no passo 3 permite identificar técnicas que

apresentam saidas similares.

Para sumarios com taxa de compressio de 10%, a arvore binaria produzida foi:
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Figura 17 - Saida do Clustering Aglomerativo entre as técnicas para sumarios de 10%
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Para sumarios com taxa de compressao de 20%, a arvore binaria produzida foi:
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Figura 18 - Saida do Clustering Aglomerativo entre as técnicas para sumadrios de 20%

Algumas conclusdes interessantes que podem ser encontradas nas arvores

produzidas sdo:

¢ Os sistemas TF-ISF e Topical TF-ISF foram em ambos os casos agrupados no
mesmo cluster, o que demonstra a similaridade conceitual dos algoritmos.
Ambos foram também agrupados com o algoritmo de sentengas aleatorias, o
que sugere que ambos apresentam um comportamento bastante distinto dos

demais sistemas.

e O algoritmo First Sentences € muito diferente dos demais, como era de esperar,
sendo a folha de nivel mais alto da hierarquia gerada, embora seja uma base de

comparacio forte.
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e De um modo geral, os sistemas treinaveis utilizando o classificador C4.5 foram
diretamente agrupados com outros sistemas que utilizavam o mesmo
algoritmo, sendo que o mesmo ocorreu para sistemas que utilizavam o

classificador Naive Bayes.

e Uma constatacio importante € que o0s mesmos sistemas utilizando
classificadores diferentes aparecem em pontos diferentes da hierarquia, o que €
surpreendente, visto que os algoritmos utilizaram os mesmos atributos nos
mesmos dados de treinamento. Eles estdo em clusters bem distintos, o que
sugere que eles selecionaram sentencas relativamente diferentes entre si. Esta é
uma conclusdo importante, pois levanta a hipotese da criacdo de sistemas
hibridos, que utilizem dois ou mais sumarizadores combinados para produzir

uma unica saida.

4.4.7 Analise da taxa de acerto dos 12 sistemas treinados com sumarios manuais
contra sumarios ideais manuais com 10% das sentencas do documento

Nesta analise, a base de sumdrios manuais foi particionada em conjuntos de
treinamento e validagdo, e os sistemas foram avaliados na geragdo de sumadrios
com taxa de compressdo de 10%. Desta forma, este experimento ndo apresenta as
desvantagens apresentadas nos experimentos das sec¢oes 4.4.3 e 4.4.4, na qual
sistemas de sumarizacdo treinaveis utilizaram uma base de treinamento com
sumarios ideais automaticos. Entretanto, a base de treinamento com sumarios
manuais apresenta somente 20 documentos, contra 100 documentos na base de

treinamento com sumarios automaticos.

Os resultados obtidos foram:

Sistema

Sistema 1(TF-ISF) 0.0366667 0.0245704 0.0366667 0.0245704
Sistema 2 (Topical TS-ISF) | 0.175238 0.0394967 0.175238 0.0394967
Sistema 3 C4.5 0.191905 0.0405247 0.191905 0.0405247
Sistema 3 Naive-Bayes 0.287143 0.0367079 0.287143 0.0367079
Sistema 3/4 C4.5 0.13619 0.0381956 0.13619 0.0381956
Sistema 3/4 Naive-Bayes 0.272857 0.0448286 0.272857 (.0448286
Sistema 4 C4.5 0.182857 0.0512686 0.182857 0.0512686




Sistema 4 Naive-Bayes 0.301429 0.0393321 0.301429 0.0393321
Sistema 5 (TFISF C4.5) 0.151905 0.0394498 0.151905 0.0394498
Primeiras Sentencas 0.115238 0.035697 0.115238 0.035697
Sentencas Aleatorias 0.101905 0.0411672 0.101905 0.0411672
Word Summarizer 0.12619 0.0540674 0.110952 0.042828

Tabela 9 - Taxa de acerto dos 12 sistemas treinados com sumdrios manuais contra SUmarios

ideais manuais com 10% das sentengas do documento

O sistema com maior valor médio de precision e recall foi o sistema 4, utilizando

o classificador Naive-Bayes. Pode-se notar que os resultados obtidos foram baixos,

embora superiores ao experimento descrito na se¢do 4.4.3, que utiliza a base de

treinamento com sumarios automaticos. Os baixos resultados obtidos podem ser

parcialmente justificados pelo pequeno numero de exemplos de treinamento e ao

fato de somente 10 documentos terem sido utilizados na obtencdo da taxa de

acerto de cada técnica, um numero muito menor que os demais experimentos.

Algumas analises que podem ser retiradas dos resultados s#o:

e O sistema 1 mais uma vez apresentou resultados comparaveis a selegdo

aleatéria de sentengas.

e O sistema 2 apresentou resultados consideravelmente melhores que a selecdo

das primeiras sentengas do texto, embora inferior aos sistemas baseados em

treinamento.

e Os sisternas 3, 4 e o hibrido 3/4 apresentaram resultados muito melhores

utilizando o classificador Naive-Bayes do que o C4.5.

e Ossistemas 3,4 ¢ o hibrido 3/4 apresentaram resultados muito proximos.

e O sistema 5 superou todas as bases de comparagdo, apresentando resultados

préximos ao sistema 2.
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4.4.8 Anilise da taxa de acerto dos 12 sistemas treinados com sumarios manuais
contra sumarios ideais manuais com 20% das sentencas do documento

Nesta andlise, a base de sumarios manuais foi particionada em conjuntos de
treinamento e validagdo, e os sistemas foram avaliados na geracdo de sumarios
com taxa de compressdo de 20%. Desta forma, este experimento ndo apresenta as
desvantagens apresentadas nos experimentos das se¢Oes 4.4.3 e 4.4.4, na qual
sistemas baseados em treinamento utilizaram uma base de treinamento com
sumarios ideais automdticos. Entretanto, a base de treinamento com sumarios
manuais apresenta somente 20 documentos, contra 100 documentos na base de

treinamento com sumarios automaticos.

Os resultados obtidos foram:

Siste Precision Desvio padrdo | Recall Médi Desvio padrdo do
e Médi ‘do Precision e Recall
Sistema 1(TF-ISF) 0.140618 0.0223044 0.140618 0.0223044

Sistema 2 (Topical TS-ISF) | 0.278392 0.0299183 0.278392 0.0299183

Sistema 3 C4.5 0.300326 0.0474011 0.29366 0.0418161

Sistema 3 Naive-Bayes 0.345828 0.0544746 0.345828 0.0544746

Sistema 3/4 C4.5 0.316573 0.0269164 0.316573 0.0269164

Sistema 3/4 Naive-Bayes 0.338135 0.053187 0.338135 0.053187

Sistema 4 C4.5 (.28662 0.0338967 0.28662 0.0338967

Sistema 4 Naive-Bayes 0.338135 0.053187 0.338135 0.053187

Sistema 5 (TFISF C4.5) 0.243275 0.0294303 0.243275 0.0294303
Primeiras Sentencas 0.238007 0.0254382 0.238007 0.0254382
Sentengas Aleatdrias 0.134324 0.017107 0.134324 0.017107

Word Summarizer 0.205689 0.0564869 0.204336 0.0561999

Tabela 10 - Taxa de acerto dos 12 sistemas treinados com sumarios manuais contra

sumarios ideais manuais com 2(0% das sentencas do documento

O sistema com maior valor médio de precision e recall foi o sistema 3, utilizando
o classificador Naive-Bayes. Pode-se notar que os resultados obtidos foram baixos,
e inferiores aos descritos na secdo 4.4.4, que utiliza a base de treinamento com
sumarios automaticos. Surpreendentemente, os resultados foram apenas
ligeiramente superiores aos obtidos em sumarios com taxa de compressao de 10%,
ao contrario dos experimentos 4.4.4 ¢ 4.4.2, aonde sumarios de 20% do texto
apresentaram resultados consideravelmente melhores do que os sumarios de 10%.

Algumas analises que podem ser retiradas dos resultados sdo:
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O sistema | mais uma vez apresentou resultados compardveis a seleciio

aleatoria de sentencas.

O sistema 2 apresentou resultados consideravelmente melhores que a selegdo
das primeiras sentengas do texto, e relativamente préoximo dos sistemas

baseados em treinamento.

Os sistemas 3, 4 e o hibrido 3/4 apresentaram resultados muito melhores

utilizando o classificador Naive-Bayes do que o C4.5.

Os sistemas 3, 4 e o hibrido 3/4 apresentaram resultados praticamente

idénticos.

O sistema 5 superou todas as bases de comparagdo, apresentando resultados

proximos ao sistema 2.
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5 CONCLUSOES E DIRECOES FUTURAS

Como resultados finais do trabalho, pode-se salientar:

O sistema 1 (TF-ISF) apresenta performance similar a selegdo aleatéria de sentengas,

invalidando a técnica como método de sumarizacdo automatica de textos.

O sistema 2 (Topical TF-ISF) apresentou resultados similares ou ligeiramente
superiores a sele¢do das primeiras sentencas do texto, uma base de comparagido
considerada forte em experimentos realizados na literatura [Mitra 97] [Brandow 94].
Logo, o sistema 2 ndo ¢ muito vantajoso, pois resultados de qualidade semelhante

podem ser obtidos com uma heuristica muito mais simples ¢ de rapida execugio.

Os sistemas 3, 4 e a combinagdo dos mesmos foram responsaveis pelos melhores
resultados em todos os experimentos, superando com boa margem os sistemas
utilizados como base de comparagido (selecdo aleatéria de sentencas, selecdo das

primeiras sentencas do texto ¢ Microsoft Word Summarizer).

O classificador Naive-Bayes apresentou performance consistentemente superior ao
classificador C4.5 em sistemas de sumarizago treinaveis. Os melhores resultados do
classificador NaiveBayes sinalizam a existéncia de interagdio entre os atributos
utilizados na tarefa de sumarizacdo, visto que este classificador se comporta melhor
nesta situagdo do que o classificador C4.5. Tal fato pode também ser confirmado devido
a caracteristica TF-ISF apresentar baixos resultados isoladamente (no sistema 1 e 5), e

bons resultados quando combinada com outras caracteristicas (nos sistemas 3 e 3/4).

Sumadrios automaticos apresentam um grau de discordincia com sumdrios manuais

similar ao grau de discordancia entre sumarios produzidos por dois juizes humanos.

Os resultados obtidos utilizando-se sumarios ideais manuais foram consideravelmente
inferiores aos obtidos utilizando-se sumarios automaticos. Entretanto, deve-se lembrar
que em alguns experimentos os sistemas foram treinados sob sumarios automaticos ¢
validados em sumarios manuais, o que limitou a avaliagdo. Em outros experimentos, 0s
sistemas foram treinados e validados com sumarios manuais, mas neste caso 0 numero

de documentos para treinamento foi relativamente pequeno.
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e Sistemas que apresentaram os melhores resultados ndo necessariamente selecionam as

mesmas sentengas do texto, e podem ser utilizados em sistemas hibridos de

sumarizagdo, que utilizem dois ou mais sumarizadores combinados para produzir uma

unica saida.

Este trabalho apresenta diversas possibilidades de expansio e diregdes futuras de

pesquisa, a saber:

A sumarizac¢io baseada em treinamento parece ser o caminho mais natural de
pesquisa futura, considerando-se os resultados obtidos na literatura e no
presente trabalho e a capacidade de adaptagdo para diferentes tipos e géneros
de texto. Entretanto, o uso de técnicas de aprendizado de maquina ainda esta
limitado. Neste contexto, mais experimentos devem ser efetuados em técnicas
do paradigma simbolico [Quinlan 93], conexionista [Zell et al 95] e

aprendizado baseado em instancia [Dasarathy 91].

Ainda na sumarizacdo baseada em treinamento, deve-se explorar o uso de
caracteristicas de treinamento mais sofisticadas, envolvendo técnicas de
processamento em linguagem natural como a analise da confribuig¢do retérica e
morfolégica de cada sentencga, uso de bases lexicograficas como a WordNet, e
métricas de recuperagdo de informagdes como MMR e pesos TF-TL. Uma
outra possibilidade relacionada a esta dire¢do de pesquisa consiste em usar
métodos de construcdo indutiva para construir novas caracteristicas, a partir

das caracteristicas individuais propostas neste trabalho.

Avaliacdes baseadas em sumadrios ideais devem ser substituidas por analises de
aceitabilidade e captura das idéias principais do texto ou em tarefas extrinsecas
(determinadas cuidadosamente para ndo influenciarem os resultados da
sumariza¢do), evitando restringir a avaliagdo excessivamente, baseado em
criticas realizadas a aceitacdo de um “sumario ideal” para um documento € na

alta discordincia entre juizes humanos.
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APENDICE: EXEMPLO COMPLETO DE SUMARIZACAQ

Esta secdo contém um exemplo completo de sumarizacdo em um texto da base
TIPSTER [Harman 94]. O texto completo, seguido dos sumarios providos pelo autor,

gerado automaticamente e a saida de cada um dos 12 sistemas séo apresentados a seguir.
Numero do Documento: ZF32-153-237

Publica¢do: Datamation May 15 1991 v37 n10 p93(4) * Full Text COPYRIGHT
Cahners Publishing Co. 1991.

Titulo: Relational power spans platforms. (relational database management

systems move from mainframes to microcomputers) (buyers guide)

Autor: Graham, Carol.

Texto Completo

[1] Advances in database technology have significantly increased the power, versatility and performance of
relational database management systems (RDBMSS), enabling them to distribute data to virtually every
comer of today's business environment.

[2] From decision supporl to office automation, RDBMSs integrate the necessary features to enhance
productivity and enrich the process of information exchange.

[3] The proliferation of high-powered RDBMS products across ail hardware platforms and operating
environments gives midrange and microcomputer users access to functions that were once only accessible
through mainframes. «

[4] Most existing databases use either hierarchical or relational technology.

[5] Although hierarchical DBMSs have dominated the market, the relational DBMS (or some variation
thereco is now the database of choice.

[6] Relational DBMSs allow users to store and maintain information according to the relationships among the
various data elements,

[7] Hierarchical database design, in contrast, produces a more structured database with information stored in
specific file locations.

[8] Although relational database users do not need to know the physical file structure in order to access data,
users of hierarchical databases must know some details of the database design in order to store and retrieve
information.

[9] Both relational and hierarchical databases use unique data ficlds called "keys" to identify specific portions
of data, but relational databases typically offer a greater degree of flexibility in' information storage and
retrieval-and they're particularly well suited for processing large amounts of data.

[10] Despite its advantages, relational technology still requires a cautious evaluation from two perspectives:
the differing requirements

[11] each hardware platform and the degree to which a particular product is relational.

[12] Yet despite these potential obstacles, many users say the features associated with relational technology
are exactly what they want and need to organize and process information.

[13] As a result of market demand, more and more vendors are offering RDBMS products that permit
separate databases to coexist as a single entity.
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[14] Vendors arc also providing users with a variety of alternatives for accessing disparate databases,
including gateways, single-database strategies and data propagators.

[15] Several RDBMS vendors have introduced gateway products that enable programmers to access existing
databases with the latest Structured Query Language SQL)-based access tools, such as fourth-generation
languages (4GLs), graphically oriented query facilities and computer-aided software engineering (CASE)
products.

[16] The gateway software ensures that the data retrieval process is transparent to the user or programmer,
eliminating or at least minimizing) concern for the specific query dialect, error handling and dictionary
conventions, or communications protocol.

[17] Disadvantages of such gateways include degradation of system performance and price tags ranging from
$1,000 to more than $100,000 per system

[18] Database Unity

[19] A number of major vendors, including Cincom Systems Inc. and Computer Associates International Inc.
(CA), advocate a single-database strategy. CA's emulator product can, for example, physically migrate
nonrelations database information form other DBMSs, such as Cincom's Total or IBM's IMS, DL/1 or VSAM
into current versions of CA's CA-IDMS or CADATACOM/DB, enabling users to run existing applications
without modification.

[20] Cincom Systems's SUPRA helps users of IBM IMS, DL/l and VSAM databases avoid database
migration altogether.

[21] It permits users to retain the existing data structures while using SUPRA's SQL and 4GL. facilities to
develop relational-based applications.

[22] The single database a approach adopted by CA and Cincom differs from the database concept used by
IBM and Digital Equipment Corp. Both offer a class of low-level hooks between relational and nonrelational
databases (known as data propagators or distributors) that permit old and new databases to be merged into a
single entity.

[23] Analysts predict that, by 1993, facilities will be widely available from virtually all of the major vendors
to assist users in migrating and converting existing databases-whether they use hierarchical, flat file or hybrid
designs.

[24] Future Trends

[25] Databasc systems are poised to move well beyond the functional limitations of today's relational
products.

[26] Although the majority of new DBMS products will continue to use relational technology, they are also
likely to add interfaces to such technologies as optical storage, expert systems and object orientation.

[27] The information retained in future databases is likely to incorporate much more than the rows and
columns that form the basis of relational databases.

[28] In addition to changes in information technology, DBMS product development is strongly influenced by
an ongoing tug of war between vendors and users. Today, users rather than vendors are driving product
development.

[29] This trend is evidenced by the increasing emphasis on industry standards such as SQL, the use of open
architectures to ensure wide spread product compatibility and th availability of links to existing DBMS prod
ucts.

[30] IBM's development efforts and associated product introductions particularly in the areas of information
management and systems development-ar likely to shape the future of the DBM market as competitors
attempt to emu late or surpass IBM's offerings.

[31] Similarly, the ongoing trend toward cooperative processing (such as client/ server architectures and
heterogeneous computing) is likely to force software vendors to develop DBMS products that can be easily
shared across network lines.

[32] In the not-too-distant future, then, relational and nonrelational databases residing on disparate hardware
platforms will be able to talk to one another and exchange information with minimal user or programmer
intervention.

Sumario provido pelo autor

The database management system (DBMS) market has been dominated by hierarchical DBMSs, but now
relational DBMSs are the systems of choice. With relational DBMSs, users can store and maintain
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information according to the relations among the data elements. Hierarchical DBMSs are more structured.
Relational DBMSs allow greater flexibility in defining, storing and retrieving data. Relational DBMS vendors
are providing a variety of means for accessing databases, including data propagators, gateways and single-
database strategies. Gateway software provides users and programmers a transparent data retrieval process;
drawbacks include performance degradation and cost. Some major vendors of DBMSs recommend a single-
database strategy and provide tools for integrating disparate databases. A list of some relational DBMSs is
provided, including product name, price, vendor, environment and features.

Sumario extrativo automatico

Most existing databases use either hierarchical or relational technology.

Although hierarchical DBMSs have dominated the market, the relational DBMS (or some variation thereco is
now the database of choice.

Relational DBMSs allow users to store and maintain information according to the relationships among the
various data elements.

Although relational database users do not need to know the physical file structure in order to access data,
users of hierarchical databases must know some details of the database design in order to store and retrieve
information.

Both relational and hierarchical databases use unique data fields called "keys" to identify specific portions of
data, but relational databases typically offer a greater degree of flexibility in' information storage and
retrieval-and they're particularly well suited for processing large amounts of data,

Vendors are also providing users with a variety of alternatives for accessing disparate databases, including
gateways, single-database strategies and data propagators.

Sumairio Sistema 3 (C4.5)

Advances in database technology have significantly increased the power, versatility and performance of
relational database management systems (RDBMSS), enabling them to distribute data to virtually every
corner of today's business environment.

Most existing databases use either hierarchical or relational technology.

Hierarchical database design, in contrast, produces a more structured database with information stored in
specific file locations.

Although relational database users do not need to know the physical file structure in order to access data,
users of hierarchical databases must know some details of the database design in order to store and retrieve
information.

Both relational and hierarchical databases use unique data fields called "keys" to identify specific portions of
data, but relational databases typically offer a greater degree of flexibility in' information storage and
retrieval-and they're particularly well suited for processing large amounts of data.

Vendors are also providing users with a variety of alternatives for accessing disparate databases, including
gateways, single-database strategies and data propagators.

Sumario Sistema 4 (C4.5)

Advances in database technology have significantly increased the power, versalility and performance of
relational database management systems (RDBMSS), enabling them to distribute data to virtually every
corner of today's business environment.

From decision support to office automation, RDBMSs integrate the necessary features to enhance
productivity and enrich the process of information exchange.

The proliferation of high-powered RDBMS products across ail hardware platforms and operating
environments gives midrange and microcomputer users access (o functions that were once only accessible
through mainframes.

Most existing databases use either hierarchical or relational technology.

Hierarchical database design, in contrast, produces a more structured database with information stored in
specific file locations.
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Although relational database users do not need to know the physical file structure in order to access data,
users of hierarchical databases must know some details of the database design in order to store and retrieve
information.

Sumadrio Sistema 3/4 (C4.5)

Advances in database technology have significantly increased the power, versatility and performance of
relational database management systems (RDBMSS), enabling them to distribute data to virtually every
corner of today's business environment.

From decision support to office automation, RDBMSs integrate the necessary features to enhance
productivity and enrich the process of information exchange.

Although relational database users do not need to know the physical file structure in order to access data,
users of hierarchical databases must know some details of the database design in order to store and retrieve
information.

Both relational and hierarchical databases use unique data fields called "keys" to identify specific portions of
data, but relational databases typically offer a greater degree of flexibility in' information storage and
retrieval-and they're particularly well suited for processing large amounts of data.

Yet despite these potential obstacles, many users say the features associated with relational technology are
exactly what they want and need to organize and process information.

The gateway software ensures that the data retrieval process is transparent to the user or programmer,
eliminating or at least minimizing) concern for the specific query dialect, error handling and dictionary
conventions, or communications protocol.

Sumario Sistema 3 (Naive Bayes)

Advances in database technology have significantly increased the power, versatility and performance of
relational database management systems (RDBMSS), cnabling them to distribute data to virtually every
corner of today's business environment.

Most existing databases use either hierarchical or relational technology.

Hierarchical database design, in contrast, produces a more structured database with information stored in
specific file locations.

Although relational database users do not need to know the physical file structure in order to access data,
users of hierarchical databases must know some details of the database design in order to store and retrieve
information.

Both relational and hierarchical databases use unique data fields called "keys" to identify specific portions of
data, but relational databases typically offer a greater degree of flexibility in' information storage and
retrieval-and they're particularly well suited for processing large amounts of data.

The single database a approach adopted by CA and Cincom differs from the database concept used by IBM
and Digital Equipment Corp. Both offer a class of low-level hooks between relational and nonrelational
databases (known as data propagators or distributors) that permit old and new databases to be merged into a
single entity.

Sumario Sistema 4 (Naive Bayes)

Most existing databases use either hierarchical or relational technology.

Relational DBMSs allow users to store and maintain information according to the relationships among the
various data elements.

Hierarchical database design, in contrast, produces a more structured database with information stored in
specific file locations.

Although relational database users do not need to know the physical file structure in order to access data,
users of hierarchical databases must know some details of the database design in order to store and retrieve
information.



Both relational and hierarchical databases use unique data fields called "keys" to identify specific portions of
data, but relational databases typically offer a greater degree of flexibility in' information storage and
retrieval-and they're particularly well suited for processing large amounts of data.

The single database a approach adopted by CA and Cincom differs from the database concept used by IBM
and Digital Equipment Corp. Both offer a class of low-level hooks between relational and nonrelational
databases (known as data propagators or distributors) that permit old and new databases to be merged into a
single entity.

Sumario Sistema 3/4 (Naive Bayes)

Most existing databases use either hierarchical or relational technology.

Hierarchical database design, in contrast, produces a more structured database with information stored in
specific file locations.

Although relational database users do not need to know the physical file structure in order to access data,
users of hierarchical databases must know some details of the database design in order to store and retrieve
information.

Both relational and hierarchical databases use unique data fields called "keys" to identify specific portions of
data, but relational databases typically offer a greater degree of flexibility in' information storage and
retrieval-and they're particularly well suited for processing large amounts of data.

Several RDBMS vendors have introduced gateway products that enable programmers to access existing
databases with the latest Structured Query Language SQL)-based access tools, such as fourth-generation
languages (4GLs), graphically oriented query facilities and computer-aided software engineering (CASE)
products.

The single database a approach adopted by CA and Cincom differs from the database concept used by IBM
and Digital Equipment Corp. Both offer a class of low-level hooks between relational and nonrelational
databases (known as data propagators or distributors) that permit old and new databases to be merged into a
single entity.

Sumario Sistema TF-IDF (C4.5)

Advances in database technology have significantly increased the power, versatility and performance of
relational database management systems (RDBMSS) enabling them to distribute data to virtually every
corner of today's business environment.

Most existing databases use either hierarchical or relational technology.

Sumario Sistema TF-ISF

Both relational and hierarchical databases use unique data fields called "keys" to identify specific portions of
data, but relational databases typically offer a greater degree of flexibility in' information storage and
retrieval-and they're particularly well suited for processing large amounts of data.

Despite its advantages, relational technology still requires a cautious evaluation from two perspectives: the
differing requirements

Several RDBMS vendors have introduced gateway products that enable programmers to access existing
databases with the latest Structured Query Language SQL)-based access tools, such as fourth-generation
languages (4GLs), graphically oriented query facilities and computer-aided software engineering (CASE)
products.

Disadvantages of such gateways include degradation of system performance and price tags ranging from
$1,000 to more than $100,000 per system

The single database a approach adopted by CA and Cincom differs from the database concept used by [BM
and Digital Equipment Corp. Both offer a class of low-level hooks between relational and nonrelational
databases (known as data propagators or distributors) that permit old and new databases to be merged into a
single entity.
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In addition to changes in information technology, DBMS product development is strongly influenced by an
ongoing tug of war between vendors and users. Today, users rather than vendors are driving product
development.

Sumario Sistema Topical TF-ISF

Although relational database users do not need to know the physical file structure in order to access data,
users of hicrarchical databases must know some details of the database design in order to store and retrieve
information.

Both relational and hierarchical databases use unique data fields called "keys" to identify specific portions of
data, but relational databases typically offer a greater degree of flexibility in' information storage and
retrieval-and they're particularly well suited for processing large amounts of data.

Several RDBMS vendors have introduced gateway products that enable programmers to access existing
databases with the latest Structured Query Language SQL)-based access tools, such as fourth-generation
languages (4GLs), graphically oriented query facilities and computer-aided software engineering (CASE)
products.

A number of major vendors, including Cincom Systems Inc. and Computer Associates International Inc.
(CA), advocate a single-database strategy. CA's emulator product can, for example, physically migrate
nonrelations database information form other DBMSs, such as Cincom's Total or IBM's IMS, DL/1 or VSAM
into current versions of CA's CA-IDMS or CADATACOM/DB, enabling users to run existing applications
without modification.

The single database a approach adopted by CA and Cincom differs from the database concept used by IBM
and Digital Equipment Corp. Both offer a class of low-level hooks between relational and nonrelational
databases (known as data propagators or distributors) that permit old and new databases to be merged into a
single entity.

In addition to changes in information technology, DBMS product development is strongly influenced by an
ongoing tug of war between vendors and users. Today, users rather than vendors are driving product
development.

Sistema Primeira Sentencas

Advances in database technology have significantly increased the power, versatility and performance of
relational database management systems (RDBMSS), enabling them to distribute data to virtually every
cormer of today's business environment.

From decision support to office automation, RDBMSs integrate the necessary features to enhance
productivity and enrich the process of information exchange.

The proliferation of high-powered RDBMS products across ail hardware platforms and operating
environments gives midrange and microcomputer users access to functions that were once only accessible
through mainframes.

Most existing databases use either hierarchical or relational technology.

Although hierarchical DBMSs have dominated the market, the relational DBMS (or some variation thereco is
now the database of choice.

Relational DBMSs allow users to store and maintain information according to the relationships among the
various data elements.

Sistema Sentencas Aleatérias

The proliferation of high-powered RDBMS products across ail hardware platforms and operating
environments gives midrange and microcomputer users access to functions that were once only accessible
through mainframes.

Relational DBMSs allow users to store and maintain information according to the relationships among the
various data elements.

Despite its advantages, relational technology still requires a cautious evaluation from two perspectives: the
differing requirements
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As a result of market demand, more and more vendors are offering RDBMS products that permit separate
databases to coexist as a single entity.

Vendors are also providing users with a variety of alternatives for accessing disparate databases, including
gateways, single-database strategies and data propagators.

Several RDBMS vendors have introduced gateway products that enable programmers to access existing
databases with the latest Structured Query Language SQL)-based access tools, such as fourth-generation
languages (4GLs), graphically oriented query facilities and computer-aided software engineering (CASE)
products.

Sistema Word Summarizer

Most existing databases use either hierarchical or relational technology.

Hierarchical database design, in contrast, produces a more structured database with information stored in
specific file locations.

Although relational database users do not need to know the physical file structure in order to access data,
users of hierarchical databases must know some details of the database design in order to store and retrieve
information.

Both relational and hierarchical databases use unique data fields called "keys" to identify specific portions of
data, but relational databases typically offer a greater degree of flexibility in' information storage and
retrieval-and they're particularly well suited for processing large amounts of data.

Vendors are also providing users with a variety of alternatives for accessing disparate databases, including
gateways, single-database strategies and data propagators.

Future Trends



