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RESUMO

A pesquisa trata sobre o problema de selecdo de portfolio de abordagem multicritério, com a
integracdo dos principais algoritmos classificadores do campo de aprendizagem de méaquina,
juntamente com os algoritmos genéticos. Alguns métodos de decisdo multicritério, incluindo
0s métodos para a problemaética de portfdlio, exigem a defini¢do de pardmetros, muitas vezes
obtidos pela elicitagdo junto a decisores. No caso do modelo aditivo para selecdo de portfolio
abordado nesta pesquisa, 0s parametros necessarios consistem nas constantes de escala
(pesos) de cada um dos critérios/atributos considerados na analise. Porém, a definicdo destes
parametros é uma tarefa dificil de ser interpretada e executada, mesmo até por especialistas da
area. Também, em situacdes recorrentes de tomada de decisdo, formam-se um montante de
informacdes, que podem ser utilizadas para auxiliar e melhorar o processo decisorio. Sendo
assim, o objetivo desta pesquisa é propor um modelo de analise para problemas de selecdo de
portfélio no contexto de decisdo multicritério, incorporando técnicas de aprendizagem de
maquina e de algoritmos genéticos, para determinar e otimizar as constantes de escala (pesos)
dos critérios. O modelo proposto foi incorporado em framework, constituido de quatro fases,
cada qual com um objetivo principal: a) Fase Preliminar, para caracterizacdo geral do
problema; b) Fase de predi¢do, para o reconhecimento de padrdes de decisdes histdricas e
determinacdo da ordem dos critérios; c) Fase de Elicitacdo com o decisor: para estabelecer a
ordem dos critérios, com base nas preferéncias do decisor; e d) Fase de Sele¢do e Otimizacéo:
para selecionar os projetos que irdo compor o portfolio, e otimizacdo dos valores das
constantes de escala (pesos). Esta Gltima fase foi implementada em um software de apoio a
decisdo, e 0 modelo foi testado com a aplicacdo de um exemplo numérico, e também com
dois estudos de caso: selecdo de projetos em empresa de energia elétrica; e selecdo de clientes
para concessdo de crédito bancario. Em ambos os estudos de casos, a otimizacdo das
constantes de escala (pesos), obtida a partir dos algoritmos genéticos, resultou em melhores
valores de portfélio 6timo, sugerindo assim que o processo de elicitagdo com o decisor pode
ser facilitado ao utilizar o modelo proposto. Ou seja, mesmo quando o decisor ndo for capaz
de informar suas preferéncias para definir as constantes de escala, o modelo pode ser
empregado para definicdo de um resultado satisfatorio para o problema.

Palavras-chave: Sistema de Apoio a Decisdo; Selecdo de Portfdlio; Algoritmos
Classificadores; Selecao de Atributos; Otimizacdo Combinatdria.



ABSTRACT

The research deals with the problem of portfolio selection in multicriteria approach, with the
integration of the main classifier algorithms of the machine learning field, along with the
genetic algorithms. Some multicriteria decision methods, including the methods for the
portfolio problem, require the definition of parameters, often obtained by elicitation with
decision makers. In the case of the additive model for portfolio selection addressed in this
research, the necessary parameters consist of the scale constants (weights) of each of the
criteria/attributes considered in the analysis. However, the definition of these parameters is a
difficult task to be interpreted and performed, even by specialists in the field. Also, in
recurrent decision-making situations, there is an amount of information that can be used to aid
and improve the decision-making process. Thus, the objective of this research is to propose an
analysis model for portfolio selection problems in the multicriteria decision context,
incorporating machine learning techniques and genetic algorithms, to determine and optimize
the scale constants (weights) of the criteria. The proposed model was incorporated in a
framework, consisting of four phases, each with a main objective: a) Preliminary Phase, for
general characterization of the problem; b) Prediction phase, for the recognition of patterns of
historical decisions and determination of the order of the criteria; ¢) Elicitation phase with the
decision maker: to establish the order of the criteria, based on the preferences of the decision
maker; and d) Selection and Optimization Phase: to select the projects that will compose the
portfolio, and optimization of the values of the scale constants (weights). This last phase was
implemented in a decision support software, and the model was tested with the application of
a numerical example, and also with two case studies: project selection in an electric power
company; and selection of clients for granting bank credit. In both case studies, the
optimization of the scale constants (weights), obtained from the genetic algorithms, resulted
in better optimal portfolio values, thus suggesting that the elicitation process with the decision
maker can be facilitated by using the proposed model. That is, even when the decision maker
is not able to inform his preferences to define the scale constants, the model can be used to
define a satisfactory result for the problem.

Keywords: Decision Support System; Portfolio Selection; Classification Algorithms; Feature
Selection; Combinatorics Optimization.
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1. INTRODUCAO

Neste capitulo sdo tratadas os temas da pesquisa, tais como contextualizacao,

problematizacéo, objetivos e justificativas.

1.1. CONTEXTUALIZACAO DA PESQUISA

A tomada de decisdo é uma atividade diaria em qualquer organizacdo, fundamental
para o planejamento estratégico e tatico, cujo resultado impacta diretamente em seu
desempenho. O processo decisorio envolve, segundo Osei-Bryson e Barclay (2015), “a
definicdo do problema, a identificacdo dos critérios, a ponderacdo dos critérios, a geracédo de
alternativas, a classificacdo de cada alternativa e a computacao da decisdo ideal”.

Alguns fatores afetam diretamente o processo decisorio, tais como o contexto em que
uma decisdo € tomada; a percepcao, julgamento e entendimento do decisor; as consequéncias
da decisdo; a disponibilidade de recursos e ferramentas para tomada da decisdo; entre outros.
Ou seja, quanto mais complexa for a decisdo, ou quanto mais impactantes forem as suas
consequéncias, maiores serdo os esfor¢os necessarios para obter uma boa solucéo.

Diante disso, a Pesquisa Operacional (PO) é area que lida com a aplicacdo de métodos
analiticos avancgados para ajudar a tomar as melhores decisdes. Possui carater multidisciplinar
para o desenvolvimento de técnicas, e o emprego destas em problemas complexos
proporciona solugfes 6timas ou quase 6timas. Devido a natureza computacional e estatistica
da maioria das técnicas, a PO também possui fortes lagos com a ciéncia da computacdo e
ciéncia de dados (Institute for Operations Research and the Management Sciences;
INFORMS).

Devido a sua importancia no desenvolvimento de técnicas de apoio a deciséo, a PO foi
introduzida como uma das subareas da Engenharia de Producéo, definidas pela ABEPRO
(Associacdo Brasileira de Engenharia de Producédo, 2008), sendo responsavel pela “resolucao
de problemas reais envolvendo situagbes de tomada de decisdo, através de modelos
matematicos habitualmente processados computacionalmente”.

Alguns dos principais campos tedricos nos quais as técnicas da PO se apoiam sao:
mineracdo de dados; aprendizagem de méaquina; anélise de decisdo; modelagem matemaética;
engenharia; teoria dos jogos; otimizacdo; probabilidade e estatistica; logistica; redes sociais;

gestdo de projetos; entre outras. Neste trabalho, especial atencéo serd dada ao campo referente
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a analise de decisdo multicritério (Multicriteria Decision Making; MCDM); aprendizagem de
maquina (Machine Learning; ML) e computacdo evolucionaria, mais especificamente 0s
algoritmos genéticos (Genetic Algorithm, GA).

Além disso, considerando o contexto de analise de decisdo multicritério, neste trabalho
sera abordado exclusivamente o problema de sele¢do de portfélio. O problema de selegéo de
portfolio consiste basicamente na escolha de um subconjunto de projetos, dentre as vérias
opcdes de projetos disponiveis a serem realizados, de forma a maximizar o valor do portfolio
e considerando que nem todos os projetos poderdo ser contemplados.

Por exemplo, pode ser considerado um problema de selecdo de portfélio a escolha de
alunos a serem contemplados com uma bolsa de estudos em um curso de pés-graduacgdo de
uma instituicdo de ensino superior. Como o orcamento disponivel do programa pode nao ser
suficiente para atender a todos os alunos, deverdo ser selecionados apenas alguns dos alunos,
sendo que essa escolha pode ser conduzida, por exemplo, por meio do modelo de
programacéo linear inteira e binaria (selegdo de portfdlio).

Outro exemplo similar de um problema de selecao de portfélio € o chamado problema
da mochila, bastante conhecido dentro da area de PO. No problema da mochila, vérios itens
podem ser levados em uma viagem, porém ha uma limitacdo de espaco da mochila. Entéao,
serdo selecionados os itens a serem levados dentro da capacidade da mochila, de tal forma a
minimizar o peso da mochila, ou entdo maximizar o valor dos itens inseridos.

Os problemas reais mais comumente conhecidos de selecdo de portfolio sdo aqueles
relacionados a escolha de acBes da bolsa de valores nas quais devera ser investida uma
determinada verba disponivel de tal forma que o retorno sobre o investimento seja
maximizado. Na se¢do 2.1 deste trabalho sera apresentado o modelo formal para o problema

de selecdo de portfélio no contexto de decisdo multicritério.

1.2. DELIMITACAO DO TEMA E QUESTOES DE PESQUISA

S0 indmeras as aplicacbes das técnicas de PO e, especificamente na area de
aprendizagem de méaquina, Witten e Frank (2005) citam relevantes contribuicdes para 0s
campos de aplicacdes em decisfes de julgamento; diagnostico médico; previsdes de vendas e
mercado, entre outras. Os autores mencionam que 0s procedimentos que utilizam ML séo
atraentes, pois melhoram a taxa de sucesso em decisdes diversas, além de serem usados para

explicar aos interessados as razdes subjacentes a decisdo. Similarmente, na area de anélise de
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decisdo multicritério e no campo da computacdo evolucionaria, os métodos analiticos
desenvolvidos, e que sdo aplicados em diversas situacbes, também proporcionam melhoras
nas taxas de sucesso das decisdes, além de servirem como um alicerce para 0s decisores em
problemas complexos.

Mas, para obter os beneficios descritos acima, é necessaria a correta aplicacdo dos
métodos, com a definicdo de todos os parametros e dados necessarios. Por exemplo, em varios
dos métodos multicritérios é necessario, além de um conjunto completo de informacdes de
desempenho de alternativas, que o decisor informe suas preferéncias de maneira coerente,
garantindo assim que os parametros, tais como limiares e pesos de critérios, reflitam sua
estrutura de preferéncia para obter um resultado satisfatorio.

Porém, em alguns casos, ndo é possivel obter todas as informacdes e parametros
necessarios para executar o método, por motivos diversos: o decisor pode nao estar disponivel
para participar do processo decisorio; o decisor pode ndo estar totalmente confortavel em
definir os parametros, ou inseguro e indeciso para defini-los; as informagfes podem né&o estar
disponiveis, ou entdo disponiveis apenas parcialmente. Enfim, independente do motivo, o
analista precisa, de algum modo, definir estes parametros.

Sendo assim, surge a primeira questdo de pesquisa: Como definir as constantes de
escala (pesos) de cada critério quando o decisor ndo estiver disponivel, ou quando deseja
fornecer somente a ordem de preferéncia dos critérios, sem realizar a elicitagdo de
magnitude dos pesos?

Nas situacfes em gque a tomada de decisdo é feita de forma recorrente, e com um
contexto similar, ndo é necessaria a presenca constante do decisor para avaliar cada deciséo,
podendo este estipular padrdes de preferéncias, e a decisdo ser tomada com base nestes
padrdes. Este é o caso, por exemplo, das decisbes para concessao de crédito bancario, em que
a presenca do gerente ndo é necessariamente obrigatoria para a decisdo de aprovar ou nao o
crédito para cada cliente que o solicita, uma vez que existem padrdes de referéncia que
estipulam o limite a ser aprovado, dependo das caracteristicas do cliente. E é nestes tipos de
decisbes que surge a segunda questdo de pesquisa: Como as informagdes de decisdes
passadas (registros historicos de decisdes recorrentes) podem ser utilizadas para auxiliar na
tomada das novas decisdes?

Uma terceira questdo de pesquisa surge quando considera-se resolver as duas questdes
anteriores, ou seja: Como trabalhar com estas duas questdes (definir os pesos e dados

histéricos) de uma forma integrada?
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Para tentar solucionar esta questdo, a pesquisa apresenta um modelo hibrido,

baseando-se em métodos de MCDM, ML e AG, mais especificamente no método

multicritério para problema de selecdo de portfélio, nos algoritmos classificadores de

aprendizagem de maquina supervisionada, e no algoritmo genético do tipo steady-stade.

1.3. OBJETIVOS

1.3.1.

Objetivo Geral

Propor um modelo de andlise (ou sistema de apoio a decisdo, Decision Support

System; DSS) para problemas de selecdo de portfolio no contexto de decisdo multicritério,

incorporando técnicas de aprendizagem de maquina e de algoritmos genéticos, para

determinar e otimizar as constantes de escala (pesos) dos critérios.

1.3.2.

Objetivos Especificos

Fazer o levantamento bibliogréfico de estudos publicados sobre os temas;
Esquematizar um framework que descreva o modelo de analise (ou sistema de apoio a
decisédo) proposto;

Detalhar cada fase do framework, especificando o0s procedimentos e 0sS
métodos/técnicas utilizados em cada etapa;

Implementar computacionalmente a Fase de Selecéo e Otimizacdo, desenvolvendo um
algoritmo genético e adaptando-o ao software ja existente para selecdo de portfélio;
Desenvolver uma interface grafica para usuarios (especialistas) da fase implementada;

Realizar testes de analise com dados de problemas reais.

1.4. RELEVANCIA E ORIGINALIDADE

Esta pesquisa tem sua relevancia nas justificativas inerentes as contribui¢des que a

mesma poderd proporcionar para 0s decisores e as organiza¢fes na resolucdo de problemas

complexos. Doumpos e Zopounidis (2013) afirmam que a integragdo de MCDM com outros
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paradigmas de Inteligéncia Artificial (1A), que incluem os métodos de ML e AG, é uma area
de pesquisa interessante que fornece uma ampla gama de novos potenciais para melhorar a
tomada de deciséo.

Sendo assim, ressalta-se a necessidade de modelos e ferramentas mais sofisticadas
para a resolucdo de problemas cada vez mais complexos. O processo de decisdo depende do
escopo e contexto do problema que, por vezes, requer um nivel de sofisticacdo e
confiabilidade além do que a capacidade de conhecimento humano pode, adequadamente,
fornecer. Segundo Dean (2014) “devido a complexidade e tamanho da maioria dos problemas
modernos, a melhor préatica é tentar uma serie de diferentes técnicas de modelagem ou
algoritmos, usando diferentes configuragdes ou parametros”. Ou seja, ¢ fundamental que os
modelos tenham a flexibilidade para a integracdo dos métodos de diversas areas, eliminando
assim a lacuna existente no uso restrito de algoritmos de cada area para modelagem.

O modelo proposto surge como um processo alternativo ao habitual e tradicional
processo de decisdo multicritério, em que sdo levantados os dados iniciais (critérios;
alternativas; desempenho de cada alternativa em cada critério), elicitado com o decisor as
constantes de escala (pesos) e demais parametros, quando necessarios, e aplicado um método
multicritério, de acordo com a problemaética requerida, para obtencao do resultado.

Nesse caso, o resultado € totalmente dependente das preferéncias do decisor, pois € ele
quem define a ordem e as constantes de escala (pesos) dos critérios considerados no
problema. Com o modelo proposto, a necessidade do decisor em definir a ordem e as
constantes de escala (pesos) dos critérios € auxiliada, ou até mesmo substituida, pelo sistema,
0 que reduz a relacdo de dependéncia entre o decisor conseguir expressar suas preferéncias,
para definir a ordem e o valor das constantes de escala (pesos) dos critérios, e assim obter
resultados satisfatdrios. Ou seja, 0 modelo de analise proposto torna o processo de decisdo
multicritério menos subjetivo.

Além disso, 0 modelo proposto considera a utilizacao das informacdes de experiéncias
passadas, que sdo importantes fontes de conhecimento e aprendizagem, de uma forma
eficiente para o processo de tomada de decisdes. Spancher (2016) afirma que aprender a partir
de exemplos anteriores, e com dados de treinamento adequados, a fim de decidir qual
informacdo é mais confiavel, € uma das capacidades que a tecnologia em aprendizagem de
maquina pode oferecer, permitindo assim que outras abordagens, tal como a analise de
decisdo multicritério, apliguem um julgamento adequado em cada tipo de decisdo, e o

melhore ao longo do tempo. Desta forma, enfatiza-se que 0 modelo proposto nesta pesquisa
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torna o processo de decisdo menos subjetivo, uma vez que considera o aprendizado obtido

com as experiéncias passadas, ao invés de levar em conta somente a opinido do decisor.

1.5. COMPLEXIDADE E LIMITACOES DA PESQUISA

A complexidade da pesquisa consiste principalmente na forma como interligar e
integrar os métodos de abordagens distintas, sendo que cada um possui suas fundamentacdes
em teoremas e principios j& consolidados.

Com a base conceitual ja definida em cada método, surge a dificuldade em conciliar as
terminologias distintas, que na verdade significam a mesma coisa, e vice-versa, coisas
diferentes que possuem a mesma terminologia. Por exemplo, em MCDM, o conceito de
“critério” refere-se a “atributo”, termo usado em ML. O mesmo vale para os conceitos de
“alternativas” e “instancias”. Ja o termo ‘“normalizacdo” ¢ usado na analise de decisdo
multicritério, mas com significado diferente do que se entende por normalizacdo na
estatistica.

Além da complexidade terminoldgica, a integracdo das abordagens em fases
proporcionou um modelo flexivel e dindmico, podendo ser aplicado em diversas situacGes e
com diferentes métodos, porém essa vantagem também trouxe como aspectos negativos, a
complexidade de entendimento dos diversos caminhos a serem seguidos na analise.

Embora o modelo seja flexivel, do ponto de vista da aplicabilidade em funcédo das
informacdes disponiveis, 0 mesmo ¢é restritivo quanto ao tipo de problema a ser resolvido, ou
seja, 0 modelo é limitado a resolver os problemas de selecdo de portfélio, quando considerado

varios critérios.

1.6. CLASSIFICACAO DA PESQUISA

A pesquisa classifica-se quanto a natureza como uma pesquisa aplicada, pois busca
gerar conhecimentos para aplicagfes praticas, dirigidos a solucdo de problemas especificos.
Com relacdo ao ponto de vista da forma de abordagem ao problema, trata-se de pesquisa
quantitativa, que considera a tradugdo de opinides e niUmeros em informacdes, as quais serdo

classificadas e analisadas (Gil, 2008).
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Com relacdo ao tipo de pesquisa do ponto de vista aos objetivos cientificos, o estudo
pode ser considerado como exploratéria, pois envolve levantamento bibliogréfico para
entendimento e familiaridade do problema, e também como explicativo, uma vez que busca
identificar fatores para elaboracdo de modelos. E do ponto de vista dos procedimentos
técnicos, a pesquisa assume as formas bibliogréafica, documental e experimental (Gil, 2008).
Esta classificacdo geral da pesquisa € esquematizada na Figura 1.1.

Natureza §> [ Aplicada |

Abordagem }>[ Quantitativa ]

Classificacao {
da Pesquisa

Objetivos » [[Exploratéria; Explicativa |

\

Figura 1.1 - Classificacdo da Pesquisa

experimental

Procedimentos §> [Bibliogréfica, documental e]

1.7. ESTRUTURA DO DOCUMENTO

O trabalho estd estruturado em sete capitulos: O Capitulo 1, a Introducdo, que
apresenta as motivacOes e justificativas para o desenvolvimento do trabalho, os objetivos do
estudo, bem como também suas contribuicOes e limitagdes.

Os Capitulos 2 e 3 apresentam o Referencial Tedrico e a Revisdo de Literatura. No
primeiro é definido o processo de modelagem do problema de selecdo de portfolio,
considerando as abordagens de decisdo multicritério, de aprendizagem de méaquina e dos
algoritmos genéticos. O segundo expde os trabalhos correlatos, com a revisdo de literatura
realizada nas principais bases de dados, organizando os artigos com uma analise bibliométrica
e com a sintese do estado da arte.

Em seguida, o Capitulo 5 descreve a proposta do modelo em si, com a apresentacdo do
framework para a andlise de decisdo multicriterio em problemas de selecdo de portfolio. Na
sequéncia, os Capitulos 6 e 7 apresentam a implementacdo e a aplicacdo do modelo,
respectivamente. No Capitulo 8 estdo as consideraces finais e propostas de futuras pesquisas,

e logo apos tém-se as referéncias, seguida dos Anexos.



21

2. REFERENCIAL TEORICO

Neste capitulo séo abordadas algumas defini¢bes sobre o processo de modelagem, bem
como classificadas e descritas algumas das principais técnicas e/ou métodos relacionados a
anélise multicritério, aprendizagem de méquina, e computacdo evolucionéria.

Na secdo sobre a analise multicritério, serd definido o modelo aditivo para a
problematica de portfolio, e também descrito o procedimento para determinagéo de pesos por
swing, utilizado no método SMARTS (Simple Multi-Attribute Rating Technique), além de
serem mencionados outros métodos possiveis para a parametrizacdo do modelo aditivo.

Na secdo sobre aprendizagem de maquina, serdo apresentados e descritos os principais
algoritmos classificadores (Redes Bayesianas, RB; Redes Neurais Artificiais, RNA; Arvore
de Decisdo, AD; Regressdo Logistica, RL; Maquina de Vetores de Suporte, MVS) para o
reconhecimento de padrbes na aprendizagem supervisionada, além das principais métricas de
avaliacdo utilizadas para medir a eficiéncia de tais algoritmos, tais como a acuracia, preciséo,
recall, F-score, e area sob a curva ROC (Receiver Operating Characteristic). As técnicas para
selecdo dos atributos, que fornecem um ranking dos atributos, serdo brevemente discutidas
nesta secdo também.

E, por fim, na secdo sobre computacdo evolucionaria, sera apresentada a base teorica
sobre os conceitos e defini¢Bes utilizadas no algoritmo genético, tais como a defini¢do das: a)
representacdes de cromossomo e populacdo; b) funcdo de selecdo; c) operacbes genéticas de

crossover e mutacao; d) critérios de avaliacdo e finalizagdo.

2.1. ANALISE DE DECISAO MULTICRITERIO PARA SELECAO DE PORTFOLIO

A Analise de Decisdao Multicritério (Multicriteria Decision Analysis, MCDA) consiste
em um conjunto de ferramentas que ajudam o decisor a organizar e sintetizar as informacoes
necessarias e, consequentemente, sentir-se satisfeito, confortavel e confiante com todos os
critérios considerados, geralmente conflitantes entre si e, também, com o resultado da deciséo,
minimizando o potencial de “arrependimento”.

No contexto de MCDA existem os tipos de problematicas a serem considerados em
um processo de decisdo. Cada tipo de problematica remete a um determinado objetivo que se

pretende alcancar e, também, a determinados métodos que podem ser empregados para tanto.
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Destacam-se as problematicas, descritas e detalhadas por Almeida (2013), para a selecéo,
ordenacdo e classificacdo de alternativas, bem como para a de selecéo de portfélio.

O problema de selecdo de portfolio consiste na escolha de um ou mais projetos
(alternativas, a;) a serem executados dentre todos 0s n projetos (alternativas) disponiveis, ou
seja, na decisdo de qual(is) projeto(s) ira(do) compor o portfolio, de tal forma a maximizar o
retorno esperado (valor do portfélio, V), e sujeito a uma restricdo, geralmente orcamentaria,
que limita a realizacdo de todos os projetos (Belton e Stewart, 2002; Vetschera e Almeida,
2012). A funcéo objetivo e a restricdo desse problema podem ser descritas por (2.1) e (2.2),

respectivamente, como segue:

max V = Y-, x;v(a;) (2.1)
s.a: Y-, x;b; <B (2.2)
x; binarios (2.3)

onde x; é uma varidvel binaria (2.3), que indica se o projeto i sera incluido (x; = 1) ou ndo
(x; = 0) no portfélio; v(a;) € o valor do projeto i; b; representa o custo para se desenvolver o
projeto i; e B 0 orcamento total disponivel (Kleinmuntz, 2007; Clemen e Smith, 2009). Desta
forma, na funcdo objetivo em (2.1) tem-se a maximizacdo do valor do portfélio, que € dado
pelo somatorio do produto de x; e v(a;), ou seja, o resultado da maxima soma dos valores dos
projetos que sdo incluidos no portfélio. A restricdo em (2.2) limita a inclusdo de todos os
projetos no portfdlio, uma vez que o somatério dos custos, b;, dos projetos incluidos deve ser
menor ou igual ao orgamento total.

No contexto de decisdo multicritério, esse problema é analisado considerando-se m
critérios (c;) e, para a obtencdo da funcdo de valor do projeto, v(a;), por meio de uma
avaliacdo multicritério com método de agregacdo aditivo deterministico, € necessaria a
definicdo das constantes de escala (ou pesos, k;) para cada um dos m critérios. O resultado

dessa avaliagéo, conforme Almeida, et al. (2014) é da forma em (2.4).

v(a;) = XL, kjvi(dj) (2.4)
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onde d;; € o desempenho do projeto i em relagdo ao critério j; v; € a funcdo valor marginal do
critério j; e k; € a constante de escala (peso) do critério j, cuja soma deve ser igual a 1. Sendo
assim, a funcao de valor do projeto descrita em (2.4) é obtida pelo somatdrio dos produtos
entre os valores de constante de escala e o desempenho de cada projeto, em um determinado
critério.

Um dos procedimentos para a definicdo das constantes de escala (pesos) dos criterios é

a elicitacdo direta com o decisor, com o procedimento de trade-off para a agregacéo aditiva da
funcdo de valor (Almeida, 2013), tendo-se assim parametros que representam fielmente as
preferéncias do decisor com relacdo aos critérios considerados para a analise. Porém, realizar
esse procedimento com o decisor, na pratica, muitas vezes € invidvel, pois o decisor pode nao
estar disponivel, ou entdo ndo trazer resultados consistentes, quando o decisor ndo tem
definida de forma clara e objetiva a sua estrutura de preferéncia.

Outro procedimento para efetuar a agregacao aditiva com a elicitagdo das constantes

de escala feita de forma mais simples e, portanto, com menor viés de erros de elicitacdo, é o
procedimento de pesos por swing, utilizado pelo método SMARTS. Este procedimento,
segundo Almeida (2013) é conduzido pelas seguintes etapas:

a) Ordenacdo dos critérios: consiste em perguntar ao decisor “Suponha que vocé seja
obrigado a escolher uma alternativa que tem o pior desempenho em todos 0s
critérios, e vocé pudesse melhorar o desempenho desta alternativa em apenas um
dos critérios para o valor maximo, qual critério vocé escolheria?”. O critério
escolhido tera o maior valor de constante de escala, e 0 processo € repetido
continuamente até que todos os critérios sejam avaliados;

b) Obtencédo dos pesos: a partir da informacdo de ordem de importancia dos critérios,
tem-se a obtencdo dos pesos, que consiste em perguntar ao decisor “Supondo que
0 peso 100 [ou 10 ou 1, a depender da escala utilizada] é atribuido ao critério de
maior peso, qual seria o peso do segundo critério mais importante?”’. Novamente,
0 processo é continuado até que todos os critérios tenham sido avaliados, e ao final
é feita a normalizacdo dos pesos (divisdo pela soma), de modo que a soma dos

pesos seja igual a 1.
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2.2 APRENDIZAGEM DE MAQUINA SUPERVISIONADA

A aprendizagem de maquina é um ramo da IA, que engloba vérias técnicas, algoritmos
e teorias, tais como algebra linear, probabilidade, grafos, entre outras. Estas visam um
objetivo comum, o de possibilitar que uma maquina possa, através de observacdes de dados
reais do modelo, reconhecer padrdes, tomar decisOes, classificar, prever acontecimentos,
extrair e representar conhecimento.

Por exemplo, um servidor de e-mails pode aprender a classificar se um e-mail é ou ndo
um spam, sendo que o conceito de spam a primeira vista é subjetivo, porém uma méaquina
pode aprender este conceito apenas com observac6es de humanos.

Segundo Alpaydin (2010), a aprendizagem de maquina é programar computadores
para otimizar os parametros de um modelo usando uma base de treinamento ou experiéncias
passadas, sendo que tal modelo é dito preditivo quando faz previsbes sobre o futuro, ou
descritivo quando extrai conhecimento dos dados, ou ambos. Para Russell e Norvig (2004), a
ideia da aprendizagem de maquina ndo é ser um modelo estatico, mas sim que a maquina
aprenda continuamente, para que ela esteja sempre diminuindo os erros da tarefa designada
(predicéo, classificacao, etc.).

Alguns dos principais algoritmos utilizados para a tarefa de classificacdo, também
denominados de algoritmos classificadores, sdo: Redes Bayesianas, RB; Redes Neurais
Artificiais, RNA; Arvore de Decisdo, AD; Regressdo Logistica, RL; Maquina de Vetores de

Suporte, MVS. A seguir, sera descrito cada um desses algoritmos.

2.2.1 Algoritmos classificadores: Redes Bayesianas

Uma rede bayesiana é um modelo grafico que consiste de duas partes, G e P, onde G é
um grafico aciclico dirigido (Directed Acyclic Graph; DAG), cujos nds representam variaveis
aleatdrias e os arcos entre nds representam dependéncia condicional das variaveis aleatorias; e
P é um conjunto de distribuicdes das probabilidades condicionais (Conditional Probability
Distribution; CPD) para cada né condicionada em seus pais (Dean, 2014).

As distribuicOes de probabilidade condicional para cada né podem ser obtidas de
maneira prévia, a partir do conhecimento de especialistas, ou entdo aprendidas, a partir de
dados. Koller e Friedman (2009) ressaltam que o grafico G pode ser visto de duas maneiras

diferentes, porém equivalentes: “como uma estrutura de dados que fornece o esqueleto para
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representar uma distribuigdo conjunta de forma compacta numa forma factorizada; como uma
representagdo compacta para um conjunto de suposicdes de independéncia condicional sobre
uma distribui¢ao”.

A Figura 2.1 mostra um exemplo de uma rede Bayesiana para o problema de compra
de roupa, que leva em consideracdo os seguintes atributos: a estagdo do ano; a localizagéo; o
peso e a cor do tecido. A resolucgéo deste problema fornece, por exemplo, as probabilidades de
comprar ou um casaco, ou uma bermuda, ou uma camisa, levando em consideracdo a
probabilidade dos atributos anteriormente citados. Sendo assim, se a estacdo do ano for
primavera, e a localizacdo for New York, a probabilidade de comprar uma bermuda sera

maior do que a probabilidade de comprar um casaco.

b1: New York 0.4
b2: Los Angeles 0.6

A: Estagao do

Ano
[ Estagio | Prob. |

al: Primavera 0.25

B: Localizagao

a2: Verdo 0.25
a3: Outono 0.25
ad: Inverno 0.25

Casaco Bermuda
0.30 0.30 0.40

albit

X: Comprade
Roupas

a4,b2 0.30 0.40 0.30

T
Leve Pesado Brilhante | Neutra
a x1

0.10 0.20 0.70 0.10 0.30 0.60
X2 020 080 0.20 x2 0.70 0.20 0.10
x3 0.50 0.40 0.10 x3 0.30 0.40 0.30

Figura 2.1 - Exemplo de uma rede bayesiana aplicada ao problema de compra de roupa

Apesar do nome, as redes bayesianas ndo implicam necessariamente que elas
dependam de estatisticas bayesianas. Pelo contréario, elas sdo assim chamadas porque usam a
regra de Bayes para inferéncia probabilistica. E possivel usar estatisticas bayesianas para
aprender uma rede Bayesiana, mas ha também muitas outras técnicas que estdo mais
intimamente relacionadas com os métodos estatisticos tradicionais (Dean, 2014). Russell et
al. (1995) sugerem o método do gradiente descendente para a aprendizagem em redes
bayesianas, analogo ao caso de aprendizagem de redes neurais, que pode ser aplicado para

encontrar o conjunto ideal de pesos (valores de probabilidade).
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2.2.2 Algoritmos classificadores: Redes Neurais Artificiais

Outra técnica muito utilizada e estudada em aprendizado de maquina sdo as Redes
Neurais Artificiais, que foi inspirada no funcionamento do cérebro humano em que neurdnios
se conectam e passam informacdes entre si. Essa técnica pode ser usada tanto para resolver
problemas de classificagdo, que possuem classes como saidas, quanto para problemas de
regressao, que possuem valores de predicdo como saidas (Russell e Norvig, 2004).

Mais especificamente, uma rede neural artificial € um modelo matematico construido a
partir de uma rede de nds, que representam funcdes de ativacao, e conexdes, que representam
os fluxos por onde as variaveis passam. Cada n6 da rede, também chamado de neurdnio, é
responsavel por transformar as informacdes que entram nele e produzir um resultado como
saida através de uma funcdo matematica, portanto os neurénios tém como entradas varias
variaveis e como saida somente um valor real. Cada conexdo representa qual variavel entra
em qual neurdnio.

Uma das arquiteturas mais utilizadas de redes neurais é a "multilayer perceptron™
(Dean, 2014), onde existem diferentes camadas que se conectam entre si, entretanto 0s
neurdnios da mesma camada ndo se conectam uns com os outros. A Figura 2.2 mostra uma
rede "multilayer perceptron™ com uma camada de entrada, duas camadas internas/escondidas

(hidden layer) e uma camada de saida.

Entrada Escondida (hidden) Saida
b 4

Figura 2.2 - Rede Neural Artificial, Multilayer Perceptron
Fonte da Imagem: https://www.hackerearth.com/blog/wp-content/uploads/2017/01/multi-1024x533.jpg

Na camada de entrada temos as variaveis de entrada do problema, ja na camada de
saida temos o resultado final tanto para classificacdo quanto para regressdo. Note que é

possivel haver mais de uma variavel na camada de saida, ou seja, varias saidas.
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Os procedimentos e algoritmos de treinamento sdo responsdveis por ajustar 0s
pardmetros das fungdes de cada neurdnio de forma a minimizar os erros de saida da rede e,
para isso, sdo utilizados dados de treinamento em que as entradas e saidas corretas sao
conhecidas. Um algoritmo de treinamento bastante utilizado em redes neurais é o
"Backpropagation”, o conceito principal desse algoritmo é medir qual é efeito dos pesos entre
0s neurbnios das camadas e, para isso, 0 erro da saida é retro propagado para as camadas
anteriores possibilitando medir esse efeito e ajustar 0s pesos para minimizar o erro de saida
(Hastie, Tibshirani e Friedman, 2008).

2.2.3 Algoritmos classificadores: Arvores de Decisdo

As éarvores de decisdo sdo modelos populares em aprendizado de méaquina que
descrevem algoritmos de decisdo em forma de uma arvore de possibilidades de valores das
entradas. Conforme as entradas mudam de valores, os caminhos da arvore se alteram, e a
saida final também se altera com o objetivo de capturar uma estratégia 6tima de mapear
entradas em saidas (Dean, 2014; Larose e Larose, 2015).

A arvore de decisdo possui trés elementos: as variaveis, “nés” de decisdo; 0s “no6s”
finais, também chamados de folhas; e as conexdes. A Figura 2.3 mostra um exemplo simples
de como usar a arvore de decisdo para prever se um cliente ird comprar ou ndo um carro,
considerando as variaveis “idade”; “estudante” ¢ “taxa de crédito”. Pelo exemplo, se for um
cliente de meia idade (idoso), a compra do carro sera feita somente se a taxa de crédito for

excelente.

Idade?

Jovem Idoso

Adulto

Estudante? | @ | Taxa de Creédito?

Nao Sim Excelente

Figura 2.3 - Arvore de Decis&o, exemplo para compra de carro
Fonte: https://zhengtianyu.files.wordpress.com/2013/12/decision-tree.png
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As variaveis sdo parte do modelo e seus valores sdo as entradas do sistema, os “nos”
de decisdo implementam regras de decisdo sobre uma varidvel podendo mudar o fluxo da
arvore de acordo com essa regra, as conexdes definem quais sdo 0s possiveis caminhos entre
as regras de decisdo, e as folhas séo o resultado final da arvore (Zaki e Meira Junior, 2014).

As saidas das arvores de decisdo podem ser tanto classes, chamadas de arvores de
classificacdo, englobando problemas de classificacdo e regressdo, quanto ndmeros reais,
chamadas de arvores de regressao, englobando problemas de regressdo. O treinamento das
arvores tem por objetivo criar regras nos nds de decisdo que mais se ajustam ao cenario
proposto. Os algoritmos mais utilizados para aprender esse tipo de modelo séo os algoritmos
gulosos baseados em particionamento recursivo (Sugiyama, 2015).

Com o objetivo de melhorar as estimativas, Dean (2014) afirma que, em muitas
ocasides, varias arvores de decisdo sao utilizadas em conjunto para melhorar as estimativas
das arvores. O resultado final, portanto, considera os resultados individuais de cada arvore

assim o problema comum de "overfit" dos classificadores e estimadores singulares.

2.2.4 Algoritmos classificadores: Regressao Logistica

A regressdo logistica € uma técnica utilizada em aprendizagem de maquina
supervisionado para abordar o problema classificacdo. Nesta técnica o objetivo é usar a
funcdo logistica com seus respectivos parametros (f; Equacdo 2.5) para inferir se uma
instancia pertence ou ndo a uma determinada classe. Como essa € uma técnica de
aprendizagem supervisionada, a partir de um conjunto de dados, no qual cada instancia é
marcada com a classe verdadeira, é possivel ajustar os parametros da funcdo logistica ao

ponto de maximizar o nimero de classificacdes corretas (Sugiyama, 2015).

1
pl - 1+e—(B0+le1‘i+~--+ﬁkxk_i)

(2.5)

Nota-se que na equacdo, a entrada é um vetor multidimensional, portanto a regressao
logistica engloba cenéarios de aprendizagem com Vvarias variaveis de entrada. Analogamente,
se a entrada € multivariada, a saida da funcdo logistica é univariada, portanto uma Unica
fungéo logistica informa a probabilidade de uma determinada instancia pertencer ou ndo a

uma classe. Em um cenario com mais de uma classe é possivel aliar a regressdo logistica a
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técnicas como "one-against-all* em que para cada classe ¢ usada uma funcdo logistica
diferente (Hastie, Tibshirani e Friedman, 2008).

Por nédo possuir solucdo 6tima analitica, 0s ajustes de pesos da funcéo logistica para 0s
dados de treinamento sdo feitos geralmente por algoritmos iterativos como o "Gradient

Descent" e 0 "Newton's Method".

2.2.5 Algoritmos classificadores: Maquina de Vetores de Suporte

Em aprendizado de maquina, maquinas de vetores de suporte (Support Vector
Machines, SVM) sdo modelos de classificacdo que ajustam hiperplanos em um espaco n-
dimensional separando o conjunto de dados em duas classes, como mostra a Figura 2.4. O
ajuste é feito de modo que a distancia entre hiperplano e o ponto mais proximo a ele no

conjunto de dados seja a maior possivel (Zaki e Meira Junior, 2014).

Vetores de

Largura da
margem

Xy

Figura 2.4 - Esquema da Maquina de Vetores de Suporte (Support Vector Machine, SVM)
Fonte: https://www.saedsayad.com/images/SVM_2.png

Como o classificador da SVM é linear, um mapeamento do espago n-dimensional para
um espaco de dimensdo maior que "n" pode ser feito para abordar problemas néo lineares, de
forma que neste novo espaco dimensional o conjunto de dados seja linearmente separavel.
Essa transformag&o ndo-linear € em geral computacionalmente custosa por isso séo feitas com
as funcBes "kernel" (referéncia), essas fungbes evitam que seja necessario mapear todo o
conjunto de dados para um novo espaco dimensional. Apos a transformacédo, aplica-se o

mesmo classificador linear para o novo espago com maiores dimensdes (Dean, 2014).
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2.2.6 Métricas de avaliacao dos algoritmos classificadores

Algoritmos de aprendizado de maquina podem ter seu desempenho avaliado por
diversos motivos como, comparar algoritmos, verificar a evolucdo de um algoritmo, ajustar
melhores parametros e etc. Para a avaliacdo de algoritmos de classificacdo, as seguintes
métricas sdo as mais utilizadas: Acuracia; Precisdo; Recall; F-Score; "Area Under Curve". Os
calculos dessas métricas sdo feitos com base na matriz de confusdo (Quadro 2.1), que ilustra

os acertos e erros do classificador (Freitas, 2003).

Classe Prevista
A B
A VP FN
Classe Real B p VN

Quadro 2.1 - Matriz de Confuséo (2x2)

Partindo-se dos valores da matriz de confusdo (Verdadeiro Positivo, VP; Verdadeiro
Negativo, VN; Falso Positivo, FP; e Falso Negativo, FN), Freitas (2003) define as métricas
de:

a) Acurécia: Representa a porcentagem total de acertos do classificador, tanto positivos

guanto negativos (Equacédo 2.6).

VP+VN

Acuracia = ——
VP+VN+FP+FN

(2.6)

b) Precisdo: Representa a porcentagem de acertos positivos, com relacdo a todas as

instancias classificadas como positivas (Equacéo 2.7).

VP
VP+FP

Precisao = (2.7)

¢) Sensibilidade ou Recall: Representa a porcentagem de acertos positivos, com relacdo a

todas as instancias positivas de fato (Equacgéo 2.8).

vp
VP+FN

Recall = (2.8)
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d) Especificidade: é a propor¢do de verdadeiros negativos, ou seja, a capacidade do

f)

modelo em predizer corretamente a auséncia da condi¢do para casos que realmente

ndo a tém (Equacéo 2.9)

VN
VN+FP

Especificidade = (2.9)
F-Score: é definido como a média harmdnica da Precisdo e do Recall, unindo as duas
métricas em uma sO (Equacdo 2.10). Um algoritmo com Precisdo alta e Recall baixo
tem robustez, porém perde uma parcela de instancias que sdo dificeis de classificar,
portanto um algoritmo com F-Score alto tende a ter um balanco entre precisao e recall.

2 ‘recall-precisao

F — Score = (2.10)

recall+precisio

Area sob a curva: Mais conhecido como AUC (Area Under Curve), essa métrica se
vale do gréfico Receiver operating characteristic (ROC), exemplificado na Figura 2.5,
que traca uma curva nos eixos "Taxa de Verdadeiros Positivos" versus "Taxa de
Falsos Positivos™ para varios valores de limiares (threshold) do classificador. Quanto

maior for a area abaixo da curva ROC melhor sera o classificador.

100
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Taxa de Falso Positivo
(100 - especificidade)

Figura 2.5 - Curva ROC (Receiver Operating Characteristic)
Fonte: https://i.stack.imgur.com/5x3Xj.png
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2.2.7 Selegéo de Atributos

Em problemas de aprendizado de maquina com muitos atributos, pode ser util (e em
alguns casos pode até melhorar o desempenho do algoritmo) usar a técnica de selecdo de
atributos. Essa técnica parte do principio que nem todos os atributos sdo Uteis para se obter
uma saida com o melhor desempenho possivel, e por vezes alguns atributos podem até
atrapalhar o desempenho do algoritmo (Freitas, 2003).

Conforme Freitas (2003) existem algumas vantagens de usar esse tipo de técnica,
como: simplificacdo dos modelos; menor tempo de treinamento; reducdo das dimensdes
podera requerer menos instancias de treinamento; reducao do efeito de overfit.

Dessa forma, a Selecdo de Atributos escolhe somente os atributos mais relevantes para
0 cenario proposto de duas principais formas, o método “Wrapper” e o “Ranker”. O método
Wrapper utiliza o préprio algoritmo de aprendizado de méquina escolhido (regressao
logistica, redes neurais, entre outros) para testar possibilidades de treinamento com menos
variaveis, sendo que ao final é escolhido o conjunto de atributos com o maior desempenho.

O método Ranker verifica métricas estatisticas como Informacdo Mutua, Informacao
Mdtua Pontual e Correlacdo de Pearson, para cada par atributo/saida, de forma que se crie um
ranking das variaveis que mais tém influéncia sobre a saida. Com esse ranking pode-se
escolher somente um conjunto limitado dos primeiros atributos para criar 0 novo modelo
(Larose e Larose, 2015).

2.3 COMPUTACAO EVOLUCIONARIA

A computacdo evolucionaria, ou computacdo evolutiva, € um ramo de pesquisa
emergente da IA, que propde um paradigma para solucdo de problemas inspirado na selecao
natural. Ou seja, a computacao evolucionaria compreende diversos algoritmos inspirados no
principio Darwiniano da evolugdo das espécies e na genética. S&o algoritmos probabilisticos,
gue fornecem um mecanismo de busca paralela e adaptativa baseado no principio de
sobrevivéncia dos mais aptos e na reproducédo (Larose e Larose, 2015).

Existem inUmeros problemas para os quais deseja-se desenvolver um algoritmo
eficiente. Muitos destes, sdo problemas de otimizacdo numérica ou combinatoria, para 0s
quais é frequentemente possivel encontrar um algoritmo que ofereca uma solucdo 6tima ou

aproximadamente 6tima. A computacdo evolucionéria oferece algoritmos gerais, dentre 0s
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quais se enquadram os Algoritmos Genéticos, a Programacdo Genética e a Eletronica
Evolucionaria, que séo aplicados em problemas complexos, com grandes espacos de busca, de

dificil modelagem, ou para os quais ndo ha um algoritmo eficiente disponivel.

2.3.1 Algoritmo Genético

Os Algoritmos Genéticos foram concebidos em 1960 por John Holland, com o
objetivo inicial de estudar os fendmenos relacionados a adaptacdo das espécies e selecdo
natural, incorporando tais conceitos aos computadores, simulando processos naturais de
sobrevivéncia e reproducao das populaces.

Compreendem uma técnica na qual os cromossomos sdo palavras binarias que
codificam solucBes para um problema, e possuem uma larga aplicacdo em muitas areas
cientificas, como otimizacdo de solugbes, aprendizado de maquina, desenvolvimento de
estratégias, problemas de engenharia, analise de modelos econdmicos, dentre outras
aplicacdes.

Segundo Freitas (2003), para a implementacdo de um AG é necessario determinar:

a) representacfes das possiveis solu¢des do problema, no formato de um cédigo
genético;

b) a populacdo inicial que contenha diversidade suficiente para permitir ao algoritmo
combinar caracteristicas e produzir novas solucdes;

c) existéncia de um método para medir a qualidade de uma solucdo potencial,
denominado de fitness;

d) um procedimento de combinacdo de solugbes para gerar novos individuos na
populacéo, podendo este ser operacOes de crossover, mutagéo ou reparagéo;

e) um critério de escolha das solucdes que permanecerdo na populagdo, ou que seréo
excluidos desta, sendo que no AG generacional toda a populacéo é substituida, enquanto que
no AG steady-stade é introduzido/excluido apenas um (ou dois) individuo(s) por iteracao;

f) um critério de parada do algoritmo, podendo esta ser pelo nimero de iteragdes,

acréscimo na melhor solucédo, ou entdo até atingir um determinado valor de fitness desejado.

A execucdo do algoritmo pode ser resumida nas seguintes etapas basicas:

e Passo 1: Criar a Populagdo com o nimero de individuos desejado;
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e Passo 2: Calcular o fitness (aptiddo), podendo ser de maximizagdo ou
minimizacao;

e Passo 3: Colocar a popula¢do em ordem, segundo o fitness de cada individuo
(do melhor para o pior);

e Passo 4: Utilizar a fungéo de selecdo (roleta; ranking ou funcdo select, sendo
esta Ultima descrita pela Equagdo 2.11), para selecionar dois individuos da

populagdo que serdo os “pais”;

—1+\/1+4-R2ND(m2 +m) } 2.11)

Select(R) = {rj, talquej=m+1-— [
onde 7; representa o j-ésimo cromossomo dentro da populacdo de tamanho "m";
RND é um numero randémico entre 0 e 1; e o simbolo [x] significa a operacdo

matematica de arredondamento para cima do valor x.

e Passo 5: Realizar as operagdes genéticas de cruzamento e mutacdo (Figura

2.6), para a criacao dos filhos e, caso necessario, efetuar a reparacéo;

Ponto de corte

|1.5/8.1]2.7/3.8]7.0|4.1]5.2]6.3]

Gene a ser mutado

[2.4]1.0[2.2]3.6[3.9]9.0]4.5]38.0] (1.5]8.1[2.7]3.8] 7.0]9.0]4.5]8.0]

[1.5/8.1]2.7]3.87.0[9.0[4.58.0| 11.5/8.1/2.7|3.8]2.5/9.0/4.5|8.0|

|2.4/1.0]2.2]3.6]3.9/4.1]5.2]6.3|

a) Cruzamento b) Mutagio

Figura 2.6 - Operacdes de Cruzamento e Mutacdo

e Passo 6: Gerar uma nova populacédo inserindo os filhos na populagdo obtida
no Passo 3.
e Passo 7: Verificar o critério de parada, se ndo atendido voltar ao Passo 3, caso

contrério finalizar o procedimento.



3. REVISAO DE LITERATURA E TRABALHOS CORRELATOS

Este capitulo apresenta a pesquisa realizada com a finalidade de encontrar e revisar a
literatura existente, em termos de artigos publicados, sobre os temas em foco neste trabalho.
Para isso, foram seguidos os passos descritos na Figura 3.1, que exemplifica de forma

resumida as etapas da revisdo sistematica de literatura, composta da anélise bibliométrica e da

analise de conteudo.

Primeiro Filtro
- Busca por topicos

- Tipo de documento f

Sequndo Filtro
| - Documentos repetidos :

Terceiro Filtro
- Disponibilidade
- Objetivo da pesquisa
- Contribuigao

Definicao das
Bases de Dados

Y

Definigao dos
Algoritmos de
Busca

A 4

Busca nas bases
com os algoritmos
pré-definidos

Panorama geral
dos resultados
das buscas

A 4

Documentos
Encontrados
(Total: 780)

/
Indicadores da

» Analise
Bibliométrica

Remocgéo de
documentos
duplicados

A 4

Documentos
Remanescentes
(Total: 480)

—>

Sistematizagao
da bibliografia

Andlise de
Titulo e Resumo

A 4

Identificagao de
métodos, abordagens
e aplicagoes

Documentos
Remanescentes
(Total: 80)

Analise de
Conteudo

Descricao dos
trabalhos
correlatos

Figura 3.1 - Framework do processo de revisdo sistematica, analise bibliométrica e anélise de conteido
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Como pode ser visto na Figura 3.1, a primeira etapa para a revisdo sistemética de
literatura consiste na definicdo das bases de dados. Foram consideradas como fonte de busca
trés das principais bases de dados de artigos indexados, que sdo a Science Direct, a Scopus e a
Colecéo Principal do Web of Science.

Os termos de busca foram definidos a partir de conceitos e terminologias referentes
aos temas da pesquisa, de forma ampla, para abranger o méaximo possivel de artigos
publicados, favorecendo assim uma revisdo e uma analise completas e robustas. Sendo assim,
os termos considerados, cada um relacionado a uma area diferente de conhecimento aplicado

nesta pesquisa, foram:

= “portfolio selection”: que define o tipo de problema a ser resolvido;

»  “multicriteria decision” (e termos similares: “multi-criteria decision”, ¢ “multi-
attribute decision”): que expde a condigcdo de se ter varios critérios/atributos na
analise;

= “genetic algorithm”: que identifica a metaheuristica utilizada;

= “machine learning” (¢ termo similar “data mining”): que identifica as técnicas

utilizadas.

Como a inclusdo dos varios termos em um Gnico algoritmo de busca resulta em uma
pesquisa mais restritiva, resultando em poucos artigos publicados, é necessario proceder com
mais de uma busca, incluindo a combinacdo de termos nos algoritmos, para se ter uma
pesquisa mais ampla.

E, de fato, a busca feita com 0s quatro termos em um unico algoritmo [“portfolio
selection” AND “multicriteria decision” (OR “multi-criteria decision” OR “multi-attribute
decision”) AND “genetic algorithm” AND “machine learning” (OR “data mining”)], nas trés
bases de dados (Science Direct, Scopus e Web Of Science), ndo resultou em nenhum
documento encontrado. E as combinagGes feitas com trés dos quatro termos, em dois
algoritmos de busca diferentes, [“portfolio selection” AND “multicriteria decision” (OR
“multi-criteria decision” OR “multi-attribute decision”) AND “genetic algorithm”] e
[“portfolio selection” AND “multicriteria decision” (OR “multi-criteria decision” OR “multi-
attribute decision”) AND “machine learning” (OR “data mining”)], resultaram no total em
apenas sete e um documento (s) encontrado (s), respectivamente.

Somente com essa quantidade de artigos ndo é possivel fazer uma anélise
bibliométrica adequada, porém isso demonstra que sdo pouquissimos 0s estudos similares ao

proposto nesta pesquisa, evidenciando assim a contribui¢cdo por originalidade e ineditismo,
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uma vez que nenhum destes trabalhos possui 0 mesmo objetivo e 0 mesmo uso conjunto das
técnicas que esta pesquisa apresenta.

Entdo, para ter uma busca mais ampla e, consequentemente, uma analise bibliométrica
mais adequada, foram consideradas as seguintes combinacfes dos termos para a composi¢ao

dos algoritmos de busca:

a) [“portfolio selection” AND “multicriteria decision” (OR “multi-criteria decision”
OR “multi-attribute decision”)]: para capturar os estudos cujos focos sejam o cerne desta
pesquisa, ou seja, analise de decisdo multicritério em problemas de selecdo de portfélio;

b) [“portfolio selection” AND “genetic algorithm”]: para verificar os estudos que
empregaram a otimizacao por algoritmos genéticos no contexto de selecdo de portfélio;

c) [“portfolio selection” AND “machine learning” (OR “data mining”)]: para
identificar os estudos que estdo empregando conceitos de aprendizagem de maquina em
problemas de sele¢éo de portfdlio;

d) [“portfolio selection” AND (“multicriteria decision” OR “multi-criteria decision”
OR “multi-attribute decision” OR “genetic algorithm” OR “machine learning” OR “data
mining”)]: para identificar de forma mais ampla os estudos que empregam decisdo
multicritério, ou algoritmos genéticos, ou entdo aprendizagem de méaquina, no contexto de

selecdo de portfélio.

A busca nas bases de dados com estes algoritmos (terceira etapa do processo de
revisdo sistematica; Figura 3.1) foi feita considerando-se a busca por “topicos”, ou seja, por
documentos que apresentam os termos ou no titulo, ou no resumo ou nas palavras-chave, e
também apenas por documentos do tipo “article”, “conference paper”, “book chapter” e
“review”, sendo este o primeiro filtro do processo, em que excluiu-se da busca todos os
documentos que ndo se enquadraram nestas condi¢des. Como resultado parcial desta etapa,
tem-se um panorama geral das buscas, representado pelas Figuras 3.2, que demonstra a
quantidade de documentos encontrados por algoritmo e por base.

O resultado das buscas com a combinagdo dos termos em diferentes algoritmos,
apresentado na Figura 3.2, evidencia o maior numero de pesquisas realizadas com a aplicacéo
de algoritmos genéticos em problemas de selecdo de portfélio. Também, tem-se uma grande
quantidade de trabalhos que consideram o contexto de multicritérios/multiobjetivo no referido
tipo de problema, sendo superior as pesquisas que empregam técnicas de aprendizagem de

maquina. 1sso deve-se principalmente ao fato de que o desenvolvimento e a aplicacdo das
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técnicas de aprendizagem de maquina sdo relativamente mais recentes, porém com um

crescimento potencial na literatura nos Gltimos anos.
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*Algoritmos de buscas considerados:

1: [“portfolio selection” AND “multicriteria decision” (OR “multi-criteria decision” OR “multi-attribute decision”) AND

“genetic algorithm” AND “machine learning” (OR “data mining”)];

2: [“portfolio selection” AND “multicriteria decision” (OR “multi-criteria decision” OR “multi-attribute decision”) AND

“genetic algorithm™];

3: [“portfolio selection” AND “multicriteria decision” (OR “multi-criteria decision” OR “multi-attribute decision”) AND

“machine learning” (OR “data mining”)];

4: [“portfolio selection” AND “multicriteria decision” (OR “multi-criteria decision” OR “multi-attribute decision”)];

S: [“portfolio selection” AND “genetic algorithm”];
6: [“portfolio selection” AND “machine learning” (OR “data mining”)];

7: [“portfolio selection” AND (“multicriteria decision” OR “multi-criteria decision” OR “multi-attribute decision” OR “genetic

algorithm” OR “machine learning” OR “data mining”)]

Figura 3.2 - Quantidade de documentos encontrados nas bases de dados com diferentes algoritmos de busca

Percebe-se também que as buscas nas bases de dados com o algoritmo 7: [“portfolio

selection” AND (“multicriteria decision” OR “multi-criteria decision” OR “multi-attribute

decision” OR “genetic algorithm” OR “machine learning” OR “data mining”)] foram mais

amplas, englobando praticamente todos os artigos contidos nas buscas com o0s demais

algoritmos. Por conta disso, a continuidade do processo de reviséo sistematica de literatura

deu-se apenas com os documentos encontrados com este algoritmo de busca, que resultou em:

81 documentos na base Science Direct; 376 documentos na base Scopus; 323 documentos na

base Web of Science; e um total de 780 documentos encontrados.

Desta forma, a analise bibliométrica, que considerou as duas bases com maior numero

de documentos (Scopus e Web of Science), resultou em indicadores do nimero de documentos

por autor, ano, localizacdo, area do conhecimento, e revista/periodico, também do nimero de
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citagdes por documento e ano. Estes indicadores estdo apresentados em forma de tabelas de
graficos na secéo 3.1.

Todos os 780 documentos encontrados, provenientes das trés bases de dados, foram
exportados para o software gerenciador de bibliografias (EndNote), onde foi realizada a
remocao de documentos duplicados, sendo este o segundo filtro do processo de revisdo. Ao
final desta etapa, restaram-se 480 documentos unicos, que foram sistematizados em uma
planilha, e organizados quanto ao autor, titulo, ano de publicacédo, resumo e palavras-chave.

Com a leitura do titulo e resumo dos artigos, foi possivel identificar os conceitos, as
abordagens e os métodos utilizados, bem como aplicacdes realizadas pelos autores. E, a partir
disso, foram elaborados graficos e tabelas para resumir tais informacdes, sendo apresentados
na secdo 3.2. Foi também nesta etapa que ocorreu a aplicacdo do terceiro filtro, com a
identificacdo dos trabalhos cujos objetivos e contribuigdes foram relevantes e/ou similares a
esta pesquisa, e com a exclusdo daqueles trabalhos cuja disponibilidade de acesso total ao
contetdo ndo foi permitida. Ao final, restaram-se 80 documentos para a analise de conteudo.

A anélise de conteldo, Gltima etapa do processo de revisdo sistematica de literatura,
foi feita com leitura completa dos artigos sendo, posteriormente, apresentadas as descricdes

de trabalhos correlatos mais importantes, na secdo 3.3.

3.1. ANALISE BIBLIOMETRICA

Como j& mencionado anteriormente, a andlise bibliométrica foi realizada com o
resultado da busca utilizando-se o algoritmo 7: [“portfolio selection” AND (“multicriteria
decision” OR “multi-criteria decision” OR “multi-attribute decision” OR “genetic algorithm”
OR “machine learning” OR “data mining”)], em duas bases de dados, Scopus e Web of
Science, que tiveram um maior numero de documentos encontrados, 376 e 323,
respectivamente.

Essa quantidade total de documentos encontrados nas bases de dados teve uma
variacdo no decorrer dos ultimos 10 anos, como pode ser visto na Figura 3.3. Observa-se
também uma tendéncia geral de crescimento na quantidade de documentos publicados, em
ambas as bases de dados, sendo que o decréscimo em 2018 se deve, principalmente, ao fato de

0 ano nao ter acabado no momento em que a busca foi realizada.
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Figura 3.3 - Quantidade de documentos encontrados por ano nas bases de dados Scopus e Web of Science

Esta tendéncia de crescimento na quantidade de artigos publicados também é
verificada no nimero de citacdes que tais documentos receberam durante 0s anos, como
mostra a Figura 3.4. Em 2017 o numero de citacdes dos trabalhos atingiu o auge, com
aproximadamente 670 citagbes, em ambas as bases de dados. Tanto o crescimento da
quantidade de publicacBes, quanto o aumento no numero de citacbes dos documentos
relacionados ao tema da pesquisa, demonstram uma evolucdo positiva para os estudos que
envolvem os diversos métodos e técnicas para o problema de selecdo de portfélio, ou seja,

este € ainda um tema bastante procurado e difundido pelos pesquisadores.
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Figura 3.4 - NUmero de citacBes por ano dos documentos nas bases de dados Scopus e Web of Science
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Dentre todos 0s documentos, 0s sete mais citados em cada base de dados encontram-se

descritos na Tabela 3.1. Nesta tabela é possivel verificar, além do titulo do documento, as

informacdes de autor, ano, periodico e também o nimero de citagdes em cada base de dados.

Tabela 3.1 - Ranking dos sete documentos mais citados nas bases de dados Scopus e Web of Science

Referéncia Periddico onde Ranking / Numero
Titulo da Publicagéo . . de citacdes
(Autor/Ano) foi submetido
Scopus WoS
Chang, T. J.; etal. Heuristics for cardinality Computers & 1°/376 .
(2000) constrained portfolio optimisation | Operations Research
. Pareto Ant Colony Optimization: .
Doemér(‘)&')‘ etal. A Metaheuristic Approach to Annal;gzegfcega“ons 2°/227 | 1°/178
Multiobjective Portfolio Selection
Genetic algorithms for portfolio European Journal of
Lin, C.; Liu, Y. (2008) selectlontggﬂggiﬂzxv:gﬁsmlnlmum Operational Research 3°/133 | 6°/98
. i A model for portfolio selection Computers & ° °
Xia, ¥.S.; etal. (2000) with order of expected returns Operations Research Av/131 ] 4°/119
. . Mean-variance-skewness model
Li, X.; Qin, Z.; Kar, S. . . . European Journal of ° °
(2010) for portfollors:tljfrtllson with fuzzy Operational Research 5°/127 | 5°/108
Helmbold, D.P.; et al. Online Portfolio Selection using . . o
(1998) multiplicative updates Mathematical Finance | 6°/ 114 ---
- Journal of
Huang, X. (2008) Me?n-semlve;;‘leli_nce TO?EIS for Computational and 7°/100 | 7°/90
uzzy portiolio selection Applied Mathematics
) Recent advances in robust European Journal of °
Gabrel, V.; etal. (2014) optimization: an overview Operational Research - 2°/158
Steuer, R.E.; Na, P. MuIgg:\fb?;ggrﬁt?]e;ﬂzzemgklng European Journal of L 3° /153
2003 . - o Operational R h
( ) categorized bibliographic study Reretionat Researc

Como pode-se observar nesta Tabela 3.1, o documento mais citado na base Scopus é
dos autores Chang, et al. (2000), com 376 cita¢fes, enquanto que na base Web of Science o
primeiro lugar é ocupado pelos autores Doerner, et al. (2004), com um ndmero de 178
citacOes.

Observa-se que houve pouca distingdo dos documentos que entraram no ranking dos
sete mais citados, considerando-se as bases de dados Scopus e Web Of Science, sendo que
cinco dos sete documentos coincidiram em estar no ranking simultaneamente em ambas as
bases de dados: Doerner, et al. (2004); Lin e Liu (2008); Xia, et al. (2000); Li, Qin e Kar
(2010) e Huang (2008).

A propor¢cdo no numero de citagdes destes sete trabalhos variou no decorrer dos
ultimos 10 anos, como mostra a Figura 3.5. Na base de dados Scopus, hd uma predominancia
do trabalho de Chang, et al. (2000) desde 2008 até 2018, enquanto que na base Web of
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Science o trabalho de Gabrel, et al. (2014) vem ganhado importancia significativa desde o ano

que foi publicado até o presente momento.

Scopus
100%
90% = Huang, X. (2008)
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T0%
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Figura 3.5 - Evolucéo dos sete documentos mais citados nos dltimos 10 anos, nas bases de dados Scopus
e Web of Science

A analise de citagBes, como realizada acima, é fundamental para identificar os

trabalhos e autores que tém mais influéncia sobre o tema, uma vez que o numero de citacdes €

um indicador de grande impacto para quantificar a importancia das pesquisas realizadas.

Além da anéalise de citacOes, outra métrica relevante é o nimero de documentos por autor,

como mostra a Figura 3.6, pois identifica os autores/pesquisadores mais envolvidos e que,

consequentemente, possuem maior conhecimento e dominio do tema.
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Figura 3.6 - Autores com maior nimero de documentos, nas bases de dados Scopus e Web of Science




43

Para a construgdo dos gréaficos do numero de documentos por autor (Figura 3.6), foram
considerados aqueles autores com quatro ou mais artigos publicados, em cada base de dados.
Os pesquisadores Huang, X. X. e Mehlawat, M. K. estdo entre 0s autores com maior nimero
de documentos publicados nas bases Web of Science e Scopus, tendo cada um o total de 12 e
10 artigos, respectivamente. Li, B. encontra-se em segundo lugar, em ambas as bases de
dados, sendo autor/coautor de oito e nove artigos publicados. Além destes autores, outros
renomados pesquisadores da area de decisdo multicritério apareceram na analise, como Gupta,
P; Zopounidis, C; e Almeida, A. T.

Estes pesquisadores sdo, em sua maioria, lotados em importantes instituicbes de
ensino, como mostra a Figura 3.7, dentre as quais destacam-se: Chinese Academy of Sciences;

South Chine University of Technology; University of Delhi; e Islamic Azad University.

Hebei University
Wuhan University
Beijing Jiaotong University

University of Science and Technclogy Beijing

City University of Hong Kong

Nanyang Technological University

Academy of Mathematics and System Sciences CAS
National Institute of Technology, Durgapur

Amirkabir University of Technology

Universitat de ValEncia

Tianjin University

Islamic Azad University
Panepistimion Makedonias

University of Delhi
South China University of Technology
Chinese Academy of Sciences
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Figura 3.7 - Instituigdes com maior nimero de documentos, nas bases de dados Scopus e Web of Science

Como pode-se perceber, as instituicdes com pesquisadores e/ou grupos de pesquisas
que se dedicam ao estudo do tema sobre selecdo de portfélio estdo em maior ndmero
localizadas na China, fato este que, consequentemente, proporciona a este pais 0 maior
numero de publicacbes de artigos sobre o tema, como mostra a Figura 3.8. Novamente, 0s
graficos mostram aqueles paises com quatro ou mais artigos publicados.

A China conta com um total de 115 e 108 documentos publicados, nas bases de dados
Scopus e Web of Science, respectivamente. Em seguida, aparece o Ird, com aproximadamente
42 documentos, e os Estados Unidos da América, com 38 documentos publicados. Na
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listagem de documentos publicados, o Brasil possui 9 e 6 documentos, nas bases Scopus e
Web of Science, respectivamente.

- -~
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Figura 3.8 - Paises com maior nimero de documentos, nas bases de dados Scopus e Web of Science

Na Tabela 3.1 foram elencados os periédicos dos artigos mais citados, sendo que
quatro deles estdo publicados no “European Journal of Operational Research”. Este
importante periodico da area de Engenharia de Producdo/PO também esta entre os trés
periédicos com maior ndmero de documentos publicados, como mostra a Figura 3.9.
Destacam-se também os periddicos “Expert Systems with Aplication” e “Lecture notes in
Computer Sciences”

Optimization

Journal of Computational and Applied Mathematics
Computers Industrial Engineering

IEEE Congress on Evolutionary Computation
Applied Mathematics and Computation
Lecture Notes in Artificial Intelligence
System Engineering Theory And Practice
Studies In Computational Intelligence
International Journal Of Systems Science
Computational Economics

Annals Of Operations Research

|IEEE Transactions On Fuzzy Systems
Information Sciences

Applied Soft Computing Journal

Eurcpean Journal Of Operational Research
Expert Systems With Applications

Lecture Notes in Computer Science
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Figura 3.9 - Periddicos com maior nimero de documentos, nas bases de dados Scopus e Web of Science
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O fato de varios dos documentos encontrados na busca serem referentes a publicaces
em importantes periddicos da area, com alto fator de impacto e/ou indicador Qualis/fCAPES
Al, demonstra a relevancia e importancia do tema abordado na presente pesquisa. Tais
periddicos estdo, geralmente, enquadrados em areas do conhecido relativas a ciéncia da
computacédo, engenharia e PO.

A Figura 3.10 mostra que a maioria dos artigos encontrados se situam nestas areas do
conhecimento, sendo que na base de dados Scopus 0 maior nimero de artigos estdo nas areas
“Computer Science”, “Mathematics”, “Engineering” e “Decision Sciences”, enquanto que na
base Web of Science as principais areas onde enquadram-se os artigos sdo “Computer

Science”, “Engineering” e “Operations Research Management Science”.

Scopus Web of Science

= Computer Science
Mathematics
Engineering
Decision Sciences
= Business, Management and Accounting
= Economics, Econometrics and Finance
= Social Sciences
= Environmental Science
= Energy
= Materials Science

= Computer Science
Engineering
Operations Research Management Science
Business Economics

= Mathematics

= Automation Confrol Systems

= Mathematical Methods in Social Sciences

= Science Technology

= Environmental Sciences Ecology

N

= Earth and Planelary Sciences ® Energy Fuels

= Multidisciplinary = Physics

= Physics and Astronomy = Puplic Environmental Occupational Health
Medicine = Robotics

Figura 3.10 - Areas do conhecimento das bases Scopus e Web of Science mais significativas

Fazendo uma listagem geral de todos os titulos e palavras-chave dos artigos
encontrados, foi possivel elaborar uma nuvem de palavras (Figura 3.11), que aponta aquelas
palavras que aparecem com maior frequéncia, ou seja, quanto maior o tamanho da fonte, mais

vezes a respectiva palavra aparece na lista.
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Figura 3.11 - Nuvens de palavras com titulos e palavras-chave dos documentos encontrados
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Como esperado, as palavras “portfolio” e “selection” aparecem com maior frequéncia
entre as palavras de titulo e/ou palavras-chave dos artigos encontrados, como mostra a
primeira nuvem de palavras da Figura 3.11. Porém, ao aproximar o zoom da nuvem, de forma
a excluir as maiores palavras, aparecem também algumas outras palavras relevantes ao tema,

tais como: algorithm; genetic; fuzzy; model; decision; project; hybrid e problem.

3.2. IDENTIFICACAO DE CONCEITOS, METODOS E APLICACOES

Como ja mencionado anteriormente, apds a remoc¢do dos artigos duplicados restaram
480 documentos, dos quais foram sistematizados e analisados quanto ao titulo e resumo, para
a identificacdo dos conceitos, métodos e aplicacdes.

Os principais conceitos abordados pelos artigos estdo relacionados com “Algoritmo
Genético”, “Abordagem Multicritério” e “Teoria de conjuntos Fuzzy”, como mostra a Figura
3.12. Outros conceitos igualmente importantes, mas em menor numero, também foram
levantados pelos autores nas pesquisas, tais como: outras metaheuristicas (além dos

Algoritmos Genético); aprendizagem de maquina; e algoritmos evolucionarios multiobjetivos.

MOEA (multiobjective evelutionary algorithm)
Machine Learning
Qutras Metaheuristicas/evolutionary optimization

Algoritme Genético

]
|
|
|
Programacéo por metas I
Abordagem M ulticriteri o
Combinatorial Otimization/ knapsack problem .
Rough set theory/ Prospect Theory
Programagé&o Dinamica 1
Online Portfolio Selection .
Teoria de conjuntos Fuzzy |
Deciséo em Grupo
Portfolio Dindmico mmm
Informacgdes incertas/futuras I

Avaliacdo de risco  mmmm

o
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Figura 3.12 - Conceitos e abordagens elencados nos documentos encontrados

Considerando a identificacdo dos métodos utilizados pelos autores, estes foram
classificados em trés grupos principais: a) métodos com abordagem multicritério

(Multicriteria Decision Methods, MCDM); b) métodos metaheuristicos; e ¢) métodos com
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abordagem de aprendizagem de maquina (Machine Learning, ML). Também foram
identificados alguns outros métodos que ndo se enquadram em nenhuma das trés classes
descritas. Na Figura 3.13 é possivel verificar que as metaheuristicas compreenderam técnicas
mais utilizadas pelos autores nas pesquisas sobre selecdo de portfdlio, seguidas dos métodos

de decisdo multicritério.

= Multicriteria Decision Methods (MCDM)

= Metaheuristicas (MH)

= Machine Learning (ML)

QOutros

Figura 3.13 - Principais &reas dos métodos utilizados nos documentos

Entre as metaheuristicas utilizadas, mostradas na Figura 3.14, obviamente o Algoritmo
Genético aparece como a técnica com maior nimero de documentos que o utilizam, tanto pelo
fato de a busca estar direcionada especificamente a esta metaheuristica, quanto pelo fato dele
ser uma técnica usualmente utilizada e difundida em varias aplicacdes.

Em mais de 80 documentos encontrados, os autores utilizaram-se dos algoritmos
genéticos para 0s mais diversos fins, integrando-0s a outros conceitos, tais como selegdo de
portfolio com abordagem fuzzy (Abiyev e Menekay, 2007; Barak et al., 2013; Dastkhan et al.,
2011;), ou entdo selecdo de portfélio considerando risco (Golmohammadi e Pajoutan, 2011).

Outro algoritmo metaheuristico bastante popular para a otimizacdo multiobjetivo, que
compde a classe de algoritmos evolucionarios, 0 NSGA Il (Non-dominated Sorting Genetic
Algorithm) também foi amplamente utilizado nas pesquisas para sele¢cdo de portfolio
(Anagnostopoulos e Mamanis, 2010; Anagnostopoulos e Mamanis, 2011; Cvornjek et al.,
2014; Doerner et al., 2004; Eftekharian et al., 2017; Kar et al., 2018; Khalidji et al., 2009;
Khalili-Damghani et al., 2013; Liagkouras e Metaxiotis, 2015; Martinez-Vega et al., 2018;
Mashayekhi e Omrani, 2016; Nejad, 2014; Radiukyniene e Zilinskas, 2008; Razi, 2014; Razi
et al., 2014; Sirisrisakulchai et al., 2015; e Wu et al., 2018)
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MH - Multiobjetive Evolutionary Algorithm (NSGA II)
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MH - DEA (Differential Evolution Algorithm)
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MH - Genetic Algorithm

MH - Invasive Weed Optimization

MH - Water cycle

MH - Bat algorithm

0 10 20 30 40 50 €0 70 80 90

Figura 3.14 - Namero de documentos que empregaram os métodos relacionados a Metaheuristicas

Os algoritmos inspirados em inteligéncia de enxame (também chamados de bio-
inspired algorithm) sdo desenvolvidos computacionalmente observando-se a inteligéncia que
emerge do comportamento de grupos da natureza. Alguns dos mais famosos algoritmos
baseados neste tipo de inteligéncia também foram aplicados em problemas de selecdo de
portfdlio, dos quais pode-se citar:

e Enxame de particula (Particle Swarm Optimization, PSO; Corazza et al., 2012; Deng

e Chen, 2007; Deng et al., 2012; Farzi et al., 2013; Gilli e Schumann, 2012;

Golmakani e Fazel, 2011; Kang et al., 2015; Kuo e Hong, 2013; Najafi e Mushakhian,

2015; Nejad, 2014; Pouya et al., 2016; Talebi et al., 2010; Tofighian et al., 2018;

Wang et al., 2011; Xu e Chen, 2009; Yaakob e Watada, 2010; Yan et al., 2007);

e Colonia de formigas (Ant Colony Optimization, ACO; Cruz et al., 2013; Cruz et al.,

2014; Doerner et al., 2004; Fernandez et al., 2015; Fernandez et al., 2017; Khalidji et

al., 2009; Nejad, 2014; Tofighian e Naderi, 2015);

e Enxame de Abelhas (Bee Colony Algorithm, BCA; Bacanin et al., 2014; Gao et al.,

2018; Seyedhosseini et al., 2016; Sun e Wei, 2013; Tuba e Bacanin, 2014; Zuloaga e

Moser, 2017)

Outras metaheuristicas utilizadas mais frequentemente pelos autores no problema de

selecdo de portfolio foram: Simulated Annealing (Chang et al., 2000; Chien e Huynh, 2018;
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Doerner et al., 2004; Gilli e Schumann, 2012; Gomez et al., 2006; Jahan e Akbarzadeh-
Totonchi, 2010; Jahan e Akbarzadeh-T, 2012; Li, C. et al., 2018; Ruiz-Torrubiano e Suarez,
2010; Shayanfar et al., 2016; Woodside-Oriakhi et al., 2011); Tabu Search (Chang et al.,
2000; Gilli e Schumann, 2012; Shayanfar et al., 2016; Woodside-Oriakhi et al., 2011); e
Differential Evolution Algorithm (Andriosopoulos e Nomikos, 2014; Gilli e Schumann, 2012;
Grishina et al., 2017; Liu et al., 2018; Shakhsi-Niaei et al., 2015).

Além destes, outras metaheuristicas ndo tdo conhecidos também foram identificados,
sendo considerados promissores pelos autores que as utilizaram, tais como: Fireworks
Algorithm (Bacanin et al., 2015); Firefly Algorithm (Tuba e Bacanin, 2014); Shuffled Frog-
leaping Algorithm (Razi e Shahabi, 2016); Water Cicle Algorithm (Moradi et al., 2017); e Bat
Algorithm (Strumberger et al., 2016).

Ja entre os métodos com abordagem de decisdo multicritério (MCDM), o AHP
(Analytic Hierarchy Process), o TOPSIS (Technique for Order of Preference by Similarity to
Ideal Solution), o PROMETHEE (Preference Ranking Organization Method for Enrichment
of Evaluations) e 0 MAUT (Multi-Attribute Utility Theory) foram os métodos identificados
com maior frequéncia de aplicacdo nas pesquisas dos artigos encontrados na busca, como
mostra a Figura 3.15.

O método AHP foi aplicado nas pesquisas de Wu et al. (2018); Patari et al. (2018);
Yuen (2017); Drissi et al. (2017); Solimanpur et al. (2015); An, et al. (2015); Bahloul e Abid
(2013); Mehlawat (2013); Rebiasz et al. (2013); Jiang et al. (2011); Strang (2011) e Gupta et
al. (2010). J4 o método TOPSIS foi utilizado por Patari et al. (2018); Yaakob et al. (2018);
Drissi et al. (2017); Mishra et al. (2017); Yaakob et al. (2017); Liao e Fang (2016); Bilbao-
Terol et al. (2014); Joshi e Kumar (2014); Rebiasz et al. (2013); Liu et al. (2012); e Andreica
et al. (2010).

Os métodos da familia PROMETHEE foram utilizados por Wu et al. (2018);
Ronyastra et al. (2015); Almeida et al. (2014); Lopez e Almeida (2014); Razi et al. (2014);
Vetschera e Almeida (2012); Shakhsi-Niaei et al. (2011) e Bilsel (2007). E o MAUT foi
identificado em Watson et al. (2018); Lopes e Almeida (2015); Frank et al. (2013); Sola e
Mota (2012) e Yu et al. (2012).
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Figura 3.15 - Nimero de documentos que empregaram os métodos relacionados a Decisdo Multicritério

Além destes, outros métodos comumente conhecidos da abordagem de decisdo
multicritério também foram identificados nos artigos com aplicacdes em problemas de selecdo
de portfélio, tais como: DEMATEL (Decision Making Trial and Evaluation Laboratory;
Abdollahi et al., 2015; Debnath et al., 2017; Varma e Kumar, 2012; Yang et al., 2016);
ELECTRE (Elimination et Choix Traduisant la Realité; Andreica et al., 2010; Peng et al.,
2018; Zheng et al., 2011); VIKOR (An, et al., 2015; Drissi et al., 2017; Fouladgar et al.,
2012); Fuzzy AHP (Drissi et al., 2017; Fouladgar et al., 2012; Kiris e Ustun, 2010);
UTA/UTADIS (Utilités Additives/Utilites Additives Discriminantes; Mastorakis e Siskos,
2016; Zopounidis et al., 1999); ANP (Analytic Network Process; Abdollahi et al., 2015;
Smith-Perera et al., 2010); SAW (Simple Additive Weighting) e Fuzzy SAW
(Abbasianjahromi e Rajaie, 2012; Drissi et al., 2017); os procedimentos de Swing e ROC
(Rank Order Centroid), utilizados pelos Métodos SMART/SMARTS/SMARTER (Simple
Multi-attribute Rating Technique; Lopes e Almeida, 2013; Lopes e Almeida, 2015; Cruz-
Reyes et al., 2013).

Os métodos de aprendizagem de maquina, supervisionados e ndo supervisionados,

também foram utilizados por varios autores nas pesquisas sobre selecdo de portfolio, como
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mostra a Figura 3.16, dentre os quais destacam-se: a) as Redes Neurais Acrtificiais, sendo elas
do tipo Multi-Layer Perceptron ou entdo Radial Basis Function; b) Técnicas ndo

supervisionadas, como clustering; e c) Support Vector Machine.

ML - N&o supervisionada (Cluster)
ML - Decision Rule / Table
ML -Neural Network (MLP/RBFs)
ML - SVM (Support Vector Machine)
ML - SVR (Support Vector Regression)
ML - Meta algorithm
ML - Learning-to-rank
ML - Feature Selection
ML -AdaBoost
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Figura 3.16 - Nimero de documentos que empregaram os métodos relacionados a Aprendizagem de Maquina

Os autores que aplicaram ou utilizaram cada uma das técnicas de aprendizagem de
maquina, descritas na Figura 3.16, em problemas de selecdo de portfélio, estdo relacionados
na Tabela 3.2.

Tabela 3.2 - Autores que utilizaram técnicas/métodos de aprendizagem de maquina nos estudos realizados

Técnica de Aprendizagem
de Méaquina

Aplicacéo pelos autores

Ahmadi e Alizadeh Shani (2016); Boginski et al. (2014); Gupta et al.
Clustering (2010); Huang e Jane (2008); Long et al. (2014); Nejad (2014); Razi et
al. (2014); Razi et al. (2015)

Decision Rule/Decision Table | Cruz-Reyes et al. (2015); Razi e Shariat (2017); Dombi e Zsiros (2005)
Li, C. etal. (2018); Li et al. (2009); Loukeris e Eleftheriadis (2015);

Loukeris et al. (2014); Loukeris et al. (2016); Loukeris, Boutalis,
Artificial Neural Networks Livanis, et al. (2016); Loukeris, Bekiros, et al. (2016); Prelipcean et al.
(2008); Razi e Shariat (2017); Relich (2016); Roodposhti et al. (2016);
Tang et al. (2004); Wang e leee (2006); Zhang et al. (2016).

Gupta et al. (2012); Gupta et al. (2014); Huang et al. (2011); Loukeris

Support Vector Machine et al. (2013); Loukeris et al. (2016); Loukeris, Eleftheriadis, et al.
(2016); Paiva et al. (2018)
Support Vector Regression Takeda et al. (2010)
Meta Algorithm Das e Banerjee (2011)
Learning to rank Song et al. (2017)
Feature Selection Razi e Shariat (2017)

AdaBoost Huang et al. (2011)
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E, finalizando a analise de métodos e técnicas aplicadas em problemas de selecdo de
portfélio, alguns autores utilizaram técnicas relevantes, mas que ndo se enquadram em
nenhuma das classificacdes feitas anteriormente, como € o caso da Analise Envoltéria dos
Dados (Data Envelopment Analysis, DEA), um método estatistico ndo paramétrico, muito
utilizado em PO e economia para a estimativa de fronteiras de produgdo, que também foi
utilizada por Abdollahi et al. (2015); Khalili-Damghani et al. (2013); Kuo e Hong (2013);
Mashayekhi e Omrani (2016); Patari et al. (2018); Pouya et al. (2016) e Tavana et al. (2013)
para analise em problemas de selecé@o de portfolio.

A Figura 3.17 apresenta esta e outras técnicas/métodos utilizados pelos autores, tais
como a Gray Relational Analysis (Razi, 2014; Razi e Shariat, 2017; Razi et al., 2015; Razi e
Shahabi, 2016); Failure Mode and Effect Analysis (Foroozesh et al., 2018); Analise SWOT
(Strengths, Weaknesses, Opportunities, Threats; Dehouche, 2015 e Frank et al., 2013); e a
simulacdo de Monte Carlo, aplicada a programacao dindmica (Detemple, 2014; Ronyastra et
al., 2015; Jahan e Akbarzadeh-T, 2012; Shakhsi-Niaei et al., 2011).

Outros - Gray Relational Analysis (Fuzzy)

Outros - FMEA (Failure Mode and Effect Analysis)

Qutros - SWOT (Strengths, Weaknesses, Opportunities,
Threats)

Outros - DEA (Data Envolopment Analysis)

Qutros - Monte Carlo

0 1 2 3 4 5 6 7 8

Figura 3.17 - Nimero de documentos que empregaram outros métodos

Além da identificacdo dos métodos/técnicas utilizados pelos autores para a resolucao
de problemas relacionados a selecao de portfolio, com a anélise de titulo e resumo de cada um
dos artigos também foi possivel identificar a aplicacdo feita por eles, podendo esta ser um
estudo de caso em empresas reais, uma aplicagdo com informacdo de banco de dados, ou
entdo apenas a exemplificagdo com um problema numérico hipotético.

A Figura 3.18 demostra a quantidade de artigos em cada uma das aplicac6es, sendo
predominante os estudos que utilizaram informacdes dos indices de bolsa de valores ou
mercado de agdes, tais como exemplo os ativos da: Bombay Stock Exchange (Bhattacharyya,
Kar, et al., 2011; Bhattacharyya et al., 2014; Dutta et al., 2018); Istanbul Stock Exchange
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(Bilsel, 2007); Spanish Stock Exchange (Cadenas et al., 2012; Vercher e Bermudez, 2015);
Taiwan Stock Exchange (Chen et al., 2013; Huang e Jane, 2008; Kang et al., 2015); New York
Stock Exchange (Dastkhan et al., 2011); Shanghai Stock Exchange (Deng e Li, 2014; Magoc e
Modave, 2011; Yu et al., 2009); Tehran Stock Exchange (Kimiagari et al., 2010; Najafi e
Mushakhian, 2015; Nejad, 2014; Seyedhosseini et al., 2016; Soureh e Amanollahi, 2017;
Talebi et al., 2010); Chinese Stock Exchange (Liu et al., 2012; Liu e Zhang, 2015); Thailand
Stock Exchange (Long et al., 2014); Athens Stock Exchange (Zopounidis et al., 1999); e Sdo
Paulo Stock Exchange (Andriosopoulos e Nomikos, 2014; Paiva et al., 2018).

Transporte Publico &

Telecomunicagdes

Imobiliaria

Cadeia de Suprimentos

Projetos de pesquisa

Saude/produtos farmaceuticos

Ativos de Investimento Militar

Investimento socialmente responsavel
Leasing

Forncedores

Obras Estruturais (Construgdo Civil; mecanica; elétrica)
Financas e Investimentos/ bancos/ faléncia
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Projetos de P&D /novos produtos
OrganizagGes Publicas/ sem fins lucartivos
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Figura 3.18 - Campos de aplica¢des praticas nos quais foram realizados estudos

A exemplificagdo com um problema numérico hipotético também foi bastante usada
pelos autores, muitas vezes para simplificar a utilizacdo e/ou eficiéncia de um novo
método/técnica proposta (Ali et al., 2017; Andreica et al., 2010; Barak et al., 2013; Barati et
al., 2016; Cadenas et al., 2015; Calvo et al., 2014; Doerner et al., 2004; Emmerich et al.,
2016; Feng et al., 2017; Fernandez et al., 2015; Gao et al., 2018; Guo et al., 2016; Hassanlou,
2017; Huang et al., 2016; Huang e Zhao, 2014; Li e Xu, 2013; Martinez-Vega et al., 2018;
Rabbani et al., 2010; Razi, 2014; Takeda et al., 2010; Tang et al., 2004; Tchangani e Péres,
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2017; Tofighian e Naderi, 2015; Vernic, 2016; Wang et al., 2011; Xia et al., 2000; Xia et al.,
2001; Yan et al., 2007; Zhang, W. G. et al., 2011; Zheng et al., 2011).

Além disso, outras aplicacdes em estudo de casos reais bastante interessantes foram
realizadas pelos autores em diferentes areas, tais como em empresas de 6leo e gas (Lopes e
Almeida, 2013; Lopes e Almeida, 2015; Sirisrisakulchai et al., 2015), energia elétrica ou
energia nuclear (Almeida e Duarte, 2011; Hocine et al., 2018; Lopez e Almeida, 2014; Smith-
Perera et al., 2010; Strang, 2011; Watson et al., 2018; Wu et al., 2018), industrias de aco e
metalurgia (Rebiasz et al., 2013; Rebiasz et al., 2014; Vilkkumaa et al., 2018), entre outras

aplicacdes. A relacdo dos autores e de todas as aplicagdes feitas nos diferentes ramos de

atividades ou empresas, estdo apresentadas na Tabela 3.3.

Tabela 3.3 - Autores que realizaram estudos aplicados em diferentes empresas ou ramo de atividades

Ramo de atividades ou
empresas

Aplicagéo pelos autores

Oleo e Géas

Lopes e Almeida (2013); Lopes e Almeida (2015); Sirisrisakulchai et al. (2015)

Sustentabilidade de
investimentos

Bahloul e Abid (2013); Bilbao-Terol et al. (2014)

Energia Elétrica ou Nuclear

Almeida e Duarte (2011); Hocine et al. (2018); Lépez e Almeida (2014); Smith-
Perera et al. (2010); Strang (2011); Watson et al. (2018); Wu et al. (2018)

Sustentabilidade; ambiental
ou Agronegdcio

An, et al. (2015); Cadenas et al. (2015); Calvo et al. (2014); Debnath et al.
(2017); Jiang et al. (2011); Xidonas et al. (2016)

IndUstria de ago ou
metalurgia

Rebiasz et al. (2013); Rebiasz et al. (2014);
Vilkkumaa et al. (2018)

Empresa de Manufatura

Cho e Moon (2006); Liao e Fang (2016); Sola e Mota (2012)

Organizac@es Publicas/ sem
fins lucrativos

Almeida et al. (2014); Cruz-Reyes et al. (2015);
Dehouche (2015)

Projetos de P&D /novos
produtos

Bhattacharyya, Kumar, et al. (2011); Chien e Huynh (2018); Almeida e Duarte
(2011); Doerner et al. (2004); Guo et al. (2018); Huang e Zhao (2014); Lin
(2007); Relich (2016); Relich e Pawlewski (2017); Stewart (1991); Stewart

(2016); Stummer e Kiesling (2009); Van Dyk e Smith (1990)

Projetos de TI/SI

Almeida et al. (2014); Joshi e Kumar (2014); Lin (2007)

Financas e Investimentos/
bancos/ faléncia

Avrasteh et al. (2014); Engau (2009); Gilli e Schumann (2012); Joshi e Kumar

(2014); Loukeris et al. (2013); Loukeris et al. (2014); Loukeris e Eleftheriadis

(2015); Loukeris, Boutalis, et al. (2016); Loukeris, Eleftheriadis, et al. (2016);
Metawa et al. (2017); Solimanpur et al. (2015); Zhang et al. (2011)

Obras Estruturais
(Construcéo Civil;
mecanica; elétrica)

Abbasianjahromi e Rajaie (2012); Bhattacharyya, Kumar, et al. (2011);
Dobrovolskiene e Tamosiuniene (2016; 2016b); Dorfeshan et al. (2018); Razi et
al. (2014); Razi e Shariat (2017); Shayanfar et al. (2016)

Fornecedores Abdollahi et al. (2015)
Leasing Andreica et al. (2010)
Investimento socialmente Bilbao-Terol et al. (2012); Cadenas et al. (2015);
responsavel Calvo et al. (2014); Cruz-Reyes et al. (2013)
Investimento Militar Chang et al. (2010)
Saude/produtos

farmacéuticos

Convertino e Convertino (2014); Mastorakis e Siskos (2016)

Projetos de pesquisa

Fernandez et al. (2013); Fernandez et al. (2015)

Cadeia de Suprimentos

Foroozesh et al. (2018); Liao e Fang (2016); Zhang et al. (2016)

Imobiliaria

Ronyastra et al. (2015)

Telecomunicacgdes

Shakhsi-Niaei et al. (2015); Shakhsi-Niaei et al. (2011)

Transporte publico

Yang et al. (2016)
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3.3. DESCRIGCAO DOS TRABALHOS CORRELATOS

Pela leitura e andlise do titulo e resumo dos 480 artigos, observou-se a divisdo dos
problemas de selecdo de portfélio em duas categorias principais, que também é considerada
por Abbasianjahromi e Rajaie (2012): no primeiro grupo, encontram-se 0s problemas
exclusivamente de riscos financeiros, baseados na variancia dos retornos dos projetos como
medida de risco para a escolha 6tima do portfolio, sendo o modelo de média-variancia de
Markowitz, e suas variacfes, o principal foco na resolucdo deste tipo de problema; e, no
segundo grupo, encontram-se os problemas que sdo avaliados e classificados ndo somente
com base nos seus riscos financeiros, mas também com base em outros critérios/atributos,
sendo os métodos de decisdo multicritério importantes ferramentas para resolucdo deste tipo
de problema.

As aplicacBes préaticas do primeiro grupo de problemas de sele¢do de portfélio sdo,
basicamente, aquelas nas quais 0s autores utilizaram dados de bolsa de valores. Ja no segundo
grupo, encontram-se os problemas de selecdo de portfélio cujas aplicacdes vao além da area
de mercado de a¢es, e englobam a resolucdo de problemas mais amplos, considerando varios
critérios, em empresas de diversos ramos.

Para a presente pesquisa, o0 interesse primordial esta nos artigos que se enquadram no
segundo grupo de problemas de selecdo de portfélio, ou seja, aqueles com abordagem voltada
a decisdo multicritério, cujas as aplicacdes consideram Vvarios critérios, ndo necessariamente
que envolvam riscos financeiros. Considerando isso, foram selecionados 80 dos 480 artigos,
que tratavam do problema de selecdo de portfélio com uma visdo voltada a decisdo
multicritério, para andlise de conteldo e, posteriormente, para a descricdo dos trabalhos
correlatos.

Destes 80 artigos considerados para a analise nesta etapa da revisao de literatura, 43%
aplicaram um ou mais métodos ja existentes; 24% propuseram novas abordagens,
metodologias ou sistemas; outros 24% fizeram a integracdo de dois ou mais métodos como
proposta de um novo framework de andlise; e 9% sdo artigos de revisdo de literatura, surveys

ou discussdes, como mostra a Figura 3.19.
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= Proposta de novas abordagens, metodologias ou sistemas
9%

Integracéo de dois ou mais métodos em novo framework

43%
Aplicacao de um ou mais métodos ja existentes

24%

Reviséo de literatura, surveys ou discussdes

Figura 3.19 - Proporc¢éo dos tipos de pesquisa nos quais se enquadram os trabalhos correlatos

Os artigos de revisdo de literatura ou surveys (Belaid et al., 2013; Colapinto et al.,
2017; Doumpos e Zopounidis, 2014; Morton et al., 2016; Morton, 2015; Steuer e Na, 2003;
Zopounidis e Doumpos, 2013) foram analisados na integra, pois sdo de suma importancia,
uma vez que trazem o estado da arte no desenvolvimento das pesquisas na area de selecdo de
portfélio. Com a leitura destes e de outros artigos mais relevantes, constatou-se que nenhum
trabalho apresentou 0 mesmo objetivo desta pesquisa, ou seja, a proposta de um DSS
englobando em um framework métodos e técnicas de aprendizagem de maquina, decisdo
multicritério e computacdo evolucionaria.

Isso novamente enfatiza a ineditismo da pesquisa proposta, muito embora algumas
semelhancas parciais tenham sido identificadas como, por exemplo, com relacdo ao: a) uso
dos mesmos métodos: Lopes e Almeida (2013) e Lopes e Almeida (2015) utilizaram o
procedimento de swing para determinacgdo dos pesos dos critérios, assim como realizado nesta
pesquisa para a elicitacdo dos pesos junto ao decisor; b) aplicacdo dos métodos na mesma
empresa do estudo de caso: Almeida e Duarte (2011), e Lépez e Almeida (2014) também
aplicaram métodos para selecdo de portfélio na empresa de energia elétrica considerada como
um dos estudos de caso.

E, a seqguir, estdo descritas algumas das pesquisas mais relevantes encontradas na
revisdo de literatura. Ali et al. (2017) consideraram a logica fuzzy para a implementacéo de
um sistema que considera a entrada de dois critérios (taxa de retorno atraves da introducédo de
um projeto inovador; e efeitos econémicos esperados usando tecnologias mais produtivas) e,
como saida, a rentabilidade do projeto. Aplicaram o modelo em um exemplo numérico

simulado, cujo resultado de uma alternativa, que tem 5 de taxa de retorno e 5 de efeito
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econdmico, sera de 5,18 de rentabilidade, e uma outra alternativa, com 100 de taxa de retorno
e 90 de efeito econdmico, terd 92,8 de rentabilidade.

Ahmadi e Alizadeh Shani (2016) aplicaram métodos de decisdo multicritério para
definicdo de pesos e ranking, juntamente com a analise de clustering, em um estudo de caso
de companhias farmacéuticas da bolsa de valores. Foram considerados para a analise cinco
critérios e sete companhias e, como resultado, indicou a selecdo de trés companhias, que
compde o primeiro nivel do ranking.

A selecdo de portfolio com uma abordagem sustentavel foi foco do estudo de An et al.
(2015), que integraram os métodos AHP e VIKOR para a sele¢do do portfolio de a¢des mais
eficazes, de modo a resolver os graves problemas causados pela reciclagem informal de lixo
eletronico da China. Um estudo de caso ilustrativo foi aplicado na cidade de Guiyu, e
evidenciou que as melhores a¢des incluem: o apoio aos revendedores informais para transicao
formal; o investimento em infraestrutura para reciclagem; o treinamento e educagdo da
populacéo; e a restricdo de importacdo de residuos de equipamentos elétricos e eletrénicos.

Abdollahi et al. (2015) apresentaram um framework para a selecdo de fornecedores
considerando os critérios “ageis” (relacionado a organizagdo) e “enxutos” (relacionado ao
produto), integrando os métodos ANP, DEMATEL e DEA. Aplicaram o framework em um
exemplo numérico, contendo trés critérios “enxutos” (custo; qualidade; e entrega) e quatro
critérios “ageis” (humano; tecnologia; gerencial; e cultural), para classificacdo e selecdo de
fornecedores em uma matriz “Low/High” dos critérios considerados.

Bilbao-Terol et al. (2014) utilizam o método TOPSIS para avaliar a sustentabilidade
de fundos de investimentos internacionais auxiliando, assim, investidores a tomar decisdes
baseado na unificacdo de indicadores de sustentabilidade do fundo. Foram usados indicadores
como: economia liquida ajustada; pegada ecoldgica; indice de desempenho ambiental; e o
indice de desenvolvimento humano. Também, foram considerados 105 paises para a analise
geral e, para uma analise mais profunda, trés paises foram escolhidos: Franca, Holanda e
Italia.

O impacto das barreiras de investimentos na selecdo internacional de portfélios foi
foco do estudo de Bahloul e Abid (2013), que desenvolveram uma abordagem integrada de
tomada de decisdo multicritério, combinando o método AHP com o modelo de Programagéo
por Metas. O AHP foi usado para determinar os portfélios internacionais adequados em
relagdo a sete barreiras ao investimento internacional (custo de informagéo; comportamento
do investidor; distancia geogréafica; custos de transagdo; risco de expropriacdo; tamanho do

mercado financeiro; e restricoes de fluxo de capital). E a programacdo por metas,
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incorporando os pesos encontrados pelo AHP, foi formulada para determinar os portfolios
otimos.

Abbasianjahromi e Rajaie (2012) apresentam um modelo para a selecdo de projetos,
incluindo os conceitos de risco em portfélio, conjuntos fuzzy e decisdo multicritério. Este
modelo identifica o nivel de risco suportavel da empresa (RELC, risk endurable level of
company), sendo uma ferramenta para a empresa determinar a taxa de risco que ela pode
suportar. Também apresentam um exemplo da aplicacdo do modelo em um estudo de caso
real, com uma empresa do ramo da construcdo de estradas e barragens.

No ramo de projetos de Pesquisa e Desenvolvimento (P&D), a decisdo do melhor
portfélio envolve eventos e oportunidades futuras, e grande parte das informacdes necessarias
é incerta e pouco confiavel. Porém, as empresas investem em projetos de P&D para que 0s
recursos sejam focados em resultados bem-sucedidos. A selecdo dos projetos mais
apropriados é complicada por muitos fatores, como incerteza, interdependéncia entre projetos,
risco e longo prazo de entrega, que sdo dificeis de mensurar. Por conta disso, Bhattacharyya,
Kumar et al. (2011) apresentam uma abordagem fuzzy de programacao multiobjetivo para
facilitar a tomada de decisdo na selecdo de projetos de P&D, onde a solucdo é obtida por
algoritmo genético, e algoritmo genético multiobjetivo.

Além da dificuldade na selecdo de portfélio por conta de informagdes incertas, muitas
vezes 0s dados sdo fornecidos na forma de intervalos e, para englobar este tipo de dados na
analise, Andreica et al. (2010) estenderam os métodos TOPSIS e ELECTRE IlI para os casos
de selecdo de portfélios com informac6es intervalares. Para exemplificar o procedimento do
algoritmo proposto, foi utilizado um problema de selecdo de portfélio para uma empresa de

leasing, além de serem realizadas diversas simulagdes numéricas.
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4. PROPOSTA DE UM MODELO PARA ~ANALISE DE DECISAO
MULTICRITERIO EM PROBLEMAS DE SELECAO DE PORTFOLIO

Neste capitulo é apresentado um modelo para a andlise de decisdo multicritério, que
também pode ser denominado como um sistema de apoio a decisdo (Decision Support System,
DSS), especifico para problemas de selecdo de portfolio, baseando-se em métodos e/ou
técnicas de aprendizagem de méquina e de computacdo evolucionéria, para facilitar e otimizar
a definicéo das constantes de escala (pesos) dos critérios, em busca de melhores solucdes para
0 problema.

Primeiramente sdo definidos os conjuntos de dados, bem como os vetores e matrizes
de dados, necessarios para a aplicagdo dos métodos e/ou técnicas do modelo proposto. A
forma de utilizagdo desses métodos e/ou técnicas foi estruturada em um processo sequencial,
apresentado em um framework na secdo 4.2, cujas fases sdo detalhadas nas secBes que

seguem.

4.1. DEFINICAO DOS CONJUNTOS DE DADOS, VETORES E MATRIZES

Dado um problema de decisdo multicritério para selecdo de portfélio, com n
alternativas (projetos ou instancias) e m critérios (atributos), a relacdo da definicdo de todos

0s conjuntos de dados, matrizes e vetores utilizados no modelo proposto é apresentada como:

A conjunto de alternativas (projetos ou instancias):

A={al<i<n}

C: conjunto de critérios (atributos):

C={Cj|1SjSm}

K vetor de constantes de escala (pesos) para cada critério:
K =[ky . kj o ko]

D: conjunto de desempenho de cada alternativa em cada critério:

D={dj;ll<i<nel<j<m}
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e [B: conjunto de custo para o desenvolvimento de cada alternativa:

B={b|1<i<n}

e B:orcamento total disponivel (budget):

BER:

e X: conjunto dos projetos selecionados (ou ndo) para o portfolio:

X ={x; € {0,1} Vi =1..ntal que 0: "ndo selecionado"; 1:"selecionado"}

¢ Y: conjunto da classificacdo preditiva das alternativas (projetos ou instancias):

Y ={y; €{0,1}Vi=1..n|0:"insucesso"; 1:"sucesso"}

e A" conjunto de alternativas (projetos ou instancias) passadas (registros historicos):

Al ={al|1 <i<n}

h

e D" conjunto de desempenho de cada instancia a! em cada atributo (registros

historicos):

D" ={d}j1<i<nel<j<m}

e Y™ conjunto da classificacio das instancias a!* (registros historicos):

Yh = {ylh € {0,1} Vi =1..ntal que 0: "insucesso"; 1: "sucesso"}

Os valores das constantes de escala (pesos), definidos pelo vetor K, podem ser

diferenciados conforme o modo pelo qual foram obtidos, utilizando-se das siglas sobrescritas

FS, ED, AG-FS, AG-ED e AG, para simbolizar que o vetor € resultado dos procedimentos de:

Feature Selection, K*5;

Elicitacdo com o Decisor, KE?;

Otimizagdo com  Algoritmo Genético (respeitando a ordem de
importancia/preferéncia dos critérios, estabelecida pelo procedimento de
Feature Selection), K4¢~FS;

Otimizagdo com Algoritmo Geneético (respeitando a ordem de
importancia/preferéncia dos critérios, estabelecida pelo procedimento de

Elicitagdo com Decisor), K4¢~ED;
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= Otimizacdo com Algoritmo Genético (sem considerar nenhuma ordem de

importancia/preferéncia dos critérios previamente estabelecida), K46,

Os elementos dos conjuntos A, C,D e B, anteriormente descritos, juntamente com o
orcamento total disponivel (budget), B, compdem a Matriz de Avaliacéo inicial, MA (Quadro
4.1), e simbolizam as informacgdes dos projetos a serem avaliados para compor (ou ndo) o

portfélio.

c1 Cy Cm b
a; diy di2 dim by
a; dy; | dp dm b,
an dnl an dnm bn
B

Quadro 4.1 - Esquema da Matriz de Avalia¢do (MA).

Similarmente, caso existam registros historicos de decisdes semelhantes passadas h,
com os elementos dos conjuntos A", C, D" e B", juntamente com a possivel classificacdo dos
projetos passados em “sucesso” ou “insucesso” (conjunto Y"), tém-se a Matriz de Avaliacdo

de dados historicos, MA™ (Quadro 4.2).

Cq1 Cy Cm yh:

h h h h h
a; di; | diz dim | Y1
R h h h h
a; dy; | da; dom | Y2
h R h h h
an dnl dnz dnm Yn

Quadro 4.2 - Esquema da Matriz de Avaliagdo de Dados Histéricos (MA")

Além de representar os projetos ja realizados, esta matriz se diferencia da MA por
conter a informacdo de rotulo (label) dos projetos, ou seja, a qual classe (“sucesso” ou
“insucesso”) cada projeto realizado pertence, e também por ndo necessitar das informacdes do
custo de cada projeto e do orcamento disponivel (budget, B).

Observe-se que o conjunto de critérios (atributos) ndo se altera de uma matriz para a
outra, ou seja, 0s mesmos critérios (atributos) que sao considerados para a analise presente

devem ser os mesmos pelos quais os projetos foram avaliados anteriormente.
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4.2. FRAMEWORK DO MODELO PROPOSTO

Como o modelo proposto envolve varios méetodos e/ou técnicas, o processo de analise
foi estruturado de forma a agrupar em procedimentos distintos 0os métodos e/ou técnicas que
tenham a mesma abordagem e/ou objetivo. Por sua vez, estes procedimentos foram
organizados em quatro fases principais, sendo elas: a) Fase Preliminar; b) Fase de Predicéo; c)
Fase de Elicitacdo com o Decisor; e d) Fase de Selecao e Otimizacao.

A Tabela 4.1 apresenta um resumo dos objetivos de cada procedimento em cada fase.
Estes procedimentos sdo detalhados nas secbes 4.3 a 4.6, juntamente com os métodos e/ou

técnicas possiveis de serem utilizados.

Tabela 4.1 - Resumo do objetivo de cada procedimento em cada fase do modelo proposto

Fase Procedimento Objetivo (s)

Caracterizar o decisor; definir os critérios (atributos);

Dados Iniciais estabelecer as alternativas (instancias/projetos).

Preliminar Modelagem de Preferéncias Deflnlr a estrutura de preferéncia; determinar o tipo de
racionalidade.
Avaliagao Intracritério Definir a fungdo de valor v;(a;).
Aprendizagem Supervisionada Recgnhgur_nento de padrdes para previsdo e classificacéo
- das instancias.
Predigéo

Estabelecer um ranking e valores para os atributos, com

Sele¢do dos Atributos . S
base nos registros historicos.

Elicitacdo com Estabelecer uma ordem e funcéo valor v(a;), com base na

Avaliacéo Intercritério

Decisor preferéncia do decisor.
i Otimizagéio Combinatdria Seleclqnar 0s projetos que maximizem o valor do
Selegédo e portfolio.
Otimizacéo Otimizar o vetor de constantes de escala (pesos) dos

Computacéo Evolucionaria

critérios (atributos).

Sendo assim, o framework geral do modelo proposto (Figura 4.1) é composto, além
das fases descritas na Tabela 4.1, pelas informagGes de entrada (matrizes MA e MA"), por
duas questdes (“Existem registros historicos?” e “O decisor estd disponivel?”), que
direcionam o fluxo a ser seguido, e é finalizado com a apresentacdo dos resultados, que
consistem nas informacbes dos projetos selecionados para o portfolio (x;) e o valor do
portfélio (V).
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Fase Preliminar

Dados Iniciais
+
Modelagem de Preferéncia
+

Avaliagao Intracritério

Matriz de
Avaliacao
Inicial (MA%)

Existem
registros
histéricos?

Sim

Matriz de Fase de Predigédo
Avallagao Aprendizagem Supervisionada . O Decisor
de dados + Sim esta
Passados (MAh Selegéo dos Atributos. @ disponivel?
Fase de Elicitacéo Fase de Selegao(@) Resultados
com Decisor e Otimizagao
Otimizagao Combinatéria Projetos Selecionados, x;
Avaliacio intercritério + "
O Decisor @ Computacéovolucionaria VlEra e,
esta
disponivel?
Legenda
|:| Processo — Fluxo DadosdaMA ~  ssssess Vetor de constantes de escala (pesos) KF5
E Dados v Mesclar DadosdaMA®  asseees Vetor de constantes de escala (pesos) K£P
<> Deciséo ® Somador (E) Dados da MA a ser modificada Vetor de constantes de escala (pesos) K4¢—FS
(:) Terminacéo @ Ou Dados da MA modificada (+ ¢ppyy)  ssssses Vetor de constantes de escala (pesos) K46-£P
D Loop @ Zoom Dados da MA modificada (— a;|p; =0) sssssss Vetor de constantes de escala (pesos) K4¢

Figura 4.1 - Framework geral do modelo proposto

A legenda do framework desta Figura 4.1 informa de maneira clara se uma
determinada etapa consiste em um processo, uma decisdo, um loop, e assim por diante.
Alguns dos itens/icones inseridos na legenda ndo aparecem neste framework geral para evitar
excesso de informacgOes, porém estdo presentes nas figuras da descri¢do de cada uma das fases
(secdes 5.4 até 5.6) e, para ter-se uma padronizacao da legenda, optou-se por utilizar a mesma
legenda com todos os itens/icones para todas as figuras. O icone de “zoom”, que aparece em

algumas das etapas, simboliza que o(s) procedimento(s) que compde(m) aquele determinado
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processo ou loop exige(m) maiores detalhes de informacbes, sendo que estes serdo
apresentados a parte, em outro fluxograma (estrutura de pseudocodigo). Juntamente com as
setas de fluxo do processo de analise, em algumas partes estdo presentes linhas coloridas
(continuas para matrizes de avaliagcdes e pontilhadas para vetores de constantes de escala ou
pesos) que representam qual(is) informagéo(6es) acompanham um determinado caminho.

Observa-se que, ao sair da Fase de Predicéo, por exemplo, onde é possivel se ter uma
predicdo da classificacdo para as futuras alternativas (instdncias/projetos) como “sucesso’ ou
“insucesso” (resultado este que corresponde ao conjunto Y), a matriz de avaliacdo inicial,
MA!, podera ser modificada (linha continua cinza) de duas formas possiveis, conforme a
resposta da questdo “O decisor estd disponivel?””:

a) se for “Sim”, a matriz sera modificada com a introdugdo de um novo critério
(+cm+1) NO conjunto C, referente ao resultado da classificagdo prevista, ou seja, as n
alternativas (projetos/instancias) podem ter neste novo critério (c,4+1) Um desempenho
dim+1 = { 0: "insucesso", 1: "sucesso"}, como mostra 0 Quadro 4.3;

b) se for “Ndo”, a matriz sera modificada com a exclusdo das alternativas
(instancias/projetos) cuja predigdo resultou em “insucesso” (— a;|y; = 0), sem a introducgao
de um novo critério (Quadro 4.4). Essa mudancga € Util quando existe um numero grande de
alternativas a serem avaliadas, de modo que a exclusdo de alternativas “suspeitas” de serem

um “insucesso” servird como um pré-filtro para a analise.

c1 | ¢ | .| Cm | €ms1 | b: c1 | ¢ | .| Cu | b: y:
ay | dig | diz | - | dim | diymer | D2 a | diy | diz | | dim| D1 Y1
az | dzy | daz | - | dom | dome1 | D2 a; | dy1 | dyz | - | dom| b2 V2
Ay | dny | dnz | - | dom | domer | Pn an | dpa | dnz | - | dam | bn In

B B
Quadro 4.3 - Esquema da Matriz de Avaliacdo Quadro 4.4 - Esquema da Matriz de Avaliagdo
modificada (+c¢;41) modificada (— a;|y; = 0)

Estas duas matrizes modificadas, MA modificada (+ ¢,,+1) € MA modificada (—
a;|ly; = 0), que correspondem as linhas continuas verde e amarela, respectivamente, da Figura
4.1, juntamente com a matriz de avaliagdo inicial MA, representada pela linha continua

vermelha, e todos os cinco vetores de constante de escala (pesos), sdo as informacdes que
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podem chegar a ultima fase, de Selecdo e Otimizacdo, onde serdo determinadas as possiveis
combinag0es para obtengdo do resultado.

Por exemplo, se em um problema de decisdo multicritério para selecdo de portfélio
existirem os registros historicos de decisdes semelhantes, que tenham um parecer do resultado
(“sucesso” ou “insucesso”) da realizacdo de projetos passados, e se for caracterizado um
unico decisor, e este estiver disponivel para eventuais entrevistas para o procedimento de
elicitacdo de forma consistente, o fluxo dos processos de analise do modelo proposto sera:
Fase Preliminar - “Existem Registos Historicos?”’; Se a resposta for “Sim”, entdo - Fase de
Predicdo = “O decisor esta disponivel?”’; Se a resposta for “Sim”, entdo - Fase de Elicitacdo
com decisor E mesclagem com o caminho da resposta “Ndo” -> Fase de Selecdo e
Otimizacdo -> Resultados. Esta sequéncia do fluxo entre as fases, por onde percorrem as
informacBes das matrizes de avaliacdo e dos vetores de constantes de escala (pesos), €
exemplificada na Figura 4.2.

Em um processo de decisdo para um problema de selecdo de portfélio tem-se
inicialmente a construcdo da matriz de avaliacdo inicial MA, a partir da Fase Preliminar, e as
informacgdes desta matriz, representadas pela linha vermelha continua, percorre o fluxo do
framework até a pergunta “Existem Registros Historicos?”’, como mostra a Figura 4.2 (a).

Como a resposta ¢ “Sim”, ou seja, existem registros historicos, as informacdes da
matriz de registros historicos, MA™, representada pela linha continua azul, juntamente com as
informacBes da matriz de avaliacdo inicial (linha continua vermelha) serdo utilizadas na Fase
de Predigdo, como mostra a Figura 4.2 (b).

Como resultado da Fase de Predicdo, Figura 4.2 (c), tem-se a determinacdo do vetor
KFS (linha pontilhada azul), e a modificacio da matriz de avaliagdo inicial (linha continua
cinza), que podera ser feita seja com a remocdo das alternativas cuja predicdo foi de
“insucesso” (MA modificada (— a;|y; = 0), linha continua amarela), ou seja com a introdugao
de um novo critério “predicdo” (MA modificada (+ c¢,,4+1), linha continua verde). Estas
informac0es serdo utilizadas na Fase de Selecéo e Otimizacé&o.

Com a disponibilidade do decisor no processo decisorio, tanto a matriz de avaliacdo
inicial, quanto a matriz modificada (+ c¢,,41), entram na Fase de Elicitacdo, tendo como
resultado a determinacdo do vetor K£P, cuja informagdo também sera utilizada na Fase de

Selecdo e Otimizac&o, como mostra a Figura 4.2 (d).
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Matriz de
Avaliagio

de dados
Passados (A

Matriz de 2
Avaliagio
de dados
assados (MA*

se de Selegiol %) Ressitades
& Otimizagio

Cambinsra Projetos Seecionasos. ¥
Viakor o PortiSho, V

F'!“m“:“?"'!z“‘:c& Resultados
Qm{www iria "ojeics Seleconados.

akr do Portéia, V¥

Eviusoniia

Matriz de

Avaliagio
de dados

2553003 (MA

Figura 4.2 - Sequéncia do fluxo de informacdes para o caso de existir registros histéricos
e o decisor estar disponivel

Na Fase de Selecdo e Otimizacdo, sdo determinados 0s vetores otimizados pelo
algoritmo genético (K4¢; KAG~FS ¢ KAG~ED) e posteriormente, cada uma das trés matrizes
(MA; MA modificada (— a;|y; = 0); ou MA modificada (+ c,,41)) Serd combinada com um
dos cinco vetores (KFS; KEP; KAG, KAG-FS ¢ gAG-ED) nara a obtencdo de um resultado para
o0 problema de selecdo de portfélio. Ou seja, para cada resultado do problema, que consiste em
determinar os projetos selecionados e valor do portfélio, serdo combinados uma Unica matriz
com um Unico vetor de pesos.

Este caso de existir registros historicos e o decisor estar disponivel (“Existem Registos
Historicos™? Sim + “O decisor estd disponivel?” Sim) ¢ o mais completo de todos os casos,

em que todos os tipos de matrizes de avaliagcdo e todos os vetores de constantes de escala
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(pesos) estardo envolvidos durante o processo. E também o caso mais complexo com relagio
as possiveis combinacgdes das matrizes de avaliacdo e vetores de constante de escala (pesos)

para obtenc¢do do resultado, nimero este que pode chegar a 13, como mostra a Tabela 4.2.

Tabela 4.2 - Possiveis combinacdes para obtencdo do resultado

Possiveis Decisdes NGmero de
Existem O decisor . - Vetores de Constantes .
; . Matrizes de Avaliagdes possiveis
Registros esta de escala (peso) combinacdes
Histéricos? disponivel?
....... KFs
mMA- KD
Sim MA modificada (+ ¢pse1) KACFS 13
Sim MA modificada (— a;|y; = 0) ""." f}::zﬂm
....... Fs
N,, MA im;—m 6
ao0 MA modificada (—a;ly; =0) | ... KA
....... KED
Slm MA | e KAG-ED 3
Né&o vemrens [AG
Nao Y K4 1

A Tabela 4.2 fornece trés informacdes primordiais: i) quais sdo 0s possiveis tipos de
matrizes de avaliacdo que podem chegar a fase de Selecdo e Otimizacdo; ii) quais sdo 0s
possiveis vetores de constante de escala que estardo presentes na referida fase e; iii) 0 nimero
total das possiveis combinaces entre as matrizes de avaliagdo e vetores de constante de
escala (pesos) para a obtencdo de um resultado, a depender do fluxo a ser seguido.

Observe-se que, no caso descrito anteriormente (“Existem Registos historicos”? Sim +
“O decisor esta disponivel?” Sim), 0 nimero de combinacdes possiveis entre matrizes de
avaliacdo e vetores de constante de escala (pesos) é de somente 13, e ndo 15 (nUmero de
combinacbes de 3 matrizes e 5 vetores), pois a matriz de avaliacdo modificada com a
introdugdo de mais um critério, MA modificada (+ c,41), SO pode ser combinada com 0s
vetores K4¢, KA4G—ED e KED yma vez que ndo é possivel obter um valor para 0 novo critério
(cm+1) NOS vetores K5 e KAG—FS obtidos a partir do procedimento de selegdo dos atributos.

O caso mais simples de um problema de decisdo multicritério para selecdo de
portfélio, que este modelo contempla, é aquele no qual ndo existem registros histéricos, nem
mesmo a disponibilidade do decisor (“Existem Registos historicos”? Nao + “O decisor esta

disponivel?” Nao). Neste caso, o fluxo do processo decisorio € exemplificado pela Figura 4.3.
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Fase Preliminar
Diadeors Inidiais
-

o lagemn de Preferfncs
+

Maaliacio hiracrilésio

Matriz de
Avaliagao
Inicial (MA")

Existem
registros
histéricos?

Sim

v

Matriz de Fase de Predigdo
d‘::a;::f:u Aprancizagem .Slluewisunad_a
Passados (MA" Selecin dos Atritutos ()

0 Decisor
esta
disponivel?

Y

T
Fase de Elicitagio Fase de SEquank@ Resultados
Y com Decisor e Otimizagdo i -
Avalincdi | » P Giimizacsa Combinaiéria Projetos Selecionades, 1
wiliacha interciténn — + 2 r
(t . ‘falor do Portiokio, I
O Decisor Sim 'l%j Goirputagds Evolusbonira

Fy

estd
disponivel?

L J

Figura 4.3 - Sequéncia do fluxo no processo decisério para 0 caso em que ndo ha registros historicos
nem a disponibilidade do decisor

Nesta configuracdo, mostrada na Figura 4.3, a Unica informacdo disponivel consiste na
Matriz de Avaliagdo inicial (MA) e no vetor de constante de escala (peso) K4¢, gerado de
forma aleatéria, e sem considerar nenhuma ordem de preferéncia/importancia para a
otimizacdo por meio do algoritmo genético. E, como existe uma Unica forma possivel de
combinacéo entre MA e K4¢, portanto um Unico resultado sera obtido ao final do processo.

Ressalta-se que, mesmo este sendo um caso possivel de analise, e que fornecera um
resultado, em uma situacdo real de decisdo tal resultado deve ser avaliado minunciosamente
antes de qualquer implementacdo da acdo, ou conjunto de ac¢les indicadas, uma vez que 0
grau de confiabilidade do modelo recai sobre uma decisdo cujo vetor K4¢ foi gerado
inicialmente de forma aleatoria, e sem considerar as preferéncias de algum decisor ou entéo
sem “aprender” com os casos passados.

E, a elaboracdo de uma recomendacédo dos resultados em um processo de analise deve
incorporar, ndo somente o relato do resultado em si, mas também o grau de precisdo associado
aos parametros e dados utilizados, ou seja, deve-se informar os riscos envolvidos no processo.

Para 0 modelo proposto, o grau de confiabilidade esta diretamente relacionado com a
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quantidade e qualidade das informag@es (registros historicos e/ou decisor) disponiveis: quanto
mais registros historicos, com qualidade, e quanto melhor for a consisténcia do decisor em
fornecer suas preferéncias, maior sera o grau de confiabilidade do modelo.

Sendo assim, recomenda-se que a analise de um problema de decisdo multicritério
para selecdo de portfolio, que utilize o modelo proposto, tenha sempre pelo menos registros

historicos ou ao menos um decisor disponivel.

4.3. DESCRICAO DA FASE PRELIMINAR

Na Fase Preliminar sdo estruturados os elementos béasicos para a formulacdo do
problema de decisdo. E nesta fase que os dados iniciais sdo definidos, juntamente com a
modelagem de preferéncias e a avaliagdo intracritério.

Os dados iniciais do procedimento de analise consistem em: a) caracterizar o decisor
de forma clara, além de outros atores envolvidos no processo decisorio; b) definir os critérios
ou atributos que representem o0s objetivos da decisdo para o processo de modelagem
quantitativa, ou seja, para aqueles critérios (atributos) que ndo sdo “naturais” deve-se
estabelecer uma escala de avaliagédo, que permita medir um conjunto de fatores relacionados
ao critério; c) estabelecer o espaco de acgdes, correspondente a um conjunto discreto de
alternativas (instancias/projetos); d) determinar o conjunto de desempenho de cada alternativa
em cada critério; e) determinar o custo para o desenvolvimento de cada alternativa; f)
estipular o orcamento total disponivel (budget); g) verificar se existem registros histéricos.
Sendo assim, ao determinar os dados iniciais, tém-se condigdes de construir as matrizes de
avaliacdo inicial, MA.

Na modelagem de preferéncia sdo definidos: a) a estrutura de preferéncia do decisor; e
b) a racionalidade. Entdo, primeiramente, deve-se avaliar qual estrutura de preferéncia é mais
adequada para representar as preferéncias do decisor, e isso afeta diretamente na escolha do
modelo e métodos a serem utilizados. Por exemplo, se a estrutura “preferéncia ¢ indiferenga”
(P,I) for apropriada para que o decisor possa expressar suas preferéncias, entdo pode ser
utilizado o modelo tradicional, que inclui métodos de critério Unico de sintese. Ja se o decisor
precisar de outras relacdes de preferéncias como, por exemplo, a incomparabilidade, deve-se
escolher algum método que permita essa condicdo. E, depois, deve-se determinar a
racionalidade mais adequada para o decisor no problema considerado, podendo ser

compensatdria ou ndo compensatoria, e isso também implica na correta escolha do método a
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ser utilizado. Para o modelo proposto, pressupde-se que a estrutura de preferéncias do decisor
seja do tipo (P, 1), e a racionalidade seja compensatoria, podendo assim utilizar-se de modelos
de agregacdo aditivo, no qual incluem os metodos de critério Gnico de sintese.

A avaliacdo intracritério, considerando 0 pressuposto acima, consiste no
estabelecimento da funcdo de valor para cada critério (atributo), v;(a;). No caso deste ser
uma funcdo linear, serd possivel realizar um procedimento de normaliza¢do “divisdo pela
soma” diretamente sobre as consequéncias deterministicas. Porém, enfatiza-se sobre a correta
maneira de efetuar o processo de normalizacdo, que deve estar vinculado com a
parametrizacdo, e alerta que, para modelo de agregacdo aditivo em portfolio é necessario o
uso de escala de razdo. Além disso, se no problema existir algum critério (atributo) que nédo
seja linear, cuidados adicionais deverdo ser tomados para representar de forma adequada a

funcéo v;(a;).

4.4. DESCRICAO DA FASE DE PREDICAO

Caso existam registros historicos de decisbes semelhantes, com uma possivel
avaliacdo do resultado da escolha de um determinado projeto, ou seja, se uma decisao ja tiver
sido tomada anteriormente para a selecdo de projetos, e tais projetos tenham sido avaliados
como, por exemplo, “sucesso” ou “insucesso”, € possivel a constru¢do da matriz de dados
historicos, MA", e dar sequéncia no processo realizando-se os procedimentos da Fase de
Predicdo.

Essa fase consiste nos procedimentos de Aprendizagem Supervisionada e Selecdo dos
Atributos (Figura 4.2). O primeiro procedimento diz respeito ao reconhecimento de padrdes
para predicdo e classificacdo de instancias, utilizando-se de técnicas de aprendizagem de
maquina (machine learning, secdo 2.2). Como consequéncia, € possivel ter uma classificacdo
prevista das alternativas (projetos) como ‘“‘sucesso” ou “insucesso”, ou seja, a defini¢do do
conjunto Y. Ja o segundo procedimento, de selecdo dos atributos (feature selection, secédo
2.2.7), esta relacionado ao uso das técnicas de abordagem “filter”, para estabelecer um
ranking dos critérios (atributos). Como resultado, é possivel estabelecer o vetor K¥5 de
constantes de escala (pesos) para os critérios.

No fluxograma da Figura 4.4 estdo descritos alguns dos métodos e/ou técnicas que

podem ser utilizadas em cada uma das etapas, dos procedimentos acima mencionados. Porém,
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ressalta-se que estes métodos e/ou técnicas descritos sdo apenas algumas sugestdes, existindo

outras possibilidades, e que ndo necessariamente todos devem ser adotados, para ter-se um

resultado satisfatério. Por exemplo, para a etapa de tratamento de dados, ndo é obrigatorio

realizar o balanceamento das classes, embora esta seja uma estratégia aconselhavel para

aumento do desempenho preditivo do modelo, a depender da estrutura dos dados. Ou enté&o,

na etapa de treinamento e teste do algoritmo classificador, ndo é necessario utilizar-se de

todos os algoritmos, ou restringir-se somente aos algoritmos mencionados, uma vez que

existem diversos outros na literatura.

Tratamento dos
dados

l:l Processo
;"_,’. Dados
<> Decisdo
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D Loop

= Balanceamento de
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= Codificagao dos
atributos;
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Figura 4.4 - Detalhes dos Procedimentos da Fase de Predigéo

Em resumo, o fluxo do processo na Fase de Predigéo inicia-se com as informagGes da

matriz de dados historicos, MA™ (linha continua azul), que passam por uma etapa de




72

Tratamento dos dados, cujas técnicas a serem utilizadas dependem de como estdo
apresentados os dados. No modelo proposto, é fortemente aconselhavel que seja feito, pelo
menos, 0 balanceamento de classes. Essas informacdes tratadas seguem por dois caminhos:

I. Procedimento de Aprendizagem Supervisionada: onde serdo treinados e testados 0s
algoritmos classificadores (se¢cbes 2.2.1 a 2.2.5), e aquele que obtiver melhor
desempenho na tarefa de predicdo, medido por alguma das métricas de avaliacdo
(secdo 2.2.6), sera utilizado para classificacdo das alternativas (linha continua
vermelha). O resultado desse procedimento (linha continua cinza) pode ser tratado
sob duas formas diferentes, como ja mencionado anteriormente, seja com a
introducdo de um novo critério (+ ¢,,+1), 0u com a eliminagdo de alternativas cuja
classificacdo prevista foi de “insucesso” (— a;|y; = 0).

ii. Procedimento de Selecdo dos atributos: onde serdo utilizadas técnicas de feature
selection com abordagem “filter”, para estabelecer um ranking dos critérios
(atributos) com base no ganho de informacéo (information gain, secdo 2.2.7). Como
resultado, € possivel estabelecer um vetor de constantes de escala (pesos) para 0s
critérios, K5 (linha pontilhada azul), que passara por uma normalizacdo para que a

soma dos k[ seja igual a um.

4.5. DESCRICAO DA FASE DE ELICITACAO COM DECISOR

E nesta fase que o vetor de constante de escala (pesos) dos critérios, KZP, pode ser
definido por meio de um procedimento de elicitacio com o decisor. E uma fase que diz
respeito a conducdo do processo de decisdo multicritério de uma forma tradicional, ou seja,
com a figura de um decisor, cujas preferéncias serdo levadas em conta para a obten¢édo dos
resultados, por meio de um modelo de agregacdo aditivo deterministico. Em fungéo disso, o
procedimento que compde essa fase é denominado de Avaliacdo Intercritério (Figura 4.5), que

tem como etapa principal a obtencdo das constantes de escala k]ED.

Vérias sdo as maneiras pelas quais é possivel definir o vetor de constante de escala
(pesos) KEP, ou seja, os métodos para parametrizacdo do modelo aditivo, a citar: os
procedimentos de elicitagéo baseado em trade-offs; os procedimentos de Swing, referentes aos
métodos SMARTS e/ou SMARTER (Simple Multi-attribute ratting technique; Edwards e
Barron, 1994); método Even Swaps (Almeida, 2013; Hammond, et al., 1999); metodo
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Macbeth (Measuring Attractiveness by a Categorical Based Evaluation Technique; Bana e

Costa et al., 2005); método AHP (Analytic Hierachy Process; Saaty, 1980), dentre outros.

|

|
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= Macbeth; Even

Swaps; TOPSIS; etc.

FASE DE ELICITAGAO COM DECISOR

Relagdes
entre as k;
(swing)

.

=| Avaliagao Ordenagéo
Intracritério dos critérios

" Finalizagao i

Legenda
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: Dados ‘\_' Mesclar Dadosda MA® e Vetor de constantes de escala (pesos) K™
(/\>> Decisdo @' Somador (E) Dados da MA a ser madificada Vetor de constantes de escala (pesas) K"
(—) Terminagao GB Ou Dados da MA modificada (+ cmat)  exeesen Vetor de constantes de escala (pesos) K777
D Loop @ Zoom Dados da MAmodificada (— ailpi =0)  seeeees Vetor de constantes de escala (pesas) K¢
Figura 4.5 - Detalhes dos procedimentos da Fase de Elicitagdo com Decisor

Para o modelo proposto, como pode ser visto na Figura 4.5, optou-se pelo método

SMARTS (Simple Multi-attribute ratting technique), descrito na se¢do 2.1. Este método usa o

procedimento de pesos por swing, e considera funcdes de valor lineares para a avaliacdo

intracritério, simplificando as hipdteses no processo de analise, o que leva a menores erros de

elicitacdo com o decisor.

As duas etapas iniciais deste método consistem na avaliacdo intracritério e na

ordenacdo dos critérios, utilizando-se da matriz de avaliacdo inicial MA (linha continua

vermelha) ou da matriz de avaliagdo modificada (+c,,,1; linha continua verde). Na proxima

etapa, para obter as relacdes entre as constantes de escala k;, inicia-se um processo interativo

de perguntas e respostas com o decisor. E, por fim, tem-se a finalizagcdo do método, cuja saida

resulta no vetor de constante de escala (peso) KZP (linha pontilhada magenta).
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4.6. DESCRICAO DA FASE DE SELECAO E OTIMIZACAO

Esta é a dltima fase do modelo de analise, na qual uma matriz de avaliacdo sera
combinada com um vetor de constante de escala (peso) para gerar um resultado final, que
consiste basicamente na resposta de qual(is) projeto(s) foi/foram selecionados para compor o
portfolio (x; = 1, se o projeto i foi selecionado; x; = 0, caso contrério), e na mensuragdo do
valor do portfélio (V), obtido pela formulacdo apresentada em (2.1) e (2.2).

Ressalta-se que serd fornecido um resultado (x;, V) distinto para cada vetor de
constante de escala (KF5; KEP; K4¢-FS, gAG-ED, gAG) combinado com cada matriz de
avaliagdo (MAY; MA' modificada +c,,,,; MA* modificada — a;|y; = 0), obtidos no decorrer
do processo de andlise a depender da direcdo do fluxo, como ja explicado na secdo 4.2 (ver
Tabela 4.2).

Os procedimentos (Figura 4.6) que compdem essa fase sdo:

i. Otimizacdo Combinatéria: consiste na aplicacdo de algum método para solucdo do
problema de selecdo de portfélio que, assim como é especificado no problema da
mochila (Knapsack Problem), pode ser obtida, dentre outras formas, pela resolucéo
do modelo matematico ou pela enumeracao exaustiva, que fornecem a solucao 6tima,
ou entdo por métodos aproximativos baseados nas abordagens de programacao
dindmica ou de branch-and-bound (B&B).

ii. Computacdo Evolucionaria: consiste em um procedimento de otimizacdo meta-
heuristico para determinar um vetor de constante de escala (peso) que resulte em um
portfélio com maior valor, V, podendo ser utilizado métodos como: algoritmo

genético; coldnia de formigas; enxame de particulas, entre outros.
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Figura 4.6 - Detalhes dos procedimentos da Fase de Sele¢do e Otimizagdo

Entdo, como pode ser visto na Figura 4.6, as informacfes das matrizes de avaliacdo
(linhas continuas vermelhas, verde e/ou amarela) e/ou dos vetores de constante de escala/peso
(linhas pontilhadas azul e magenta), a depender do fluxo de onde vieram, entram na Fase de
Selecdo e Otimizacdo, onde sera feita a mesclagem de uma Gnica matriz com um Unico vetor
para o procedimento de otimizacdo combinatdria e assim, consequentemente, obter um
resultado.

No modelo proposto, o procedimento de otimizagdo combinatoria serd feito
utilizando-se do Algoritmo de Aproximacgédo Greddy, uma vez que nos problemas com muitas
alternativas, a resolucdo por métodos exatos é muito custosa computacionalmente. As etapas
deste algoritmo consistem basicamente em: a) ordenar as alternativas pela fungéo valor v(a;),
obtida pela equacdo (2.3); b) inserir as alternativas no portfélio, até que a restricdo, descrita
por (2.2), seja satisfeita; e c) finalizar o procedimento. Estas etapas sdo melhores explicadas

pelo pseudocodigo do Quadro 4.5.
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Algoritmo 4.1: Algoritmo Greedy para selecdo do portfélio

A e X definidos na se¢do 4.1

v(a;) < fungdo valor da alternativa a; (calculado pela equacéo 2.3)
B « orcamento total disponivel (budget)

b; < custo de cada alternativa

Ordenar A conforme v(a;);

somaP <« 0; V «< 0;

X « {0,...,0};

i« 1;

while somaP < B do
Portfoélio « a;; (alternativa a; de A ap6s ordenagao)
x; < 1;
somaP « somaP + x; * b; ;
VeV4x xv(ia);

end

11 Retornar VVeX

Quadro 4.5 - Pseudocddigo do Algoritmo de Aproximacao Greddy para selecdo do portfolio

© 00 N o O~ W N
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No algoritmo de Aproximacdo Greddy, adaptado para selecdo de portfélio em um
contexto multicritério, as alternativas (projetos) que possuem melhores valores da funcéo
v(a;) serdo inseridas primeiramente no portfolio, respeitando a restricdo orcamentaria do
custo de cada alternativa (b;) e do total disponivel (B). A finalizacdo do algoritmo se da com
o retorno do valor do portfélio (V), e da informacéo das alternativas que compdem (ou nédo) o
portfélio, correspondente ao conjunto X.

Observe que, na Figura 4.6, os vetores de constante de escala (peso) KFS ou K£P,
linhas pontilhadas azul ou magenta, respectivamente, podem também ser inseridos no
procedimento de computacdo evolucionaria, onde passam por um processo de otimizacao,
resultando nos vetores denominados como K4¢~FS ou K4¢~EP linhas pontilhadas verde e
roxo, respetivamente. Nestes casos, 0s vetores resultantes do procedimento de otimizacéao
respeitam a ordem de preferéncia estabelecida pelo decisor, no caso do vetor K£P ou a ordem
de importancia estabelecida pelo feature selection, no caso do vetor KFS. Mas também, neste
procedimento, pode ser criado um vetor de constante de escala (pesos), denominado K#4¢
(linha pontilhada vermelha), independentemente dos vetores criados anteriormente, ou seja,
sem considerar a ordem de importancia/preferéncia dos critérios estabelecida pelo decisor ou
pelo feature selection.

No modelo proposto, o processo de otimizacdo dos vetores de constantes de escala
(pesos) sera feito utilizando o Algoritmo Genético do tipo Steady-State (secdo 2.3.1), cujas
etapas consistem basicamente em: a) definicdo dos pardmetros do algoritmo genético; b)
aplicacdo dos operadores genéticos, até que o critério de parada seja satisfeito; e c) finalizagéo
do procedimento. Estas etapas sdo melhores explicadas pelo pseudocddigo do Quadro 4.6.
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Algoritmo 4.2: Algoritmo Genético Steady-State para otimizacgéo do vetor K

n « tamanho do cromossomo (nimero de critérios/atributos)

m « tamanho da populagao

cParada « critério de parada (nimero de iteragBes; maximo fitness; estagnagdo do fitness)
tCross « taxa de crossover

tMut < taxa de mutacao

P < {p1, Pz, ..., Pm}; (populacdo inicial de m cromossomos de tamanho n)
for p; € P,calcular fitness(p;) ;
Ordenar P conforme melhor fitness(p;) ;
while cParada nao satisfeito do
D « selectFunction(P); (cromossomos selecionados para operadores genéticos)
if rand(0,1) < tCross then
D' « crossover(D) ;
ford; € D'do
if rand(0,1) < tMut then D' « D' U mutacio(d;) ;
D' « reparacio(D") ;
end
for d; € D', calcular fitness(d;)
P « selecionar m melhores cromossomos de P U D’ ;
end
15 Retornar p; € P com melhor fitness

Quadro 4.6 - Pseudocddigo do Algoritmo Genético Steady-State para otimizacdo dos vetores de constante
de escala (pesos)
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No Algoritmo Genético, adaptado para a otimizacdo do vetor de constante de escala
(peso) do problema de sele¢do de portfdlio, um cromossomo corresponde a um vetor K, e 0S
genes deste cromossomo representam os k;. Sendo assim, sempre um cromossomo, seja ele
da populacdo inicial ou da geracdo de filhos, devera ser normalizado para que a soma dos k;
seja igual a “1”.

Uma questdo importante a ser notada é que, para o célculo da funcéo de aptiddo ou
adequacdo (fitness(p;)) de cada cromossomo, € necessario executar o procedimento de
otimizacdo combinatéria (Algoritmo Greedy), para obter o resultado do valor do portfélio, V,
de cada cromossomo. Ou seja, 0s cromossomos séo ordenados pelo fitness, que corresponde a
funcéo de valor do portfdlio V.

As demais funcgdes presentes no pseudocddigo correspondem a: a) selectFunction():
funcdo para selecionar dois individuos (cromossomos) para proceder com 0s operadores
genéticos, podendo ser feita pelo método da roleta ou entdo pela fungdo “Select”; b)
crossover( ). operagdo genética de recombinacdo, para 0 cruzamento entre pares de
cromossomos, podendo ser de um ou dois pontos; c) mutagio(): operacdo genética para a
modificacdo de um ou mais genes de um cromossomo; d) reparagio(): operagdo genética

para manter a populacéo factivel.
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Outra observacdo importante € que, para 0s vetores de constante de escala (peso)
KAG~FS ou KA46~ED " cuja ordem de preferéncia/importancia deve ser mantida, a operagdo de
reparacdo pode ser necesséria, se caso nas operacfes de crossover e/ou mutacdo tenha a
geragdo de um filho que néo respeite a ordem de preferéncia/importancia. Entéo, neste caso, a
restricdo esta em manter a ordem de preferéncia/importancia, e um cromossomo infactivel é
aquele que néo respeita essa ordem e que, portanto, deve ser reparado para tornar-se factivel.

E a etapa de finalizacdo do algoritmo genético consiste no retorno do cromossomo
(vetor de constante de escala/peso, K) que obteve maior fitness, ou seja, maior valor do
portfolio V.
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5. IMPLEMENTACAO DA FASE DE SELECAO E OTIMIZACAO

Os procedimentos da Fase de Predicdo contam com aplicativos/softwares que
incorporam as técnicas e/ou metodos utilizados, tal como 0o WEKA (Waikato Environment for
Knowledge Analysis), desenvolvido e atualizado por pesquisadores da Universidade de
Waikato, que possui uma colecdo de algoritmos de aprendizado de maquina para tarefas de
mineracdo de dados. E, para os métodos descritos na Fase de Elicitacdo com decisor, também
ja existem aplicativos/softwares especificos que podem ser utilizados, ou entdo, a depender do
método selecionado e da complexidade do problema, ndo é necessario 0 uso de recurso
computacional, podendo o calculo ser feito com auxilio de uma calculadora, por exemplo.

Porém, para a aplicacdo do modelo proposto em casos reais, foi necessario o
desenvolvimento e implantacdo da Fase de Selecdo e Otimizacdo em um software especifico.
Embora j& existam aplicativos/softwares para ambos os procedimentos desta fase, nenhum é
feito de forma integrada e com as especificidades requeridas pelo modelo proposto.

Sendo assim, foram implementados os Algoritmos 4.1 e 4.2, descritos nos Quadros 4.5
e 4.6, respectivamente, em um software com uma interface grafica para os usuarios. Entende-
Se por usuarios, neste caso, 0s especialistas/analistas de um processo decisério, uma vez que
sd0 necessarios entendimentos sobre as técnicas/métodos para utilizar-se do software
desenvolvido. Ressalta-se que a implementacdo destes algoritmos foi feita com a linguagem
de programacdo e interface de desenvolvimento Delphi, sendo que o Algoritmo 4.1 (que
consiste no método de selecdo de portfolio) foi implementado em parceria com o0s
pesquisadores da Universidade Federal de Pernambuco, e o Algoritmo 4.2 (referente ao AG
Steady-State) foi desenvolvido pela autora.

A interface grafica do primeiro procedimento, de Otimizacdo Combinatéria, €
mostrada na Figura 5.1. Nela pode-se observar campos para a introducdo da Matriz de
Avaliacdo (Consequence Matrix); do vetor de pesos (Weights); do custo equivalente a cada
alternativa (Constraints); e do orcamento total disponivel (Allowed Cost). Estes dados devem
ser incluidos manualmente na prépria interface, ou entdo pela importagdo de um arquivo
(Import Worksheet) no formato .xls (Anexo A)

Ao clicar em “Start”, o problema sera resolvido a partir do Algoritmo 4.1, mostrando-
se 0s seguintes resultados: a) Value: valor de cada portfélio, v(a;); b) Output Summary:
solucéo final de projetos selecionados, custo (Best Cost) e valor do portfélio (Best Value FO),

para os pesos fornecidos na entrada de dados, sem ainda realizar a otimizag&do dos mesmos.
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Para dar inicio ao procedimento de Computacdo Evolucionaria, com o objetivo de

otimizar a solugdo final pela mudanga no vetor de pesos, clica-se no botao “Genetic

Algorithm”, que levara a uma segunda janela do software, com a interface grafica mostrada na

Figura 5.2.
MCDM approach for Portfolio Selection Show mare Information
Import Worksheet
Consequences Matrix Value
Output Summary

Weights
Constraints Allowed Cost
o
Start

Solution (weights given by the Decision Maker):
o Best Cost: 0
BestValue FO: 0

hearae Best Cost: 0
BestValue FO: 0

Genetic Algorithm >>

Solution (weights found by the Genetic Algorithm):

Figura 5.1 - Interface gréafica do procedimento de Otimizagcdo Combinatéria

Neste momento, é necessario incluir os parametros do Algoritmo Genético, que sdo: a)

tamanho do cromossomo (Chromosome Size), dado pelo numero de critérios/atributos do

problema; b) Manter ou ndo uma sequéncia pré-definida da ordem de preferéncia/importancia

dos critérios/atributos (Keep the sequence e Inform the sequence); ¢) tamanho da populagéo

inicial (Population Size), e se deseja incluir um ou mais cromossomo(s) pré-definido(s) nesta

populacdo (Introduce a chromosome); e) definir a Funcdo de selecdo (Select Function ou

Roulette Wheel); f) selecionar os operadores genéticos e suas respectivas taxas (Simple
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crossover e/ou  Uniform Mutation), bem como o nimero de cortes para 0 crossover
(Crossover points); g) escolher o(s) critério(s) de parada, e definir os respectivos parametros
(Number of Generation e/ou Convergence Critéria e/ou Improvement in the best solution); h)

definir se a funcédo objetivo é de maximizacdo ou minimizagédo (Evaluation Function).

Genetic Algorithm applied to MCDM Portfolio Selection  show more Information |

Chromosome Representation Output File Name: |c|utp|_|t,-5.G,t:(t
Chromosome Size:
Start |
Keep the gene sequence
(% Yos " No Output Summary:

Inform the sequence:

Alloweed onby integers, Use space to separate numbers,

Initial Population

Population Size: |5

Introduce a chromosome:
| Add

Use comma for decimal number, 2nd space to separate numbers

Selection Function

i Roulette Wheel

Genetic Operators
[v Simple Crossover - Rate: 0,8
[¥ Uniform Mutation - Rate: 0,1
Crossover Points
v 1 " 2
Termination Criteria
[ Mumber of generations: 1000
[ Convergence Criteria - Threshold:
[~ Improvementin the best solution:
Evaluation Function
* Maximization ™ Minimization

Figura 5.2 - Interface gréafica do procedimento de Computacdo Evolucionaria

Similarmente, ao clicar em “Start”, o problema sera resolvido a partir do Algoritmo
4.2, mostrando-se 0s resultados no campo “Output Summary”, que consistem nos cinco
melhores cromossomos (vetores de constate de escala/peso) obtidos pela otimizagdo, bem
como a criagdo de um arquivo .txt que mostra a evolucdo de todas as iteragoes (Anexo B). Ao
finalizar, serd mostrado na janela anterior, da Figura 5.1 (Solution — Weights found by the
Genetic Algorithm), a solucéo dos projetos selecionados e valor do portfélio, definida a partir

do melhor cromossomo encontrado pelo algoritmo genético.
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Ambas as interfaces apresentam o botdo “Show more information”, que contém uma
breve explicagdo de cada procedimento, com a descricdo do significado de todos os

parametros utilizados, como mostra a Figura 5.3.

MCDM APPROACH FOR PORTFOLIO SELECTION GEMETIC ALGORITHM APPLIED TOQ MCDM PORTFOLIO SELECTION PROBLEM
SYNOPSIS SYMOPSIS
Portfolio selection problem in the Multicriteria decision context. Genetic algorithm used to optimize the vector of weights, using the steady-state recombination
process.
For more information see: Hurson, C., & Zopounidis, C. (1997). On the use of multicriteria dedision
aid methods to portfolio selection. In Multicriteria analysis (pp. 496-507). Springer, Berlin, For more information see: Syswerda, G. (1991). A study of reproduction in generational and
Heidelberg. steady-state genetic algorithms. In Foundations of genetic algarithms {Vol. 1, pp. 94-101).
Elsevier.
OPTIONS
Import Worksheet - import data via .xds file. OFTIONS
Chromosome Size - number of genes. Indicates the number of criteria of the MCDM Porfolio
Consequences Matrix -- information on the consequence | performance of each alternative in each Selection problem. Each gene represents the constant of scale ( weight) of a
criterion, criterion.
Weights — vector with the value of scale constants {weights) of each criterion. Keep the gene sequence — "Yes” marked: indicates that the order of preference of the
criteria given by the DM wil be maintained. "Mo™ market: indicates that genes will not
Constraints - cost information {or other limiting constraint) of each alternative. have a rule to maintain a particular order of preference.
Allowed Cost — total budget available. Inform the sequence —-indicates the order of preference [ importance of the criteria (in example

for 5 genesferiteria: 0 = most preferable, 5 = least preferable). Available only if “Yes" is ticked.

MCDM/PS - version 1.1 {2018).
Developed by students of PPGEPS(PUCPR) and CDSID(UFPE) Population Size -- number of individuals (chromosome).

Introduce a chromosome — if you want to indude a chromosome in the initial
population, That is, a vector of constant scale {weight) for the criteria. Must be in
the following format example for 5 genes/eriteria: 2,35 8,9 5 1,234 10 (with decimal
number separated by comma, and each gene separated by space).

Selection Function — how chromosomes will be selected within the population. It can be using
"Select Function” or "Roulette Wheel”.

Genetic Operatars -- how the reproduction operations will be performed among the selected
individuals. It can be "Crossover™ (1 or 2 points) and [ or "Mutation™. The rate (probability of
occurrence) must be induded for each operation.

Termination Criteria -- indicates when to stop iterations. It can be by "Mumber of generations™and |
or by "Convergence criterion” or by “Improvement in the best solution™

Figura 5.3 - Interface gréfica das informagdes mostradas com os botdes “Show more information”

5.1. DEMONSTRACAO DE UM PROBLEMA HIPOTETICO

Para uma breve exemplificagdo do uso e funcionamento do software elaborado para a
implementacdo da Fase de Selecdo e Otimizagdo, considere um problema de deciséo
multicritério para selecdo de portfélio, com trés critérios e cinco alternativas (projetos), cujo
objetivo € determinar o portfélio 6timo, de modo a maximizar o valor V dado por (5.1),

sujeito a (5.2).

maxV = x;v(a;) + x,v(a,) + x3v(az) + x,v(a,) + xsv(as) (5.1)
S. a: x1b1 + xzbz + X3b3 + X4b4 + beS < B (52)

em que x; é a variavel de decisdo, inteira e binaria, de incluir (x; = 1) ou ndo (x; = 0) a
alternativa i no portfélio; b; corresponde ao custo de realizagdo de cada alternativa i; B é 0

orcamento total disponivel; e v(a;) é a funcdo de valor aditiva, obtida por (5.3).

v(a;) = k1V1(di,1) + k,v, (di,z) + k3vs (di,3) (5.3)
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Na otimizacéo feita pelo procedimento que utiliza 0 AG, o objetivo é determinar 0s
valores das constantes de escala (k;, k, € k3), que resultem em um maximo V.

Entdo, para o teste deste exemplo hipotético, os dados iniciais do problema foram
gerados de forma aleatoria, que correspondem ao: desempenho de cada alternativa em cada
critério, d; ;; custo de cada alternativa, b;; orcamento total, B, como mostra a Matriz de
Avaliacéo inicial do Quadro 5.1. O vetor de constante de escala foi definido inicialmente
como K =[0,3; 0,5; 0,2].

cq c, C3 b:
a; 1 2 7 120
a, 3 4 4 210
a; 2 3 2 100
a, 4 7 9 230
a- 6 9 4 150
B =560

Quadro 5.1 - Matriz de Avaliagdo inicial (MA) para o problema hipotético

Estes dados foram introduzidos no software, seguindo-se 0s passos descritos
anteriormente para importacao e inicio do procedimento, e ao final obteve-se a solu¢do gerada

a partir do vetor de constante de escala inicial, K£?, como mostra a Figura 5.4.

MCDM approach for Portfolio Selection Show more Enformation

Consequences Matrb Value

| aiternatia Item Froject Cost Value FO

[»2 F) 7 1 ; 120 2,610

[»2 3 4 4 2 A2 250 5,110

[»3 2 3 2 3 A3 00 3,810

[ t 7 I [l A4 30 8,540

i,,s— 5 ™ & 5 A5 150 1,400

Outpul Summary

Weights Soluteon [weights given by the Decision Maker )

[ertedn — Jra Xz 3 I adn =)

! " Best Valoe POz 20,826821945151)

I'u'.'e-d'\-z- 0,5 0,2 [E

|
Constraints Allowed Cost

:mﬂe ost [5e0 J

ilm'.‘e Scluticon (weights feund by the Genetic Algerithm):

IW m '— Best Cost:

| | Best Ve FO:

|a1 12X

|

| 51,

a2 210

:aJ ]

|a4 230

—

i'“— = Genetic Algorithm > |

Figura 5.4 - Interface com o resultado obtido para o vetor KEP do problema hipotético
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Percebe-se que a solugdo dada pelo vetor de constantes de escala (pesos) inicial KEP
foi a inclusdo dos projetos “a;”, “a,” e “as”, OU seja, x; = x, = x5 = 1, a0 pPasso que x, =
x3 = 0. Com estes projetos selecionados, o valor de portfélio (Best Value FO) resultou em
V' = 20,826, tendo um custo total (Best Cost) de 500 (120 + 230 + 150), que ndo ultrapassa
o limite estabelecido de B = 560.

Para o procedimento de otimizacdo, com uso do algoritmo genético, os parametros
foram introduzidos como mostra a Figura 5.5. O tamanho de cromossomos (Chromossome
Size), que representa o nimero de critérios, foi de “3”; a ordem de importancia dos critérios
foi mantida a mesma do vetor KEP, ou seja, com c, e c; sendo os critérios mais e menos
importante, respectivamente; o tamanho da populacdo foi estabelecida em 50, sem a
introdugdo de nenhum cromossomo; a funcdo de sele¢do escolhida foi a “Select Function”; e
as configuracOes para as operacdes genéticas foram de realizar o crossover de um ponto a uma
taxa de 80%, e mutacdo de 10%; ja o critério de parada foi somente pelo nimero de geracdes,
estipulado em 1000 iteraces.

Genetic Algorithm applied to MCDM Portfolio Selection  swow mere Infoemation

Chr yme Repr ation Output File Name: [outputaG. bt
Crvomasome Sae: [3
Yoep the oelne sequence Start l
(* Yes ™ No Output Summary: .

Inform the sequence:
[102
Alowed ondy roeges. Lse 15908 10 14087258 NUTDers.

Initial Population

Population Soe: {50
Introduce a chromosome:

| A |

Use comma for decimal rumber, 20 50008 15 saparste numbers

Selection Function

(% Sefect Function " Rouette Wheel

Genetic Operators
¥ Sengle Crossover - Rate: F:,é

v Unform Mutabtion - Rate:
Crossover Ponts
i~ 1 ‘¥ 2
Termination Criteria
¥ Number of gereraticns: 1000
™ Convergence Criterla - Threshokd:

[~ Improvement in the best sokution: [

Evaluation Function

€ Mnmzaton

¥ Maxmzaton

RUN INFORMATION

Creomosome Sze: 3
Keep the gene sequence: Yes (102)
Popudation Sae: SO
Manualy added dromosome:
Sefection Functon: Select Function
Gere e Operators:
Sirple Crossover - Rate: 0.8
Bnary Mutation +Rate: 0,1
Crossover Ponts: |
Termnation Criteria;
Number of generation: 3000
Evaluaton Funchion: Maximization

SUMMARY: Top five solutions of weights found

)11~ Ftness:24,1
024 - Faness:
24 - Fness:
2 Fitness: 24,0325

024 - Faness: 24,0325909680591

Figura 5.5 - Interface com o resultado da otimizacdo pelo algoritmo genético
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Como a fungdo de avaliagdo do algoritmo genético é de maximizacdo, 0s
cromossomos gerados na populacdo inicial e em cada iteracdo sédo ordenados do melhor para
o pior fitness (valor do portfolio, V). Pelo arquivo de saida do procedimento, € possivel
verificar a evolucdo dos cromossomos desde a criacdo da populacdo inicial até a ultima

iteracdo, como é mostrado parcialmente na Figura 5.6.

GENETIC ALGORITHM OUTPUT Output of each Iteration

First Iteration

______________________________ Selected Parents:

Chromosome Size: 3 @,2630 ©,6848 8,08520
Keep the gene sequence: Yes (18 2 ) @,1830 @,6330 ©,1830
Population Size: 58
Manually added chromosome: Created children: Chromossome and Fitness Value
Selection Function: Select Function @,2430 ©,5868 8,16990 - Fitness:21,2886416225818
Genetic Operators: 09,1998 ©,74486 ©,8568 - Fitness:22,2468047351004
Simple Crossover - Rate: 0,8
Binary Mutation - Rate: @,1 New Population (normalized and ordered): Chromossome and Fitness
Crossover Points: 1 @8,0230 ©,9648 ©,0110 - Fitness:24,1557558525555
Termination Criteria: 80,1716 ©,789@ ©0,0398 - Fitness:22,6048253884727
Number of generation: 1000 @,2140 ©,7570 ©,0280 - Fitness:22,2482449658869
Evaluation Function: Maximization @,1990 ©,7448 8,8560 - Fitness:22,2468047351884
[...]
@,4278 @,45286 @,1200 - Fitness:19,6746255338519
Initial Population (normalized): Chromossome and Fitness
08,3020 0,5630 @,133@ - Fitness:20,8383885767826 | —c-eeommmee
e,3256 ©,4380 @,23580 - Fitness:20,6726818418454 [...] continuing the iterations
[...1 | e
8,3638 09,3798 @,2568 - Fitness:20,35958088385445 Last Iteration
Selected Parents:
Initial Population (normalized and ordered): Chromossome and Fitness 58,0290 ©,9460 0,0240
08,0238 0,9648 @,811@ - Fitness:24,1557558525555 9,0290 ©,9458 @,0240
8,171¢ ©,7890 @,0390 - Fitness:22,6848253884727
[---1 Created children: Chromossome and Fitness Value
8,483 6,4838 ©,8338 - Fitness:19,5769916377236 8,0298 ©,9460 ©,0248 - Fitness:24,8325409680581

0,829 @,9468 0,0248 - Fitness:24,8325489680581

New Population (normalized and ordered): Chromossome and Fitness

e,02386 @,9640 @,0118 - Fitness:24,1557558525555
8,0298 @,9460 @,0248 - Fitness:24,8325489688581
[...

09,8290 ©,9460 0,0240 - Fitness:24,08325489680581

Figura 5.6 - Evolucdo de cada iteracdo do procedimento de otimizacao pelo algoritmo genético

Neste problema hipotético, a populacdo inicial de 50 individuos foi gerada
aleatoriamente com trés genes em cada cromossomo, sendo normalizada (Initial Population —
normalized) para que a soma destes seja igual a “1”, e ordenada pelos maiores fitness,
incialmente de 24,1557 (Initial Population — normalized and ordered).

Na primeira iteracdo, foram selecionados dois individuos (Selected Parents), e
realizado o crossover para a criacdo dos filhos (Created children), que necessitaram de
reparacao para obedecer a ordem de importancia imposta e, posteriormente, de normalizacéo.
Nota-se que nesta iteracdo ndo houve mutacédo, pois somente dois filhos foram criados, sendo
estes obtidos pelo crossover. Também, ja nesta iteracdo o segundo filho criado, com fitness de
22,2468, ocupou a quarta posicao na nova populagéo (New Population). O processo continua

até a ultima iteracdo, que resultou em um cromossomo com fitness maximo de 24,1557.
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Este cromossomo representa o vetor de constante de escala (pesos) otimizado a partir
do algoritmo genético, e que respeita a ordem de importancia/preferéncia dos critérios pré-
estabelecida pelo decisor, ou seja, K45~EP =10,023; 0,964; 0,011]. A solucdo fornecida
com este vetor resultou na sele¢do dos projetos “as”, “a,” e “as”, tendo o valor do portfolio
(Best Value FO) igual a 24,1557, e um custo total (Best Cost) de 480, como mostra a Figura
5.7.

Ouitput Summary
Solution (weights given by the Decision Maker):
oL Best Cost: 500
4 Best Value FO: 20,826821945151"

5

Solution {(weights found by the Genetic Algorithm):
2 Best Cost: 430
4 Best Value FO: 24,155755852555"

5

Figura 5.7 - Interface parcial com o resultado das solugdes encontradas para o problema hipotético

Sendo assim, o resultado pos-otimizagdo com o vetor K4¢~EP além de selecionar
outros projetos para compor o portfélio, proporcionou uma reducdo no custo (de 500 para
480) e um aumento no valor do portfélio (de 20,8268 para 24,1557) em relacdo a solucao

anterior, dada pelo vetor K£P.
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6. APLICACOES DO MODELO: ESTUDOS DE CASOS

Para a aplicacdo e validacdo do modelo proposto, foram selecionados dois casos reais
que envolvem a problematica de selecdo de portfélio no contexto de decisdo multicritério, e
que se diferenciam principalmente pela presenca de registros historicos, o que leva a
caminhos diferentes no fluxograma do modelo proposto. Os casos sdo: Caso | - Sele¢éo de
projetos para empresa do setor elétrico (“Existem Registos Historicos”? Néo + “O decisor
esta disponivel?” Sim); Caso Il - Avaliacdo de risco de crédito para pessoa juridica
(“Existem Registos Historicos”? Sim + “O decisor esta disponivel?” Sim).

O primeiro caso diz respeito a uma empresa privada brasileira do setor elétrico, que
atua na geracdo, distribuicdo e comercializacdo de energia. A empresa € responsavel por
controlar 13 distribuidoras, localizadas nos estados de Minas Gerais, Paraiba, Sergipe, Rio de
Janeiro, Mato Grosso, Mato Grosso do Sul, Tocantins, Parana e Séo Paulo, e estd presente em
788 municipios, atendendo a 6 milhGes de unidades consumidoras, 0 que corresponde ao total
de 16 milhdes de pessoas.

S&o varios 0s novos projetos candidatos a compor o portfélio da empresa para serem
desenvolvidos, provenientes de diversas areas, tais como: 0s projetos exigidos pela agéncia
reguladora e de planejamento de energia elétrica; demanda de tecnologia e informagéo (TI);
projetos de P&D; projetos de planejamento estratégico; e contratos de clientes.

Sendo assim, o problema do Caso I, dito em termos gerais, consiste em definir os
projetos que sdo realmente relevantes, com potencial de agregar valor ao grupo empresarial e
que resultam em melhoria do servico oferecido aos clientes, sendo limitado a uma restrigdo
orcamentaria, definida em aproximadamente R$4 bilhdes, valor este que representa o
montante disponivel pela empresa para a realizacdo de novos projetos. Pesquisas
desenvolvidas para sele¢do de portfélio, e que relacionam a empresa em questdo, podem ser
encontradas em Bortoluzzi et. al. (2017), Martins et. al. (2017) e em Lopez e Almeida (2014).
Dados parciais para este Caso | encontram-se no Anexo C.

O segundo caso, diferentemente da ideia comum que se tém da selegdo de projetos e
portfolio, traz uma adaptacdo do problema da avaliacdo de risco de crédito para o contexto de
projetos e portfélio, em que serd analisada a concessdo de crédito bancario para pessoa
juridica. Sendo assim, cada operacdo de credito solicitada por empresas sera tratada como um
projeto, e o0 problema neste caso consiste em definir quais operagc0es serdo contempladas para
a concessdo do crédito, com o objetivo de minimizar o risco de perdas, ou seja, selecionar 0s

projetos que tém maior credibilidade, sujeito a uma ou mais restri¢oes.
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Para tanto, deve-se considerar que existem restricdes quanto ao limite méximo de
exposicdo por cliente, fixado em 25% (vinte e cinco por cento) do Patrimonio de Referéncia,
estabelecido pela Resolucdo n° 4.379 do Comité Monetario Nacional (CMN), de 30 de
outubro de 2014 (Banco Central do Brasil, 2014), e além disso, ao limite maximo total de
empréstimo concedido pela instituicdo financeira, que deve respeitar, basicamente: a) o
Acordo de Capital da Basileia, oficialmente denominado International Convergence of
Capital Measurement and Capital Standards, divulgado pelo Comité de Supervisao Bancaria
da Basileia (Basel Committee on Banking Supervision, BCBS) em 1988, e suas versdes
revisadas, Basileia Il em 2004, e Basileia Il em 2010, que tém como “objetivo criar
exigéncias minimas de capital para instituicGes financeiras como forma de fazer face ao risco
de crédito” (Banco Central do Brasil, 2018); b) limites para operacfes de crédito, definidos
pela Resolugdo CMN n° 1.559/1998, e suas atualizacbes (Banco Central do Brasil, 1998); c)
limites de operagdes de crédito para empresas por area de atuacdo, exigidos pelo governo, e
também estipuladas em resolu¢es do CMN, como por exemplo, os limites de crédito rural.

Como o modelo proposto, a principio, permite a inclusdo de apenas uma restricdo, nao
podendo assim comtemplar todas as limitacGes descritas acima, sera estipulado uma restricao
orcamentaria hipotética de R$ 898.410,65 para a concessdo de todos os pedidos de
empréstimo por empresas, em um determinado periodo.

Para a investigacdo do problema no Caso Il, além da presenca do decisor, foram
considerados 0s registros historicos de uma grande instituicdo financeira nacional. Foram
coletado dados de mais de 39 mil operacGes de crédito, realizadas por mais de 5 mil clientes
(pessoa juridica ou empresa), s6 no Estado do Parana (PR), no periodo de janeiro de 1996 a
junho de 2017. Dados parciais para este Caso Il encontram-se no Anexo D.

Ressalta-se ainda que a aplicacdo do modelo no Caso Il , no qual fez-se uso de dados
reais de um banco comercial, foi desenvolvido somente para fins de demonstracdo do
funcionamento do modelo proposto, ja que nestas situacdes, a avaliagdo de concessdo de
crédito é realizada de forma individual e continua a cada solicitacdo de crédito. O modelo tera
maior aplicabilidade se utilizado em bancos de fomento (para o0s quais os dados ndo puderam
ser obtidos), como exemplo o BNDES (Banco Nacional de Desenvolvimento), em editais de
projetos de inovacdo, recuperacédo, entre outros tipos de projetos, podendo ser uma ferramenta
de grande potencial no apoio a tomada de deciséo neste tipo de institui¢do financeira.

As secOes subsequentes, 6.1 e 6.2, descrevem detalhadamente o fluxo do modelo

proposto para os problemas dos casos | e Il, respectivamente.
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6.1. SELECAO DE PROJETOS PARA EMPRESA DO SETOR ELETRICO

Como mencionado anteriormente, o Caso | contempla um problema em que o decisor
estd disponivel para o procedimento de elicitacdo, porém ndo possui registros historicos de
projetos passados. Sendo assim, o problema sera resolvido seguindo-se o fluxo mostrado na
Figura 6.1. E, de acordo com a Tabela 4.2, as combina¢Oes das matrizes de avaliagdo e

vetores de constante de escala (peso) resultardo em trés possiveis resultados.

Fase Preliminar

Dados Iniciais
+
Modelagem de Preferéncia

+
Avaliagdo Intracritério

Matriz de
Avaliacao
Inicial (M A%

Existem
registros
histaricos?

C Decisor
esta
disponivel?

A

Fase de Selegéo@

e Otimizagao . X
Otimizagao Combinatdria Projetos Selecionados, x;
M Valor do Portfalio, v

Fase de Elicitagdo
com Decisor

Resultados

Computagéo Evolucionaria

Avaliagao imercrwlério®

Figura 6.1 - Fluxo do modelo proposto para o Caso I: Sele¢do de projetos para empresa do setor elétrico

6.1.1. Caso I: Fase Preliminar

Na fase preliminar tem-se a definicdo dos dados iniciais, a modelagem de preferéncia

e a avaliacdo intracritério. Para o problema descrito no Caso I, os dados iniciais consistem em:

a) Atores do Processo decisorio:



b)

d)
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= Decisor: Diretor da Companhia de Energia Elétrica;
= Analista(s): a autora.

Conjunto de Critérios (C): total de seis critérios, escolhidos pelo préprio decisor e
alinhados com 0s objetivos estratégicos e financeiros da empresa, a partir dos
parametros definidos como relevantes na selecdo dos projetos, sendo eles:

= ¢; = Impacto no Resultado;

= ¢, = Alinhamento Estratégico;

= ¢3; = Melhoria de Indicadores Regulados;

= ¢, = Contribuicdo para Satisfagdo dos Clientes;

= ¢ = Complexidade;

= ¢, = Probabilidade de Sucesso.

Conjunto de Alternativas (A): total de 40 projetos, propostos por diversas areas da
empresa, dos quais: 10 projetos para a Expansdo da margem de lucro (AM), 10
projetos para 0 Risco Regulatério (RR), 10 projetos para a Satisfacdo do Cliente
(SC) e 10 projetos para Negdcio Competitivo (NC).

» q, =AMOL;

= a,, =NCI0.

Conjunto de desempenho de cada alternativa em cada critério (ID): definidos
subjetivamente pelo decisor, por uma escala verbal definida em “Alto”, “Médio” e
“Baixo”, que posteriormente serd convertida para uma escala numérica ordinal,
para obter-se uma informacéo quantitativa (Tabela 6.1).

* dy, =“Médio” (desempenho da a; no c;);

*  dyoe = “Alto” (desempenho da a,o NO cg).

Conjunto de custos para o desenvolvimento de cada projeto (B): informacéo
inerente ao requerimento da inclusdo do projeto no processo de selecdo da
empresa,

= b, = R$172.018.877,00;



f) Orcamento total disponivel:
B = R$4.101.963.667,00

g) Inexisténcia de registros historicos da realizacdo de projetos passados.
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Para a modelagem de preferéncias do decisor, como j& mencionado anteriormente, o

modelo proposto exige as pressuposi¢des de que a estrutura de preferéncia seja do tipo (P, I),

e que a racionalidade seja compensatdria.

A Tabela 6.1 relaciona o conjunto de critérios estabelecidos, com as escalas verbal e

numéricas e suas respectivas descri¢cdes dos niveis considerados. Também esta descrita nesta

tabela a avaliagdo intracritério, que estabelece uma funcéo de valor v;(a;) linear para cada

critério, obtida por meio de um procedimento de normalizagdo, em que v;(a) =1 para a

alternativa com valor de desempenho maximo, e v;(a) = 0 para a alternativa com valor de

desempenho minimo, em um determinado critério j.

Tabela 6.1 - Critérios e seus respectivos niveis e funcdo de valor para 0 Caso |

Critério Niveis do Critério Funcéo de valor
; Descricéo Escala Numérica | Descricdo (escala verbal) v;(a;)
Impacto no 3 Alto 1
¢ P 2 Médio 05
Resultado -
1 Baixo
. 3 Alto 1
8 il —
g 1 Baixo 0
Melhoria de 3 Alto 1
C3 Indicadores 2 Médio 0,5
Regulados 1 Baixo 0
Contribuicéo para 3 Alto 1
Cy Satisfacdo dos 2 Médio 0,5
Clientes 1 Baixo 0
3 Alto 0
Cs Complexidade 2 Médio 0,5
1 Baixo 1
- 85% Alto 1
cg | ProngDilidade de 60% Medio 05
35% Baixo 0
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Observa-se que, somente no critério cg, “Complexidade”, a funcdo de valor é do tipo
de minimizag&o, ou seja, quanto menor a complexidade, melhor sera o desempenho do projeto

neste critério. Para todos os outros critérios, tém-se func¢bes de valor a serem maximizadas.

6.1.2. Caso I: Matriz de Avaliacdo Inicial

A partir da definicdo dos dados iniciais, foi possivel estruturar a Matriz de Avaliacao

inicial para o problema proposto no Caso I, que se encontra no Anexo E.

6.1.3. Caso I: Fase de Elicitagdo com o Decisor

A fase de elicitagdo com o decisor, realizada para a parametrizacdo do modelo aditivo,
foi baseada no procedimento de trade-off, ou seja, as constantes de escala foram obtidas em
um contexto de elicitacdo de escala intervalar, devendo-se assim tomar os devidos cuidados
(Almeida, Vetschera e Almeida 2014). Diante deste problema de escala, é necessaria a
conversdo apropriada das constantes de escala (pesos) para uma escala de razéo.

Sendo assim, o vetor de constante de escala (pesos), obtido por meio do procedimento
de elicitagdo com o decisor, é KEP = [0,286; 0,228; 0,171; 0,142; 0,114; 0,057]. Fica entdo
estabelecida a ordem de preferéncia do decisor, definida por: ¢; > ¢, > ¢3 > ¢4 > 5 > Cq.
No caso, ¢; > c;,q indica que o critério c; é preferivel ao critério cj, 4.

Vale salientar que a aplicacdo dessa fase na pratica foi desenvolvida por Bortoluzzi et.
al. (2017), em que os autores realizaram a entrevista pessoalmente com o decisor, e aplicaram

0 método adequado para a definicdo dos pesos, ou seja, do vetor KD,

6.1.4. Caso I: Fase de Selecdo e Otimizacao

Nesta fase, a matriz de avalia¢do inicial, MA, do Anexo E, foi a Unica submetida aos
testes, com os diferentes vetores de constante de escala (pesos). Primeiro, o procedimento de
Otimizagdo Combinatoria foi feito com essa matriz juntamente com o vetor definido

anteriormente, K2, o que resultou em uma solucéo.



93

Dada a ordem de preferéncia dos critérios por este vetor de constantes de escala
(pesos) do decisor, foi realizado o processo de otimizagdo do mesmo, por meio de um
procedimento da Computacdo Evoluciondria, mais especificamente, por meio do Algoritmo
Genético (AG). Os parametros considerados no AG, que serdo mantidos sempre 0S mesmos

para todos os testes, foram:

» Tamanho do cromossomo: 6;

= Manter uma sequéncia pré-definida: Sim, ¢; > ¢, > ¢3 > ¢4 > ¢5 > Cq;

= Tamanho da populacéo inicial: 50;

= Incluir um ou mais cromossomo(s): nenhum;

= Funcéo de selecdo: Select Function;

= Operadores genéticos: Crossover (taxa 0.8; e 1 ponto de corte) e Mutacéo (taxa 0.1);
= Critério de parada: Numero de geragdes/iteracdes (1000);

» Funcéo objetivo: Maximizacéo.

A partir deste procedimento de otimizagdo, 0 melhor vetor de constantes de escala
10 F).

[0,5; 0,5; 0,0; 0,0; 0,0; 0,0] que, como pode ser visto, respeita a ordem c¢; > ¢, > c3 >

KAG—ED —

(pesos)  resultante, em repeticdes realizadas (Anexo foi

c, > Cs > Cg, Se desconsiderado o arredondamento dos valores. Este vetor, combinado com a
matriz de avaliacdo inicial no procedimento de Otimizacdo Combinatoria, resultou em uma
outra solucdo para o problema. A solucdo deste melhor vetor, juntamente com as estatisticas

béasicas das repeticdes feitas com o procedimento, estdo demonstradas da Tabela 6.2.

Tabela 6.2 - Melhor vetor K4¢~EP encontrado, e estatisticas basicas das 10 repetices feitas do AG

Vetor de Constantes de escala (pesos) KA¢—EP Solucéo
Custo para Valor
€1 €2 €3 €4 Cs €6 realizagéo Portfélio (V)
Melhor vetor 0,500 0,500 0,000 0,000 0,000 0,000 4094251665 86,25
Média 0,4959 0,4952 0,0044 0,0024 0,000 0,000 4096509813 86,13
Desvio Padréo 0,0030 0,0035 0,0039 0,0030 0 0 1190148,49 0,0972

Pela media e desvio padrdo de cada um dos valores das constantes de escala (pesos)

dos critérios, bem como do valor do portfélio (V), observa-se que ndo houve muita variagdo
nos resultados a partir das repeti¢des feitas com o procedimento de otimizacéo, sugerindo-se

assim a convergéncia do algoritmo genético em um ponto de étimo local.
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E, por fim, a terceira solugdo para o problema foi obtida a partir do vetor K4¢, criado
pelo AG, também em 10 repeti¢cGes do procedimento (Anexo G), com 0S mesmos parametros
definidos anteriormente, porém sem manter a sequéncia pré-definida da ordem de preferéncia
dos critérios (Keep the sequence: No). O melhor vetor resultante foi K4¢ =
[0,0; 0,069; 0,0; 0,0; 0,0; 0,930], como mostra a Tabela 6.3, que tem a ordem cg > ¢, >
c1 £ ¢3 Z ¢4 = cs. NO caso, o simbolo x representa a relacdo de preferéncia ou equivaléncia,
visto que ndo foi possivel identificar a real ordem de preferéncia dos critérios, por conta do

arredondamento dos valores.

Tabela 6.3 - Melhor vetor K4¢ encontrado, e estatisticas basicas das 10 repetictes feitas do AG

Vetor de Constantes de escala (pesos) K4¢ Solucao
c Custo para Valor
1 €2 €3 Ca €5 €6 realizacio Portfolio (V)
Melhor vetor 0,000 0,069 0,000 0,000 0,000 0,930 | 4059578228 98,48
Média 0,001  0,5306 0,0046 0,0062 0,0009 0,4553 | 4080698307 97,41
Desvio Padréo | 0,0032 0,3629 0,0087 0,0163 0,0028 0,3741 | 18709431,30 0,7440

Diferentemente dos valores de média e desvio padrdo do vetor K46~EDP discutidos
anteriormente, a média e o desvio padrdo do vetor K4¢, para os valores das constante de
escala (pesos) de cada um dos critérios, indicam uma variagdo entre 0s Critérios c, e cg
durante as repeticdes, ou seja, em alguns dos resultados c, foi o critério mais preferivel,
enquanto que em outros resultados foi o critério ¢, 0 mais preferivel. Mesmo com essa
variacdo na ordem de preferéncia dos critérios, o resultado do valor do portfélio (V) manteve-

se pouco inalterado, com média de 97,41.

6.1.5. Caso I: Resultados

As trés diferentes solucGes encontradas para o Caso |, discutidas anteriormente, estdo
resumidas na Tabela 6.4. A partir da combinagio da Matriz de Avaliagdo Inicial (MA?) com
os trés vetores de constante de escala (KEP; KAG—ED, KAG) foram obtidas as trés solucOes
para o problema do Caso I. Em cada uma das solucGes é possivel notar que houve mudancas
nos projetos que foram selecionados para compor o portfélio e, consequentemente, alteracGes

no custo total para a realizag@o dos projetos.




Tabela 6.4 - Solucbes encontradas para o Caso |
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. Vetor de .. Solucéo
Matriz de Constantes de Ordem de preferéncia mm— CC’ ¥ Y
- ~ PP rojetos usto para alor ao
Avaliagao escala (pesos) dos criterios selecionados realizacdo portfélio
KED:[0286. 1 3456 9 10
0.228 0171 11 12 13 15 17 19
0142 0.114- €L >Cy>C3>0Cq4>C5>Cs |20 23 24 26 27 28 | 4081775825 74,25
14z, 0,114 30 31 32 33 34 35
0,057] 36 38 39
KAG-ED =[0,5; 10 212 3134155 176 12
MA 0,5; 0,0; 0,0; 0,0; C1>Cy>C3>Cy>C5 >Cs* |23 24 26 30 31 32 | 4094251665 86,25
0,0] 33 34 35 36 38 39
40
1456 10 1112
4G _ . . 13 16 17 19 23 24
5 0_0_[8’8{ o | comcameizeaze mag™ | 2526 27 28 29 30 | 4059578228 | 98,48
,0;0,0; 0,0; 0,930] 32 33 34 35 36 37
38 39

* ¢; > ¢j4q indica que o critério ¢; € preferivel ao critério c;,.1, desconsiderando o arredondamento dos valores;
** ¢; X cj44 indica que o critério ¢; é preferivel ou equivalente ao critério ¢;,.;.

A primeira solucdo, com o vetor KEP, teve 28 projetos selecionados, com o custo
intermediario de R$ 4081775825, enquanto que a segunda e terceira solu¢bes, com os vetores
KAG~ED o KAG tiveram 26 e 27 projetos selecionados, com o0 maior e menor custo total,
respectivamente. Considerando que todas as solucdes estdo com a restricdo orcamentaria
dentro do permitido, a primeira solugdo, que engloba um nimero maior de projetos atendidos,
poderia ser definida como sendo a melhor.

Porém, com relagdo ao valor do portfélio (V), a primeira solugéo, com o vetor KEP
que representa as constantes de escala obtidas com a elicitacdo das preferéncias do decisor,
resultou em um menor valor (74,25), quando comparada as solucdes com os vetores K 4¢~ED
e K4%, que representam as constantes de escala obtidas pelo procedimento de otimizago,
cujos valores tiveram um acréscimo de 16,16% e 32,63%, respectivamente. Sendo assim, o
resultado da terceira solugdo, obtida com o vetor K4¢, além de representar um menor custo
total dentre as solugdes, com 27 projetos selecionados, ainda apresentou um melhor valor de
portfélio (98,48).

6.2. AVALIACAO DE RISCO DE CREDITO PARA PESSOA JURIDICA

Neste caso de analise, o problema serd resolvido com a disponibilidade das
informagdes do decisor e, também, com existéncia dos registros histéricos. Sendo assim,
baseando-se no modelo proposto, o fluxo do processo de decisdo serd como esquematizado na

Figura 6.2. E, como ja mencionado anteriormente, este é o caso mais completo e complexo de
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andlise, no qual o nimero de combinacBes de matrizes de avaliagdo com os vetores de

constante de escala (peso) sera de 13 possiveis resultados (Tabela 4.2, se¢édo 4).

Sim

y

Fase de Predigdo

Matriz de /
de dadgs
Passados (MA"

P Ap i Supervisionada

-
Selegao dos Atributos @

O Decisor
esta
disponivel?

Fase Preliminar

Dados Iniciais
+
Modelagem de Preferéncia
+
Avaliagdo Intracritério

Y

Matriz de
Avaliacao
Inicial (M A"

y

Existem
registros
histéricos?

Fase de Elicitagdo
com Decisor

Avaliagao intercritério

9

Fase de Selegéo@
e Otimizagac
Otimizagao Combinatdria
+

Computagéo Evolucionaria

Resultados
Projetos Selecionados, x;
Valor do Portfélio, v

Figura 6.2 - Fluxo do modelo proposto para o Caso |l: Avaliacéo de risco de crédito para pessoa juridica

6.2.1. Caso Il: Fase Preliminar

Para o problema descrito no Caso 11, os dados iniciais consistem em:

a) Atores do Processo decisorio:

Decisor: Assessor da Superintendéncia Regional de Curitiba;

Cliente: Professor, especialista em problemas bancarios;

Analista(s): a autora.

b) Conjunto de Critérios (C): total de sete critérios, escolhidos pela analista a partir de

um banco de dados disponibilizado pelo decisor, sendo eles:



d)

9)
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= ¢, = Faturamento bruto anual,

= ¢, = Quantidade de Funcionarios;
= ¢; = Tempo de Empresa;

= ¢, = Tempo de Cliente;

= g = Segmento;

» ¢, = Risco;

= ¢, = Restri¢éo.

Conjunto de Alternativas (A): total de 40 operacdes de crédito, solicitadas pelas
pessoas juridicas a instituicao financeira, durante o més de junho de 2017
= a, = Operacdo 1 (solicitada pela Empresa 404);

= a,, = Operacdo 40 (solicitada pela Empresa 5394).

Conjunto de desempenho de cada alternativa em cada critério (ID): informacdes
fornecidas pelas empresas, ou definidas pela instituicdo financeira, no momento da
solicitacdo de crédito.

* dy; =*1.133.600” (desempenho da a; no c,);

* dyo; =“Sem Restrigdes” (desempenho da a4, NO c7).

Conjunto de custos para o desenvolvimento de cada projeto (B): montante de
crédito solicitado em cada operacéo,
» b, = R$5.000,00;

= b, = R$979,27

Orgamento total disponivel:
* B =R$898.410,65

Existéncia de registros historicos da realizagdo de projetos passados, ou seja, as
mais de 39 mil operacOes realizadas anteriormente pelas 5432 empresas, sendo

descritos pelos conjuntos A"; D?; e Y*:
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= ai = “Empresa 17 dfl="2.512.000", ...,df7="Restri(;éo Impeditiva";

y; = "Adimplente”

» al;, = “Empresa 54327; d&;,, = "54.800"..,d},="Sem Restri¢des";

y& 2, = "Inadimplente”

Uma consideracdo importante a ser feita quanto ao procedimento adotado para a
determinacdo do conjunto Y" neste caso, é que as empresas foram classificadas como
“Adimplente” (y}* = 1: sucesso) ou “Inadimplente” (y]* = 0: insucesso).

Para isso, todas as mais de 39 mil operagdes foram verificadas quanto a existéncia ou
ndo de atrasos, podendo ter operac@es: a) sem atrasos no pagamento ou que ainda estdo dentro
do prazo de pagamento; b) com atraso no pagamento inferior ou igual a 60 dias; ou ¢) com
atraso no pagamento superior a 60 dias. Assim, cada uma das empresas foi mapeada em
funcdo do nimero de operagdes resultantes de cada tipo (uma empresa pode ter uma ou mais

operacdes de cada tipo), e classificada como y*, conforme a equagéo (6.1),

YH(x50) = {0: "Inadimplente" sex” >0 6.1)
PATE 1: "Adimplente" caso contrario
onde x;”°° representa o niimero de operages com atraso no pagamento superior a 60 dias que

a empresa i possui. Portanto, se uma empresa i qualquer possuir pelo menos uma operacgéo
com atraso no pagamento superior a 60 dias, esta serd classificada como “Inadimplente” e, se
ela ndo possuir operagdes com atraso superior a 60 dias, sera classificada como “Adimplente”.
Sendo assim, do total de empresas (5432) existentes nos registros historicos, 3896 foram
classificadas como “Adimplente”, e 1536 empresas classificadas como “Inadimplente”.

O procedimento de modelagem de preferéncias do decisor, assim como no Caso |
descrito anteriormente, considera a exigéncia do modelo proposto das pressuposicdes de que a
estrutura de preferéncia seja do tipo (P, I), e que a racionalidade seja compensatoria.

A Tabela 6.5 relaciona o conjunto de critérios estabelecidos com os respectivos niveis
considerados, definidos a partir do banco de dados disponibilizado pelo decisor. As variaveis
que eram inicialmente continuas foram discretizadas, com base nos quartis, e as variaveis
categoricas permaneceram como estavam. Apos isso, todos foram transcritos por uma escala
numerica ordinal. Também esta descrita nesta tabela a avaliagdo intracritério, que estabelece

uma funcdo de valor v;(a;) linear para cada critério, em que v;(a) = 1 para a alternativa com
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valor de desempenho maximo, e v;(a) = 0 para a alternativa com valor de desempenho

minimo, em um determinado critério j.

Tabela 6.5 - Critérios e seus respectivos niveis e funcéo de valor para o Caso |l

Critério Niveis do Critério Funcéo de valor
e Descricio Escala Numerica Escala Categorica vi(ay)
J ordinal Discreta g
4 3158540,45 a 769665000 1
c Faturamento bruto 2 1372791,64 a 3156893,44 0,66
1 anual 3 536200,1 a 1372514,63 0,33
1 0 a 536200 0
4 12 25113 1
c Quantidade de 3 5all 0,66
2 Funcionarios 2 2a4 0,33
1 0al 0
4 15/02/1939 a 01/06/1997 1
¢; | Tempo de Empresa 3 03/06/1997 a 19/02/2004 0,66
3 2 20/02/2004 a 19/02/2009 0,33
1 26/02/2009 a 02/12/2016 0
4 23/06/1975 a 29/10/2003 1
c Tempo de Cliente 3 30/10/2003 a 26/02/2008 0,66
4 2 27/02/2008 a 15/06/2011 0,33
1 16/06/2011 a 05/12/2016 0
6 Estadual 1
5 Corporate 0,8
c Segmento 4 Média empresa 0,6
5 3 Empresa 0,4
2 Pequena empresa 0,2
1 Microempresa 0
5 A 1
4 B 0,75
Ceo Risco 3 C 0,5
2 D 0,25
1 E 0
3 Sem restrigdes 1
cy Restricdo 2 Restricdo fraca 0,5
1 Restricdo Impeditiva 0

6.2.2.

Caso I1: Matriz de Avaliacéo Inicial e de registros historicos

A partir da definigdo dos dados iniciais, foi possivel estruturar a Matriz de Avaliagao

inicial (MA) para o problema proposto no Caso I, bem como a Matriz de Avaliagéo de

registros historicos (MA"), que se encontram no Anexo H e I, respectivamente.
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6.2.3. Caso Il: Fase de Predicdo

O procedimento de aprendizagem supervisionada conta com o treinamento e teste dos
algoritmos classificadores, a avaliacdo dos mesmos conforme alguma métrica de desempenho,
e 0 uso do algoritmo com o melhor desempenho para a classificacdo de novas instancias.

Para isso, foi utilizada a Matriz de Avaliacdo de registros historicos (MA"), que
contém 5432 instancias/empresas no total, sendo 3896 classificadas como “Adimplente”, e
1536 como “Inadimplente”. O evidente desbalanceamento ou despropor¢do do nimero de
instdncias em cada classe pode fazer com que as instancias da classe minoritaria
(“Inadimplente”) tenham “fortes” chances de serem classificadas incorretamente. Em funcao
disto, foi aplicada uma técnica (Random Undersampling) para solucionar o problema de
desbalanceamento, que consiste na eliminagdo aleatdria de instdncias da classe majoritaria
(“Adimplente”), de tal forma que as duas classes tenham o mesmo numero (1536) de
instancias.

Sendo assim, das 5432 instincias da matriz de registro histricos (MA"), 3072
instancias foram treinadas e testadas com cinco algoritmos classificadores: Redes Bayesianas
(RB); Regresséo Logistica (RL); Redes Neurais Artificiais (RNA); Arvores de Decisdo (AD);
e Méquina de Vetores de Suporte (MVS). Estes algoritmos estdo implementados no software
WEKA® (Waikato Environment for Knowledge Analysis) e os testes foram realizados com a
opcao de validacdo cruzada (k-fold), com k = 10 particdes e com a configuracdo padrdo em
todos os parametros.

Os algoritmos considerados foram avaliados conforme as seguintes métricas: acuracia;
precisdo; recall; F-score; Estatistica Kappa; e Area sob a curva ROC (Receiver Operating
Characteristic). A Tabela 6.6 mostra os resultados obtidos, com a comparacgdo das diferencas
significativas entre as medidas de desempenho obtidas pelos algoritmos, para a qual foi

utilizada o Teste t para amostras pareadas, com um nivel de significancia, a = 0,05.

Tabela 6.6 - Resultado das métricas de desempenho dos cinco algoritmos classificadores

Métrica de Algoritmos Classificadores
Avaliacéo RB RL RNA AD MVS
Acuracia 83,98 82,93* 83,84 80,24* 82,45*
Precisdo 0,86 0,84* 0,86 0,80* 0,84*
Recall 0,82 0,82 0,81 0,80* 0,80*
F-score 0,84 0,83* 0,83* 0,80* 0,82*
Kappa 0,68 0,66* 0,68 0,60* 0,65*

AUC-ROC 0,90 0,89* 0,90 0,87* 0,82*
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Os algoritmos com melhores valores em cada métrica de avalia¢do estdo destacados na
tabela, com sombreamento em cinza. Para a andlise de comparacdo, a primeira coluna de
valores (RB) foi dita como referéncia para verificar se existe ou nao diferenca significativa
com os demais modelos, sendo que as indicagdes com “*” ¢ “V”, ao lado dos valores, indicam
que existem diferencas significativamente menores e maiores, respectivamente, em relacdo ao
padrdo de referéncia, em uma determinada métrica de avaliacdo. E, no caso de ndo existir
diferenca significativa entre um algoritmo classificador com o padrdo de referéncia, foi
apresentado somente o valor de desempenho em si, sem nenhuma indicagao.

Por exemplo, o algoritmo RB obteve o melhor valor em acurécia (83,98), porém esse
valor ndo possui uma diferenca significativa em relacéo a acuracia do algoritmo RNA (83,84),
diferentemente dos valores obtidos pelos demais algoritmos classificadores, em que é possivel
afirmar que existe uma diferencga significativamente menor (representado pelo “*”), como € o
caso do RL que tem acuracia de 82,93.

A escolha de qual algoritmo utilizar para a classificacdo de novas instancias foi feita
com base no nimero de vezes que obteve o melhor valor nas métricas de desempenho,
juntamente com a relacdo de diferencas significativas, em que é observada claramente a
prevaléncia do algoritmo RB. Sendo assim, o treino da aprendizagem supervisionada com o
algoritmo RB foi aplicado na matriz de avaliacdo inicial MA, para fazer uma predigédo das 40
instancias, sendo que 31 foram classificadas como “Adimplentes” e nove como
“Inadimplentes”.

A partir deste resultado de predicdo, foram elaboradas as duas matrizes de avaliacdo
modificadas: uma com a exclusdo de instancias classificadas como “inadimplentes”
(— a;ly; = 0), e outra com a introducdo de um novo critério (+c,,+1), contendo o resultado
da predicdo. Ambas as matrizes modificadas se encontram nos Anexos J e K,
respectivamente.

Na matriz modificada (— a;|y; = 0) é possivel verificar a exclusdo das alternativas as,
aq1, A13, Azs, Qg9, 34, Az, Az7 € dzq, que tiveram uma classificacdo da predicdo como
“Inadimplente”, e na matriz modificada (4c,,41) € introduzido um novo critério cg, cujas as
alternativas sdo classificadas em uma escala numérica ordinal, em que “1” representa
“Adimplente”, e “0” é equivalente a “Inadimplente”. Estas matrizes s&o o resultado principal
do procedimento de aprendizagem supervisionada, e serdo utilizadas ao longo do processo

descrito pelo framework de analise
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Outro procedimento da fase de predigdo é a selecdo dos atributos (feature selection),
que também foi realizado com uso da Matriz de Avaliagdo de registros historicos (MA™),
aplicando-se 0 método de ordenamento (ranker) a partir do ganho de informacéo (information
gain). O procedimento proporcionou o resultado dos critérios/atributos mais relevantes para a
classificacdo das empresas, sendo este resultado descrito na Tabela 6.7, juntamente com 0s

valores normalizados que compde o vetor K5,

Tabela 6.7 - Resultado do Feature Selection para composicéo do vetor de constante de escala, K5

Ranking s e Valores normalizados para
- - Descricdo do critério . FS
(Information Gain) composigdo do Vetor K
1° (0,304402) ce: Risco 0,475069
2° (0,292975) c;: Restrigdo 0,457235
3°(0,013204) c4: Tempo de Cliente 0,020607
4° (0,010940) c3: Tempo de Empresa 0,017074
5° (0,010326) cs5: Segmento 0,016115
6° (0,008094) ¢, Faturamento Bruto Anual 0,012632
7° (0,000812) ¢,: Quantidade de Funcionarios 0,001267

Os valores normalizados foram obtidos por meio da divisdo do respectivo valor de
ganho de informacdo pela soma total (0,640753), de tal modo que a soma dos valores
normalizados para a composi¢do do vetor K5 resulte em “1”.

Sendo assim, o vetor de constante de escala (pesos), definido a partir do procedimento
de selecdo dos atributos, é K5 =[0,012; 0,001; 0,017; 0,020; 0,016; 0,475; 0,457],
tendo a ordem de preferéncia dos critérios descrita por cg > c; > ¢4 > €3 > c5 > €1 > Cy.
Este vetor, combinado com a Matriz de Avaliacdo inicial (MA), trard a primeira solucdo
possivel para o problema e, quando combinado com a matriz de avaliagdio modificada
(— a;|y; = 0), seré obtida a segunda solucdo. Lembrando que ndo é possivel combinar este
vetor com a matriz de avaliagdo modificada (+ c,,+1) para a obtencdo de uma solucdo, uma

vez que ndo se tem um valor para o critério adicional.

6.2.4. Caso Il: Fase de Elicitacdo com o decisor

Na fase de elicitagdo com o decisor, foi aplicado o procedimento Swing, referente ao
método SMARTS (Simple Multi-Attribute Rating Technique; secdo 2.1), para ordenacgdo e
determinacdo dos pesos dos critérios. Este procedimento foi realizado pela analista junto ao
ator do processo decisério denominado como cliente (Professor, especialista em assuntos

bancarios), que representou o decisor durante a elicitag&o.
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Os critérios/atributos selecionados para a andlise do caso em questdo foram
apresentados para o cliente, e entdo efetuado o procedimento Swing, primeiramente para a
ordenacdo e determinacdo dos pesos dos sete critérios listados na Tabela 7.5. A ordem dos
critérios ficou definida como: ¢; > ¢; > ¢ > ¢4 > ¢cs > ¢, > c3. E, em uma escala de zero
a 100, foram atribuidos os pesos para cada um dos critérios, como mostra a Tabela 6.8. Os
valores dos pesos de cada critério foram normalizados pelo procedimento de divisdo pela
soma total (345), de tal modo que a soma dos valores normalizados para a composi¢éo do

vetor KEP resulte em “17”’.

Tabela 6.8 - Resultado da elicitacdo com o Decisor para composicdo do vetor de constante de escala, K P

Rankln,g . . . Valores normalizados para
(Swing — método Descricéo do critério . ED
SMARTS) composicédo do Vetor K
1° (100) c7: Restricdo 0,289855
2° (90) ¢, Faturamento Bruto Anual 0,260869
3°(85) ce: Risco 0,246376
4° (35) c,: Tempo de Cliente 0,101449
5° (20) c5: Segmento 0,057971
6° (10) ¢,: Quantidade de Funciondrios 0,028985
7° (5) c3: Tempo de Empresa 0,014492

Sendo assim, o vetor de constante de escala (pesos) para os sete critérios, definido a
partir do procedimento Swing conforme as preferéncias do cliente/decisor, € representado por
KEP =10,260; 0,028; 0,014; 0,101; 0,057; 0,246; 0,289]. Nota-se uma semelhanca entre
a ordem dos critérios estipulada pelo decisor com a ordem obtida anteriormente pelo
procedimento de selecdo dos atributos (feature selection), que se destaca a predominancia dos
critérios Restrigdo (c;) e Risco (cg) dentre os trés primeiros mais importantes em ambas as
ordens.

Uma vez que na fase anterior foi construida a matriz de avaliacdo modificada, com a
introdugdo de um novo critério (+c,,4+1), contendo o resultado da predicdo de classificacdo
das novas instancias como “Adimplente” ou “Inadimplente”, nesta fase de elicitagdo com o
decisor foi necessario definir o peso deste novo critério.

Entdo, o procedimento de Swing foi novamente aplicado, desta vez com oito critérios,
sendo que o oitavo critério (cg: "Predicao”) representa a predicdo do cliente ser classificado
como “Adimplente” ou “Inadimplente”, com base em um algoritmo classificador que tem
acuracia de aproximadamente 0,85, ou seja, em 85% das vezes o algoritmo consegue

classificar corretamente uma instancia.
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Segundo o cliente/decisor este critério estaria em quarto lugar no ranking geral, tendo
a nota de 50 em uma escala de zero a 100, como pode ser visto na Tabela 6.9. Novamente os
valores foram normalizados (procedimento de divisdo pela soma), para que a soma dos

valores que compode o vetor resulte em “1”.

Tabela 6.9 - Resultado da elicitagdo com o Decisor para composicdo do vetor de constante de escala, K2, com
a adicdo de mais um critério (cg: Predicdo)

Ranking - o Valores normalizados para
(Swing — método Descrigdo do critério . . ED
SMARTS) composigédo do Vetor K

1° (100) c7: Restricdo 0,253164
2° (90) ¢, Faturamento Bruto Anual 0,227848
3° (85) ce: Risco 0,215189
4° (50) cg: Predicéo 0,126582
5° (35) c4: Tempo de Cliente 0,088607
6° (20) cs5: Segmento 0,050632
7° (10) ¢,: Quantidade de Funcionarios 0,025316
8° (5) c3: Tempo de Empresa 0,012658

No caso de ter os oito critérios na analise, o vetor de constante de escala (pesos),
definido a partir do procedimento Swing conforme as preferéncias do cliente/decisor, possui a
ordem ¢, >c >Co>cCg>Cy>Cs>Cy>c3, € €& representado por KEP =
[0,227; 0,025; 0,012; 0,088; 0,050; 0,215; 0,253;0,126].

6.2.5. Caso Il: Fase de Selecao e Otimizacéo

Na fase de selecdo e otimizacéo, as trés matrizes de avaliacdo (inicial e modificadas)
foram submetidas aos testes, com os diferentes vetores de constante de escala (pesos) obtidos
tanto pelo procedimento de selecdo de atributos (KFS), quanto pelo procedimento de
elicitacdo com o decisor (KEP).

Dada a ordem de preferéncia/importancia dos critérios destes vetores de constantes de
escala (pesos), foi realizado o procedimento da Computacdo Evolucionaria, mais

especificamente, a otimizacdo pelo AG, com 0s seguintes paramentos:

= Tamanho do cromossomo: 7;
= Manter uma sequéncia pré-definida: “Sim”, para os vetores K4¢—FS ¢ KAG-ED: ¢
“N3o” para os vetores K4¢;

= Tamanho da populacgéo inicial: 50;
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= Incluir um ou mais cromossomo(s): nenhum;

» Funcéo de selecdo: Select Function;

= Operadores genéticos: Crossover (taxa 0.8; e 1 ponto de corte) e Mutacgéo (taxa 0.1);
= Critério de parada: Numero de gerac6es/iteracdes (1000);

» Funcéo objetivo: Maximizagé&o.

Para exemplificar os testes que foram realizados com o AG, considere a primeira linha
da Tabela 6.10. Esta linha indica que a Matriz de Avaliacao inicial (MA) foi submetida ao
teste com o AG, sendo mantida a ordem de importancia do vetor K5, ou seja, cg > ¢; > ¢, >
c3 > cs > ¢y > c,. Em 10 repeticdes deste procedimento, foi tomado o melhor vetor, que
resultou no vetor K4¢~F5 e obtidas as estatisticas de média e desvio padréo.

J& na segunda linha da Tabela 6.10, a Matriz de avaliacdo inicial (MA) foi submetida
aos testes com o AG, sendo mantida a ordem de preferéncia fornecida pelo decisor para os
sete critérios, ou seja, ¢; > ¢; > cg > €4 > C5 > €, > 3. Sendo assim, o0 vetor resultante
(K4¢-EDY ¢ uma otimizagdo dos valores, respeitando-se a mesma ordem fornecida pelo
decisor. E para o caso do vetor K4%, ndo foi imposta a condicdo de respeitar-se nenhuma das
duas ordens descritas anteriormente, ou seja, a op¢ao de “Manter uma sequéncia pré-definida”
ficou assinalada como “Nao”.

Similarmente, a pendltima linha da Tabela 6.10 indica os testes feitos com a Matriz de
Avaliacdo modificada (+ c,,41), mantendo a ordem de preferéncia definida pelo decisor na
anélise com oito critérios (c; > ¢, > cg > cg > €, > €5 > ¢, > €3), 0 que resultou no vetor
KA¢~ED_E a (ltima linha da Tabela 6.10, sdo os testes realizados com a mesma matriz,
porém sem considerar a ordem de preferéncia, o que resultou no vetor K4¢.

Percebe-se que, de modo geral, as repeticGes realizadas com o AG nas combinacdes,
de matrizes de avaliacdo com vetores de constante de escala, ndo tiveram grandes variagoes
nos valores obtidos, tanto para os valores da constante de escala para cada vetor, quanto para
a solucdo, que engloba as informagdes de “Custo para realiza¢ao” e “Valor do Portf6lio”. Isso
deve-se, principalmente, as caracteristicas do banco de dados, que tem alguns dos
projetos/instancias com alto custo para realizacéo e que, consequentemente, dificilmente seréo
selecionados para compor o portfélio. Sendo assim, o algoritmo seleciona, quase sempre, 0s
mesmos projetos, tendo assim pouca ou nenhuma variagao no quesito “Custo para realizagao”
e “Valor do Portf6lio”.
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Tabela 6.10 - Melhores valores encontrados e estatisticas basicas, em 10 repeticdes feitas do AG com os vetores de constante de escala combinados com as matrizes de

avaliacdo
Matriz de Vetor de Estatisticas Valores de constante de escala (pesos) em cada critério Solucéo
L constante de L Custo para Valor
Avaliagdo escala (peso) basicas i c2 €3 €4 ‘s ‘s €7 Cs realizacdo Portfélio (V)
Melhor vetor 0,012 0,001 0,017 0,02 0,016 0,475 0,457 878468 107,701276
KAG-FS Média 0,1154 0,037 0,197 01203  0,1159  0,2629 0,259 878468 107,309324
Desvio Padréo 0,0375 0,062 00373 00366 00364 00771  0,0722 0 0,01491
Matriz de Melhor vetor 0,489 0 0 0 0 0,001 0,499 884361 117,889081
Avaliagio K AG-ED Média 0,493 0 0 0,0005 0 0,0062  0,4976 884361 117,776978
Inicial MA Desvio Padréo 0,002 0 0 0,0008 0 0,0043  0,0027 0 0,0691
Melhor vetor 0,89 0 0,055 0 0 0,009 0,044 884361 122,415692
KAG Média 0,8069  0,0033  0,0242 0,003 0,0053  0,0026  0,1527 884361 121,357653
Desvio Padréo 0,0578  0,0073  0,0307  0,0069 0,076  0,0047  0,0663 0 0,7676
Melhor vetor 0,001 0 0,014 0,021 0,001 0,851 0,107 813879 110,863443
KAG-FS Média 0,0085 0 0,0291 0,382 00169 07182  0,1139 813879 109,168051
Desvio Padréo 0,0095 0 0,0118  0,0148 00099 02281  0,0191 0 1,1180
Matriz de Melhor vetor 0,332 0 0 0 0 0,332 0,334 813879 103,410895
Avaliagao K AG—ED Média 0,3323 0 0 0,0004 0 0,3307  0,3342 813879 103,393995
modificada Desvio Padrdo | 0,0007 0 0 0,0013 0 0,0032  0,0004 0 0,0412
(_ ailyi = 0)
Melhor vetor 0,024 0 0,01 0 0 0,917 0,048 813879 112,142323
KAG Média 0,0102  0,0101 0,004 00035 00046 08724  0,0936 813879 111,334557
Desvio Padréo 0,0135 00176  0,0050  0,0042  0,0078  0,0472  0,0512 0 0,6763
Melhor vetor 0,499 0 0 0 0 0 0,5 0 884361 117,90603
. K AG—ED Média 0,4917 0 0 0,0002  0,0001  0,0303  0,4951  0,0004 884361 117,682332
Matriz de Desvio Padréo 0,0053 0 0 0,0006  0,0003 00673  0,0049 0,001 0 0,1786
Avaliacdo
modificada Melhor vetor 0,946 0 0,002 0 0 0 0,048 0 884361 123,350967
(+ cm+1) KAG Média 08915  0,0101 00113  0,0014 0 0,0608  0,0569 0 883516,6 122,289363
Desvio Padréo 0,0541 00121  0,0167  0,0027 0 0,1140  0,0451 0 1692,2983 0,8650
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Os resultados de todas as 10 repeti¢des realizadas com o AG, em cada caso descrito na

Tabela 6.10, estdo expostos nos Anexo de L até S.

6.2.6. Caso Il: Resultados

Um resumo geral das 13 solugdes encontradas para o Caso Il esta apresentado na
Tabela 6.11. Nesta tabela, é possivel verificar as solucdes para as combinacdes de cada Matriz
de Avaliacdo com cada vetor de constante de escala (peso), obtidos no decorrer do processo
de anélise, seguindo-se as fases e procedimentos descritos no framework proposto.

Tabela 6.11 - Solucdes encontradas para o Caso |l

Matriz de C\éﬁg;riis Ordem de preferéncia dos Projetos Sglifoasara Valordo
AEETE de escala Crlite e selecionados | realizagdo | portf6lio
12345678
KFS =[0,012; 10 11 12 13 14
0001: 0.017 15 16 17 18 19
OlOZO: 0,016: Ce > C7>C4 >C3>C5>C1 >Cy 20 21 24 25 26 878468 107,688880
VLY k2 27 28 29 30 31
0,475;0,457] 32 33 34 35 36
38 39 40
12345678
ED — . 10 11 12 13 14
16028.[3’0216‘?.’ 15 16 17 18 19
01101’ 0’057’ C7 > 1 > Ce > Cy > Cs > Cy > C3 20 21 24 25 26 878468 110,348306
Lty 27 28 29 30 31
0,246; 0,289] 32 33 34 35 36
38 39 40
12345678
KAGTES = 10 11 12 13 14
[0,012; 0,001; 15 16 17 18 19
MA 0,017; 0,02; Cg > Cy>Cq>C3>Cs>0Cp > Cy % 20 21 24 25 26 | 878468 | 107,701276
0,016; 0,475; 27 28 29 30 31
0,457] 32 33 34 35 36
38 39 40
12345678
KAGTED = 10 11 12 13 14
[0,489; 0,000; 15 16 17 18 19
0,000; 0,000; C7 > €1 > Cg > Cq > C5 > Cy > C3 % 20 21 25 26 27 | 884361 | 117,889081
0,000; 0,001; 28 29 30 31 32
0,499] 33 34 35 36 37
38 39 40
12345678
K4¢ =10,890; 10 11 12 13 14
0.000- 0.055- 15 16 17 18 19
O’OOO’ O’OOO’ C1 > C3 > Cy > Ce z Cy z Cy z Cg ** 20 21 25 26 27 884361 1221415692
PO WU 28 29 30 31 32
0,009; 0,044] 33 34 35 36 37
38 39 40

Continua..




Tabela 6.12 - Solucdes encontradas para o Caso Il (continuacdo
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12456789

KFS =10,012; 10 12 14 15 16
0,001; 0,017; 17 18 19 20 21
0.020: 0.016- Co>C7>C4>C3>C5>C1 >Cy 24 26 27 28 30 813879 105,146697
0,475; 0,457] % 32 33 35 38
o 12456789
K*> =0,260; 10 12 14 15 16
8*%?3 8’82‘;3 == cs=c e |5 20 192021 813879 | 97911032
0,246; 0,289] 31 32 33 35 38
40
KAG-FS = 12456789
MA [0,001; 0,000; ig ig 1;‘ ;g ;i
modificada | 0.014;0,021; Co > Cp>Cq>C3 > C5>Cp > Cy % 24 26 27 28 30 | 813879 | 110,863443
(- a;ly; = 0) | 0.001;0,851; 31 32 33 35 38
0,107] 40
KAG-ED = 12456789
[0,332; 0,000; AR
0,000; 0,000; C7 > €1 > Cg > Cy >C5>Cy >C3 % 24 26 27 28 30 813879 103,410895
0,000; 0,332; 31 32 33 35 38
0,334] 40
i 12456789
K46 =[0,024; 10 12 14 15 16
8'888: 8883 Co>crma XX Ros | o 21920211 gi379 | 112142323
0,917; 0,048] 31 32 33 35 38
40
o 12345678
KED =[0,227; 10 11 12 13 14
0,025; 0,012; 15 16 17 18 19
0,088; 0,050; C7>CL>Cg>Cg>Cy>C5>Cy>C3 | 202124 25 26 878468 102,423679
0,215; 0,253; 27 28 29 30 31
0,126] 32 33 34 35 36
38 39 40
12345678
KACTED = 10 11 12 13 14
MA [0,499; 0,000; 15 16 17 18 19
modificada | 0,000;0,000; | c; >c1 >cg>Cg>Cy >C5>Cy >c3* | 2021 25 26 27 884361 117,90603
(+ Cmsa) 0,000; 0,000; 28 29 30 31 32
0,500; 0,000] 33 34 35 36 37
38 39 40
e 12345678
K4% =[0,946; 10 11 12 13 14
0,000; 0,002; 15 16 17 18 19
OV, U, 002, = o =c, = ce =
0,000; 0,000; ATZBZaRGEGRGE0% V50212526 27| 884361 | 123,350967
0,000: 0,048: ~ Cg ** 28 29 30 31 32
0,000] 33 34 35 36 37

38 39 40

* ¢; > ¢j4q indica que o critério ¢; € preferivel ao critério c;,.1, desconsiderando o arredondamento dos valores;
** ¢; Z cj4q indica que o critério c; € preferivel ou equivalente ao critério cj 4.

Neste caso, novamente, ressalta-se que por conta do arredondamento dos valores de

constante de escala (peso) de cada um dos critérios, as vezes ndo é possivel verificar a ordem

de preferéncia/importancia dos mesmos, uma vez que se optou por representa-los com apenas

quatro casas decimais. Porém, a ordem € sempre respeitada e mantida para os vetores que

possuem essa condicdo, que no caso do K4¢~FS ¢ respeitada a mesma ordem do KF5 e,

similarmente, no caso do K4¢~ED ¢ respeitada a mesma ordem do K%P. E, também por conta

do arredondamento dos valores, ndo foi possivel identificar a ordem completa dos vetores

K46,
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Pelos dados descritos na Tabela 6.11, constata-se que os valores do portfolio obtidos a
partir dos vetores otimizados pelo AG foram sempre superiores em relacdo ao seu respectivo
vetor original. Por exemplo, os vetores K4¢~EP  proporcionaram um “Valor do Portfolio”
superior ao dos vetores KEP e 0 mesmo vale para os vetores K45~FS que resultaram em um
valor de portfélio maior do que o K¥S. Por sua vez, o vetor que ndo considera a ordem de
importancia/preferéncia pré-estabelecida, o K4¢, teve um resultado superior aos demais
quanto ao “Valor do Portfolio”.

Embora os vetores obtidos pelo procedimento de AG tenham resultado em melhores
valores de portfolio, o propdsito maior de utilizar-se deste procedimento € proporcionar
condicdes de serem calculados portfélios 6timos em situagdes em que o decisor ndo esteja
apto, ou ndo deseja, efetuar a elicitacdo de magnitude dos pesos.

Por exemplo, considerando qualquer caso real, em que o decisor € uma pessoa
experiente no assunto, tenha sua estrutura de preferéncias bem definida, e esteja disponivel
para que seja realizada a elicitacdo das constantes de escala, a solucdo obtida com este vetor
(no caso KEP) sera altamente satisfatoria. Porém, para um decisor que ndo tenha todas essas
qualificagdes, é muito mais simples ele informar somente a ordem dos critérios e, a partir da
otimizac&o com o AG, obter uma solugdo com o vetor K4¢~ED,

Da mesma forma, o uso de registros historicos é extremamente valioso quando se trata
de decisdes recorrentes, como € o caso da decisdo de concessdo de crédito bancario. Estas
informagdes podem ser utilizadas para classificar as instdncias em “sucesso” ou insucesso”,
com base em um algoritmo que pode atingir até 85% de acurécia, e até mesmo para informar
qual ¢ a probabilidade de “sucesso” de um determinado projeto, com base no treinamento das
redes bayesianas. Uma outra informacdo relevante obtida com os registros histéricos é o
ranking dos atributos mais importantes que, por sua vez, pode vir a substituir a ordem de
preferéncia fornecida pelo decisor, quando este ndo esta disponivel, ou entdo ser usado como
uma informacao util para auxiliar o decisor no processo de ordenacéo e defini¢do de pesos dos

critérios.
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7. CONSIDERACOES FINAIS E TRABALHOS FUTUROS

Esta pesquisa elaborou um modelo de anéalise de decisdo multicritério para problemas
de selecdo de portfdlio, empregando uma visdo multidisciplinar, que englobou a aplicacédo de
técnicas, metodos e ferramentas ndo somente da area de decisdo multicritério, mas também de
outras areas do conhecimento, que estdo intimamente ligadas com a area de PO, tais como:
estatistica; inteligéncia artificial;, aprendizagem de maquina; computacdo evolucionaria e
otimizacdo combinatoria. Vale destacar que o levantamento bibliografico realizado
demonstrou a necessidade de mais estudos que relacionem a area de decisdo multicritério com
demais campos do conhecimento da PO, principalmente se tratando do problema de sele¢éo
de portfolio.

O resultado da pesquisa foi a criacdo de um framework de analise, constituido de
diversas fases e procedimentos, que considera tanto a diversidade das possibilidades de casos,
quanto a flexibilidade para a aplicacdo de diferentes métodos e/ou técnicas, porém com uma
estrutura solida e bem organizada dos possiveis caminhos a serem seguidos, rumo a melhores
solucdes para o problema de selecao de portfolio.

As justificativas que nortearam o0s objetivos desta pesquisa devem-se principalmente a
dois fatores recorrentes nos dias atuais, no que tange o contexto da deciséo: na dificuldade em
estabelecer os parametros necessarios para aplicacdo dos métodos, e no uso das experiéncias
passadas como forma de aprendizado para tomada de melhores decisGes no presente.

O framework desenvolvido fornece suporte a decisdes que se enquadram em um, ou
ambos, dos fatores acima mencionados, por meio da aplicacdo e implementacdo de técnicas
que auxiliaram na determinacdo dos pardmetros, em especifico as constantes de escala
(pesos), e na predicdo da classificacdo de novos projetos, com base em registros histéricos,
resultando assim em solu¢fes mais confiaveis, e até mesmo otimizadas.

Todas as quatro fases principais do framework que constituem o modelo proposto,
bem como seus respectivos procedimentos, foram definidos com relacdo aos objetivos
estabelecidos e também com relacdo aos possiveis métodos e/ou técnicas que podem ser
utilizados. Como por exemplo, na Fase de Predicdo e no procedimento de Aprendizagem
Supervisionada foram elencados varios algoritmos classificadores que podem ser utilizados,
porém nao necessariamente é obrigatorio o uso de todos eles, tendo o analista/especialista a
total liberdade de escolher o algoritmo que deseja utilizar.

Na Fase de Selecdo e Otimizacdo foi necessaria a implementacdo dos algoritmos

propostos em um software, desenvolvido em parceria com pesquisadores da Universidade
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Federal de Pernambuco, cuja implementacdo e integracdo do algoritmo genético com o
método de selegdo de portfolio foi realizado pela autora. Foram realizados testes com o
software desenvolvido, tanto com um problema hipotético, quanto em estudos de caso reais,
obtendo-se assim resultados satisfatorios.
Vale ressaltar algumas consideracOes referentes ao modelo do framework proposto,
bem como da aplicabilidade do mesmo, como seguem:
» Das premissas e limitacdes do modelo: os problemas a serem resolvidos pelo
modelo sdo exclusivamente da problematica de selecdo de portfélio, com uma
Unica restricao;
» Da implementagdo do software: somente a fase de Sele¢do e Otimizagdo foi
implementada de forma integrada em um software;
» Dos estudos de caso: ambos os estudos de caso foram adaptados, com a

introdugdo de uma Unica restri¢do hipotética, a fim de utilizar-se do modelo.

Por fim, embora visto que o modelo proposto no framework de analise encontra-se
bem estruturado, com as etapas bem definidas, buscando abranger o maior nimero de
possibilidades de casos para a aplicacdo em problemas reais de selecdo de portfolio, muitos
esforgos ainda sdo necessarios para aprimorar as contribuicdes que o modelo pode e podera
oferecer, principalmente no que diz respeito a implementacdo do modelo em um software que
tenha um sistema integrado completo de todas as fases. Além desta necessidade, outras
sugestdes de pesquisas, que tém grande potencial para um futuro promissor do modelo, sdo:

» Possibilidade da introducdo de mais de uma restricdo no software, que

implementa o problema de programacéo linear inteira considerado no modelo;

» Possibilidade de escolha de qual ou quais métodos ou métricas deseja-se efetuar a
andlise, de forma automatica em um anico software;

» Possibilidade de trabalhar com informacdes parciais e/ou incompletas, com
relacdo ao desempenho de cada alternativa em cada critério;

» A aplicacdo do modelo proposto em outros estudos de casos, principalmente em
situacdes reais que tenham os dados de registros historicos como, por exemplo,
em instituices financeiras de fomento, instituicdes de ensino superior ou outras
instituicbes que necessitem da aplicacdo de ferramentas para a selecdo de

portfélio.
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ANEXO B - Exemplo do arquivo de saida do algoritmo genético

| outputAG.bet - Bloco de notas
Arquive Editar Formatar Exibir  Ajuda
GENETIC ALGORITHM OUTPUT

Chromosome Size: 3
Keep the gene sequence: Yes (1 8 2 )
Population Size: 5
Manually added chromosome:
Selection Function: Select Function
Genetic Operators:
Simple Crossover - Rate: 8,8
Binary Mutation - Rate: 8,1
Crossover Points: 1
Termination Criteria:
Number of generation: 1@
Evaluation Function: Maximization

Initial Population (normalized): Chromossome and Fitness Walue

8,419@ @,4460 ©,1330 - Fitness:19,6806889823356
08,3726 @,527@ ©,1080 - Fitness:20,3265330118627
@,189e @,7420 ©,0680 - Fitness:22,2806846341651
08,3858 @,4320 ©,1820 - Fitness:19,9529939478226
08,3260 @,4720 ©,2010 - Fitness:20,576082749194

Initial Population (normalized and ordered): Chromossome and Fitness Walue

@,189e @,7420 ©,0680 - Fitness:22,2806846341651
8,3268 @,4720 ©,201@ - Fitness:20,576@82749194
@,37206 @,5270 ©,1000 - Fitness:20,3265338118627
08,3858 @,4320 ©,1820 - Fitness:19,9529939478226
8,419 @,4468 ©,1330 - Fitness:19,6806889823356

Output of each Iteration

Selected Parents:
08,3268 0,4720 @,201@
B8,3858 0,4320 06,1826

Created children: Chromossome and Fitness Value
08,3468 0,4599 @,193@ - Fitness:28,358467293891
B8,3638 0,4460 06,1898 - Fitness:28,1826597872853

New Population (normalized and ordered): Chromossome and Fitness Walue

B,18%@ @,7420 ©,0680 - Fitness:22,2806846341651
08,3260 ©,4720 0,201@ - Fitness:20,5760882749194
B,3460 ©,4590 ©,1938@ - Fitness:20,358467293891
e,372e @,5270 ©,1@8@ - Fitness:28,3265338110627
B,3630 ©,4460 0,189 - Fitness:208,1826597872@53

Selected Parents:
@8,2870 0,499 @,2120
@,2599 06,5198 08,2218

Created children: Chromossome and Fitness Value
@8,2799 @,5858 @,21580 - Fitness:21,8658854244194
B,26706 ©,5148 08,2180 - Fitness:21,1889346878421

New Population (normalized and ordered): Chromossome and Fitness Value

68,1896 @,74280 ©,0680 - Fitness:22,2806846341651
8,2366 @,5358 ©,2270 - Fitness:21,5074906994987
68,2596 @,5198 ©,221@ - Fitness:21,2734752585588
08,2676 @,5148 ©,2180 - Fitness:21,1889346078421
68,2760 @,5128 ©,217@0 - Fitness:21,1575358188682

AG - version 1.1 (20818). Developed by students of PPGEPS(PUCPR) and CDSID(UFPE)
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ANEXO C - Dados do problema do estudo de Caso |
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) Impacto no Alinhamento Mel.horla de Contrlbylgae Probabilidade de .
Projetos - Indicadores para Satisfacéo Complexidade Custo/Consumo
Resultado Estratégico " Sucesso
Regulados dos Clientes

AMO1 2 3 2 1 0,35 2 172018877,00
AMO2 2 2 1 1 0,85 1 216278053,00
AMO3 3 3 3 3 0,6 1 296494327,00
AMO4 3 2 3 3 0,6 3 116691864,00
AMO5 1 3 2 3 0,85 2 80254837,00

AMO6 2 3 1 1 0,35 3 256396295,00
AMO7 1 3 2 3 0,6 2 305070741,00
AMO8 2 3 1 1 0,85 2 314741806,00
AMO9 1 1 1 1 0,6 1 134817027,00
AM10 1 2 2 2 0,6 2 112186121,00
AM11 1 3 1 1 0,85 2 130684093,00
AM12 1 3 1 1 0,6 1 222684021,00
AM13 1 1 2 1 0,6 2 259829384,00
AM14 2 1 2 1 0,6 2 162279468,00
AM15 2 1 2 1 0,6 1 232890098,00
AM16 2 2 2 1 0,6 1 120372849,00
AM17 2 2 2 1 0,6 2 209612840,00
RRO1 1 1 1 2 0,6 3 148564320,00
RR02 2 2 2 1 0,85 3 30692596,00

RRO3 2 3 3 3 0,6 1 80892834,00

RR04 2 2 1 1 0,85 1 271544067,00
RR05 3 2 2 2 0,85 2 296802038,00
RR06 1 2 2 1 0,6 3 296665873,00
RRO7 2 3 2 1 0,6 1 149901060,00
RR08 1 1 2 1 0,6 1 270487321,00
RR09 1 2 2 1 0,6 2 92613326,00

RR10 2 2 3 3 0,85 1 249432460,00
RR11 1 2 3 3 0,85 3 179749576,00
RR12 2 3 2 2 0,35 3 134412969,00
RR13 2 1 1 1 0,6 2 45339168,00

RR14 1 3 2 1 0,6 2 279959862,00
RR15 2 2 3 3 0,6 1 221479668,00
RR16 3 2 2 1 0,6 2 287823097,00
RR17 2 2 1 3 0,85 2 289154585,00
RR18 2 2 3 2 0,85 2 78256397,00

RR19 3 2 2 1 0,6 1 235046108,00
RR20 3 3 3 1 0,6 1 118754829,00
RR21 1 1 2 2 0,85 3 60287968,00

RR22 2 2 2 1 0,85 2 98767616,00

RR23 1 3 1 3 0,85 2 140931304,00
SCco1 1 3 1 3 0,85 2 307422357,00
SC02 1 2 2 2 0,85 2 295998994,00
SCo3 1 3 2 3 0,6 2 52853394,00

SCo4 1 2 1 2 0,85 1 54771828,00

SC05 1 2 1 1 0,85 3 297145718,00
SC06 1 2 1 1 0,85 3 75912688,00

Sco7 1 1 1 1 0,6 3 161234532,00
Scos 1 1 1 1 0,85 3 118260306,00
SC09 1 3 1 1 0,85 3 275922980,00
SC10 1 3 1 2 0,6 3 202665791,00
SC11 1 3 1 1 0,85 3 55230378,00

SC12 1 3 1 3 0,85 2 98009589,00

SC13 2 3 1 1 0,85 3 187218184,00
SC14 2 2 2 1 0,6 2 309482910,00
NCO1 3 3 1 1 0,85 1 145683713,00
NC02 2 1 2 1 0,85 3 184945302,00
NCO3 2 2 1 3 0,85 2 99073968,00

NCO4 2 3 1 3 06 3 267309347,00
NC05 3 2 2 1 0,6 2 48762549,00

NC06 2 2 1 3 06 2 203627803,00
NCO7 1 2 1 2 0,85 3 231297397,00
NC08 1 3 2 1 0,6 3 130318712,00
NC09 3 3 1 1 0,85 2 118597910,00
NC10 2 3 2 1 06 1 293764626,00
NC11 1 1 2 1 0,85 3 266835902,00
NC12 3 3 2 2 0,6 1 121904088,00
NC13 1 3 1 1 0,85 3 198628943,00
NC14 1 2 1 1 0,85 3 182423296,00
NC15 2 3 1 1 0,85 2 160873561,00
NC16 2 3 2 1 0,85 2 256640214,00
NC17 3 3 1 2 0,85 2 102624691,00
NC18 1 2 1 1 0,6 3 116997100,00
NC19 2 3 1 3 0,85 3 66784992,00

NC20 2 3 1 2 0,85 2 90676640,00

NC21 2 2 1 3 0,6 1 195795865,00
NC22 3 3 1 1 0,85 1 155876074,00
NC23 3 3 1 1 0,6 1 273562126,00
NC24 3 3 2 1 0,6 2 121822732,00
NC25 2 2 2 1 0,35 3 264279479,00
NC26 3 2 2 1 0,85 1 193459473,00
NC27 2 2 1 2 0,85 2 298436703,00
NC28 3 3 1 1 0,85 2 70822994,00

NC29 1 1 1 1 0,35 3 82539961,00
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ANEXO D - Dados parciais do problema do estudo de Caso Il

[FATURAMENTO] FUNCIONARIOS [DATA CONSTITUIGAO[CLIENTE DESDE | SEGMENTO __ [RISCO] ___RESTRICAO
2.512.000 11|novembro, 2004 maio, 2005 PEQUENA EMPRESA C RESTRICAO IMPEDITIVA
3.893.314 6[margo, 1992 janeiro, 2006 PEQUENA EMPRESA A SEM RESTRICOES
4.638.333 30|setembro, 1988 novembro, 2004 |PEQUENA EMPRESA B RESTRICAO IMPEDITIVA

13.227.379 0|dezembro, 2007 fevereiro, 2013 [EMPRESA B RESTRICAO IMPEDITIVA
672.080 O[maio, 2013 novembro, 2013 |MICROEMPRESA B SEM RESTRICOES
1.415.162 6[junho, 2012 janeiro, 2013 PEQUENA EMPRESA E RESTRICAO IMPEDITIVA
416.889 5|fevereiro, 1975 outubro, 1976 MICROEMPRESA A RESTRICAO FRACA/INFO
914.286 3|abril, 1973 marco, 1977 MICROEMPRESA A RESTRICAO FRACA/INFO
87.834 1[janeiro, 1986 maio, 1986 MICROEMPRESA B RESTRICAO FRACA/INFO
216.061 3|agosto, 1985 novembro, 1989 |MICROEMPRESA A RESTRICAO FRACA/INFO
231.716 6|julho, 1989 julho, 1990 MICROEMPRESA A RESTRICAO IMPEDITIVA
2.111.938 12|maio, 2001 setembro, 2014 |PEQUENA EMPRESA C SEM RESTRICOES
251.120 14|julho, 1991 julho, 1999 MICROEMPRESA C RESTRICAO IMPEDITIVA
155.800 1{novembro, 2001 janeiro, 2002 MICROEMPRESA A SEM RESTRICOES
1.602.162 8|abril, 2004 junho, 2004 PEQUENA EMPRESA A SEM RESTRICOES
2.658.491 19|maio, 1992 abril, 2005 PEQUENA EMPRESA A RESTRICAO FRACA/INFO
7.825.019 20[novembro, 2003 julho, 2005 EMPRESA A SEM RESTRICOES
121.000 O|maio, 1988 outubro, 2005 MICROEMPRESA B SEM RESTRICOES
3.020.230 17|setembro, 2004 julho, 2006 PEQUENA EMPRESA A SEM RESTRICC)ES
2.028.000 25[agosto, 1993 junho, 2006 PEQUENA EMPRESA B SEM RESTRICOES
2.810.498 3|maio, 2006 setembro, 2011 |PEQUENA EMPRESA E RESTRICAO IMPEDITIVA
2.037.535 11|setembro, 2006 margo, 2006 PEQUENA EMPRESA A SEM RESTRICOES
271.472 1[fevereiro, 2006 fevereiro, 2006 |[MICROEMPRESA C RESTRICAO FRACA/INFO
615.746 4lagosto, 2001 setembro, 2006 |MICROEMPRESA B RESTRICAO FRACA/INFO
199.350 0labril, 1990 janeiro, 2006 MICROEMPRESA B SEM RESTRICOES
775.100 3|dezembro, 1994 maio, 2009 MICROEMPRESA A SEM RESTRICOES
2.376.895 12|janeiro, 1986 outubro, 2006 PEQUENA EMPRESA A SEM RESTRICC)ES
13.296.652 45|setembro, 2006 novembro, 2006 |EMPRESA A RESTRICAO FRACA/INFO
918.700 1{margo, 2006 setembro, 2007 |MICROEMPRESA B SEM RESTRICOES
2.052.151 13|fevereiro, 2002 fevereiro, 2007 [PEQUENA EMPRESA A RESTRICAO FRACA/INFO
392,711 6[marco, 2007 outubro, 2007 MICROEMPRESA C RESTRICAO FRACA/INFO
968.852 2|abril, 2007 maio, 2007 MICROEMPRESA B SEM RESTRIC@ES
635.228 3ljaneiro, 2007 agosto, 2007 MICROEMPRESA B SEM RESTRICOES
947.389 6[agosto, 1997 novembro, 2009 |MICROEMPRESA B RESTRICAO IMPEDITIVA
2.615.658 6|junho, 2004 outubro, 2009 PEQUENA EMPRESA E RESTRICAO IMPEDITIVA
504.419 6[novembro, 2007 setembro, 2007 |MICROEMPRESA A RESTRICAO FRACA/INFO
3.236.017 14|agosto, 2003 fevereiro, 2008 [PEQUENA EMPRESA E RESTRICAO IMPEDITIVA
2.439.222 3|abril, 2006 margo, 2008 PEQUENA EMPRESA B SEM RESTRICOES
3.023.129 3|agosto, 2007 abril, 2008 PEQUENA EMPRESA E RESTRICAO IMPEDITIVA
1.229.720 5(julho, 2007 abril, 2008 PEQUENA EMPRESA B RESTRICAO FRACA/INFO
301.913 2|agosto, 2008 junho, 2008 MICROEMPRESA B SEM RESTRICOES
7.630.600 18|maio, 2005 julho, 2008 PEQUENA EMPRESA A SEM RESTRICOES
10.810.074 176|junho, 2000 janeiro, 2009 EMPRESA C RESTRICAO IMPEDITIVA
1.289.684 4|novembro, 2008 setembro, 2008 |PEQUENA EMPRESA A SEM RESTRICOES
1.153.724 8|maio, 2004 dezembro, 2008 |PEQUENA EMPRESA B SEM RESTRICOES
7.519.929 30|fevereiro, 2008 fevereiro, 2009 [EMPRESA A SEM RESTRICOES
495.400 3|junho, 2007 junho, 2009 MICROEMPRESA E RESTRICAO IMPEDITIVA
2.859.661 40|setembro, 1977 dezembro, 2009 [PEQUENA EMPRESA C RESTRICAO FRACA/INFO
167.162 1[agosto, 1997 junho, 2009 MICROEMPRESA A SEM RESTRICOES
22.449.528 110[janeiro, 1985 abril, 2003 EMPRESA B RESTRICAO FRACA/INFO
105.676 2|junho, 1987 abril, 2001 MICROEMPRESA E RESTRICAO IMPEDITIVA
755.446 4ljulho, 2004 julho, 2009 PEQUENA EMPRESA B SEM RESTRICOES
4.962 0|novembro, 2007 agosto, 2009 MICROEMPRESA E RESTRICAO IMPEDITIVA
176.537 1]agosto, 2009 maio, 2009 MICROEMPRESA B SEM RESTRICC)ES
364.267 0|outubro, 2000 janeiro, 2009 MICROEMPRESA B RESTRICAO FRACA/INFO
690.851 8|fevereiro, 1986 fevereiro, 2010 [MICROEMPRESA C RESTRICAO IMPEDITIVA
2.525.815 3|agosto, 2009 abril, 2010 PEQUENA EMPRESA B SEM RESTRICOES
2.546.600 3|outubro, 2008 abril, 2010 PEQUENA EMPRESA E RESTRICAO IMPEDITIVA
2.400.000 15|agosto, 2010 outubro, 2010 PEQUENA EMPRESA B RESTRICAO IMPEDITIVA




ANEXO E - Matriz de avaliacéo inicial para o Caso |

c1 Cy c3 Cy Cs Ce b:
a, 2 3 2 1 0,35 2 172018877,00
a, 2 2 1 1 0,85 1 216278053,00
az 3 3 3 3 0,6 1 296494327,00
a, 3 2 3 3 0,6 3 116691864,00
as 1 3 2 3 0,85 2 80254837,00
ae 2 3 1 1 0,35 3 256396295,00
a; 1 3 2 3 0,6 2 305070741,00
ag 2 3 1 1 0,85 2 314741806,00
ag 1 1 1 1 0,6 1 134817027,00
aqg 1 2 2 2 0,6 2 112186121,00
as 1 1 1 2 0,6 3 148564320,00
a;, 2 2 2 1 0,85 3 30692596,00
a3 2 3 3 3 0,6 1 80892834,00
14 2 2 1 1 0,85 1 271544067,00
as 3 2 2 2 0,85 2 296802038,00
a6 1 2 2 1 0,6 3 296665873,00
a; 2 3 2 1 06 1 149901060,00
agg 1 1 2 1 0,6 1 270487321,00
ago 1 2 2 1 0,6 2 92613326,00
azo 2 2 3 3 0,85 1 249432460,00
axq 1 3 1 3 0,85 2 307422357,00
az; 1 2 2 2 0,85 2 295998994,00
a3 1 3 2 3 0,6 2 52853394,00
az4 1 2 1 2 0,85 1 54771828,00
azs 1 2 1 1 0,85 3 297145718,00
Qy 1 2 1 1 0,85 3 75912688,00
az; 1 1 1 1 0,6 3 161234532,00
azg 1 1 1 1 0,85 3 118260306,00
ay9 1 3 1 1 0,85 3 275922980,00
aso 1 3 1 2 0,6 3 202665791,00
azq 3 3 1 1 0,85 1 145683713,00
as; 2 1 2 1 0,85 3 184945302,00
ass 2 2 1 3 0,85 2 99073968,00
azy 2 3 1 3 0,6 3 267309347,00
ass 3 2 2 1 0,6 2 48762549,00
ase 2 2 1 3 0,6 2 203627803,00
az; 1 2 1 2 0,85 3 231297397,00
asg 1 3 2 1 0,6 3 130318712,00
azg 3 3 1 1 0,85 2 118597910,00
ay 2 3 2 1 0,6 1 293764626,00

B = R$ 4.101.963.667,00

131



132

ANEXO F - Resultados das 10 repeticGes da aplicacdo do algoritmo genético para o

KAG-ED _Caso |

Repeticdes do algoritmo genético para determinagéo do vetor K4¢-ED

Vetor KAG—ED:

0,497 0,495 0,003 0,000 0,000 0,000

Projetos Selecionados: 1 23 456 9 10 12 13 15 17 19 20 23 24 26
Teste 1 128 30 31 33 34 35 36 38 39 40
Custo para realizacdo: | 4097074350
Valor do Portfélio: | 86,13727458
Vetor K46-ED- | 0,498 0,498 0,002 0,000 0,000 0,000
Projetos Selecionados: 1 2 3 45 6 9 10 12 13 15 17 19 20 23 24 26
Teste 2 128 30 31 33 34 35 36 38 39 40
Custo para realizacdo: | 4097074350
Valor do Portfélio: | 86,21543086
Vetor KA6-ED: | 0,493 0,493 0,006 0,006 0,000 0,000
Proietos Selecionados: 1 23 456 9 10 12 13 15 17 19 20 23 24 26
Teste 3 ) 128 30 31 33 34 35 36 38 39 40
Custo para realizacdo: | 4097074350
Valor do Portfélio: | 86,06963925
Vetor KA6-ED: | 0,496 0,496 0,003 0,002 0,000 0,000
Projetos Selecionados: 1 23 456 9 10 12 13 15 17 19 20 23 24 26
Teste 4 128 30 31 33 34 35 36 38 39 40
Custo para realizacdo: | 4097074350
Valor do Portfélio: | 86,1725175803035
Vetor K46-ED- | 0,493 0,493 0,012 0,001 0,000 0,000
Projetos Selecionados: 1 23 456 9 10 12 13 15 17 19 20 23 24 26
Teste 5 128 30 31 33 34 35 36 38 39 40
Custo para realizacdo: | 4097074350
Valor do Portfélio: | 86,030030053
Vetor K46-ED: | 0,500 0,499 0,000 0,000 0,000 0,000
Projetos Selecionados: 1 2 3 456 8 10 12 13 15 17 19 23 24 26 30
Teste 6 131 32 33 34 35 36 38 39 40
Custo para realizacdo: | 4094251665
Valor do Portfélio: | 86,23873874050
Vetor KA6-ED: | 0,491 0,488 0,009 0,009 0,000 0,000
Projetos Selecionados: 1 23 456 9 10 12 13 15 17 19 20 23 24 26
Teste 7 128 30 31 33 34 35 36 38 39 40
Custo para realizacdo: | 4097074350
Valor do Portfélio: | 85,94533600851
Vetor KA6-ED: | 0,495 0,494 0,006 0,003 0,000 0,000
Projetos Selecionados: 1 2 3 456 9 10 12 13 15 17 19 20 23 24 26
Teste 8 128 30 31 33 34 35 36 38 39 40
Custo para realizacdo: | 4097074350
Valor do Portfélio: | 86,096693418
Vetor K46-ED- | 0,500 0,500 0,000 0,000 0,000 0,000
Projetos Selecionados: 1 23 456 8 10 12 13 15 17 19 23 24 26 30
Teste 9 131 32 33 34 35 36 38 39 40
Custo para realizacdo: | 4094251665
Valor do Portfélio: | 86,25
Vetor KA6-ED- | 0,496 0,496 0,003 0,003 0,000 0,000
Projetos Selecionados: 1 2 3 456 9 10 12 13 15 17 19 20 23 24 26
Teste 10 128 30 31 33 34 35 36 38 39 40

Custo para realizacdo:

4097074350

Valor do Portfélio:

86,15981966069
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ANEXO G - Resultados das 10 repetic6es da aplicacdo do algoritmo genético para o

K46 - Caso |

Repeticdes do algoritmo genético para determinacao do vetor K4¢

Vetor K46: | 0,000 0,784 0,000 0,008 0,000 0,206
Projetos Selecionados: 1 2 4 5 6 7 10 11 12 13 17 19 21 23 24 26
Teste 1 28 29 30 31 33 34 35 36 37 38 39
Custo para realizacdo: | 4094041667
Valor do Portfélio: | 96,949899
Vetor K4%: | 0,000 0.810 0.011 0,000 0,000 0.177
Projetos Selecionados: 1 45 6 7 10 11 12 13 17 19 21 23 24 26 27
Teste 2 28 29 30 31 33 34 35 36 38 39 40
Custo para realizacdo: | 4101465375
Valor do Portfélio: | 97,00701414672
Vetor K46: | 0,000 0,839 0,006 0,002 0,000 0,151
Projetos Selecionados: 1 3 45 6 7 10 12 13 17 19 21 23 24 26 28
Teste 3 29 30 31 33 34 35 36 38 39 40
Custo para realizacdo: | 4088160850
Valor do Portfélio: | 97,50601205090
Vetor K46: | 0,000 0,102 0,001 0,000 0,000 0,896
Projetos Selecionados: 1 4 5 6 10 11 12 13 16 17 19 23 24 25 26 27
Teste 4 28 29 30 32 33 34 3 36 37 38 39
Custo para realizacdo: | 4059578228
Valor do Portfélio: | 98,198198178986
Vetor K46: | 0,000 0,069 0,000 0,000 0,000 0,930
Projetos Selecionados: 1 4 5 6 10 11 12 13 16 17 19 23 24 25 26 27
Teste 5 28 29 30 32 33 34 35 36 37 38 39
Custo para realizacdo: | 4059578228
Valor do Portfélio: | 98,48198198199
Vetor K46: | 0,000 0,782 0,000 0,000 0,009 0,207
Projetos Selecionados: 1 2 45 6 7 8 10 11 12 13 17 19 23 24 26 28
Teste 6 29 30 31 33 34 35 36 37 38 39
Custo para realizacdo: | 4101361116
Valor do Portfélio: | 96,449417512995
Vetor K46: | 0,000 0,169 0,000 0,000 0,000 0,830
Projetos Selecionados: 1 4 5 6 10 11 12 13 16 17 19 23 24 25 26 27
Teste 7 28 29 30 32 33 34 35 36 37 38 39
Custo para realizacdo: | 4059578228
Valor do Portfélio: | 97,73123124637
Vetor K46: | 0,000 0,102 0,001 0,000 0,000 0,896
Projetos Selecionados: 1 4 5 6 10 11 12 13 16 17 19 23 24 25 26 27
Teste 8 28 29 30 32 33 34 35 36 37 38 39
Custo para realizacdo: | 4059578228
Valor do Portfélio: | 98,19819817898
Vetor K46: | 0,000 0,847 0,027 0,000 0,000 0,125
Projetos Selecionados: 1 3 45 6 7 8 10 12 13 17 19 23 24 26 28 29
Teste 9 30 31 33 34 3 36 38 39 40
Custo para realizacdo: | 4095480299
Valor do Portfolio: | 97,2747747803
Vetor K46: | 0,010 0,802 0,000 0,052 0,000 0,135
Projetos Selecionados: 1 3 45 6 7 10 12 13 17 19 21 23 24 26 28
Teste 10 29 30 31 33 34 35 36 38 39 40

Custo para realizacdo:

4088160850

Valor do Portfélio:

96,33183172420
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ANEXO H - Matriz de avaliacéo inicial para o Caso 11

5000
5300
27118

463
15000
50000
49581
45097
110000
5000
10000
20000
6500
10000
24900
24900
30470
60000
50000
55500
69500
200000
395000
44107
51300
6000
10000
8900
10000
39659
1591
30000
25232

371
5000
10000
50000
11700
59300

979
B = R$ 898.410,00

C7

Ce

Cs

Cy

C3

C2

Cq1

a;

a

as

ay

as

Qag

az

ag

L2)

a10
a11
a2
a3
A14
ais
A16
a7
aig
a19
a20
azi
az2
aszs
Az4
azs
26
az7
azg
az9
a3o
aszq
aszz
ass
a3q
ass
a36
aszy
asg
a39
40




ANEXO | — Matriz de registros historicos (parcial) do Caso Il

61 ca 3 ¢, | cs c | ¢ yh
al 3 3 2 3 2 3 1 Adimplente
al 4 3 4 3 2 5 3 Adimplente
al 4 4 4 3 2 4 1 Adimplente
al 4 1 2 1 3 4 1 Inadimplente
al 2 1 1 1 1 4 3 Adimplente
al 3 3 1 1 2 1 1 Inadimplente
ah 1 3 4 4 1 5 2 Adimplente
al 2 2 4 4 1 5 2 Adimplente
at 1 1 4 4 1 4 2 Inadimplente
al, 1 2 4 4 1 5 2 Inadimplente
al, 1 3 4 4 1 5 1 Adimplente
ah, 3 4 3 1 2 3 3 Adimplente
aly 1 4 4 4 1 3 1 Inadimplente
ah, 1 1 3 4 1 5 3 Adimplente
als 3 3 2 3 2 5 3 Adimplente
al 3 4 4 3 2 5 2 Adimplente
ah, 4 4 3 3 3 5 3 Adimplente
aly 1 1 4 3 1 4 3 Adimplente
aly 3 4 2 3 2 5 3 Adimplente
ak, 3 4 4 3 2 4 3 Adimplente
al, 3 2 2 1 2 1 1 Inadimplente
al, 3 3 2 3 2 5 3 Adimplente
al, 1 1 2 3 1 3 2 Adimplente
al, 2 2 3 3 1 4 2 Adimplente
als 1 1 4 3 1 4 3 Adimplente
al, 2 2 4 2 1 5 3 Adimplente
al, 3 4 4 3 2 5 3 Inadimplente
aly 4 4 2 3 3 5 2 Adimplente
aly 2 1 2 3 1 4 3 Adimplente
al, 3 4 3 3 2 5 2 Adimplente
al, 1 3 2 3 1 3 2 Adimplente
al, 2 2 2 3 1 4 3 Adimplente
al; 2 2 2 3 1 4 3 Adimplente
al, 2 3 3 2 1 4 1 Adimplente
als 3 3 2 2 2 1 1 Inadimplente
al, 1 3 2 3 1 5 2 Adimplente
al, 4 4 3 3 2 1 1 Inadimplente
aly 3 2 2 2 2 4 3 Adimplente
alys, 1 2 3 3 1 4 3 Adimplente

135



136

ANEXO J - Matriz de avaliacdo modificada (— a;|y; = 0) para o Caso Il

5000
5300

463
15000
50000
49581
45097
110000
5000
20000
10000
24900
24900
30470
60000
50000
55500
69500
200000
395000
44107
6000
10000
8900
39659
1591
30000
25232
5000
11700

979
R$ 898.410,00

B =

C7

Ce

Cs

Cy

C3

C2

Cq1

a

a

Ay

as

Qag

az

ag

(L2)

a10
a2
A4
a5
Q16
a7
a8
a9
az0
az1
azz
asz3
A24
26
az7
azg
a3o
aszq
aszz
ass
ass
asg
A40
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ANEXO K - Matriz de avaliagdo modificada (+c,,+1) para o Caso Il

5000
5300
27118

463
15000
50000
49581
45097
110000
5000
10000
20000
6500
10000

24900
24900
30470
60000
50000
55500
69500
200000
395000
44107

51300
6000
10000
8900
10000
39659
1591
30000
25232

371
5000
10000
50000
11700
59300

979
R$ 898.410,00

B =

Cg

C7

Ce

Cs

Cy

C3

Cy

Cq1

a

a

as

a,

as

Qae

as

ag

(L2)

a10
ai
a2
a3
A4
a5
Q16
a7
a8
a9
a20
az1
azz
az3
Az4
azs
Q26
azz
azg
az9
a3o
aszq
aszz
ass
a34
ass
a36
aszy
asg
a39
40




ANEXO L - Resultados das 10 repeti¢cdes da aplicacao do algoritmo genético

(MA e KAS—FS - Caso 1)

Repeticdes do algoritmo genético para determinacdo do vetor KA¢—FS

Vetor KAG—FS:

0,127 0,000 0,128 0,128 0,127 0,245 0,243

Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 24 25
Teste 1 26 27 28 29 30 31 32 33 34 35 36 38 39 40
Custo para realizacdo: | 878468
Valor do Portfélio: | 107,294785
Vetor K46-FS. | 0,147 0,000 0,152 0,154 0,148 0,199 0,197
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 24 25
Teste 2 26 27 28 29 30 31 32 33 34 35 36 38 39 40
Custo para realizacdo: | 878468
Valor do Portfélio: | 107,145735
Vetor K46-FS. | 0,012 0,001 0,017 0,020 0,016 0,475 0,457
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 24 25
Teste 3 26 27 28 29 30 31 32 33 34 35 36 38 39 40
Custo para realizacdo: | 878468
Valor do Portfélio: | 107,701276
Vetor K46-FS. | 0,112 0,000 0,114 0,114 0,112 0,274 0,272
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 24 25
Teste 4 26 27 28 29 30 31 32 33 34 35 36 38 39 40
Custo para realizacdo: | 878468
Valor do Portfélio: | 107,368252
Vetor K46-FS. | 0,119 0,002 0,129 0,129 0,119 0,251 0,246
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 24 25
Teste 5 26 27 28 29 30 31 32 33 34 35 36 38 39 40
Custo para realizacdo: | 878468
Valor do Portfélio: | 107,278418
Vetor K46-FS: | 0,126 0,000 0,130 0,131 0,126 0,244 0,239
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 24 25
Teste 6 26 27 28 29 30 31 32 33 34 35 36 38 39 40
Custo para realizacdo: | 878468
Valor do Portfélio: | 107,264956
Vetor K46-FS: | 0,124 0,003 0,133 0,133 0,124 0,241 0,239
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 24 25
Teste 7 26 27 28 29 30 31 32 33 34 35 36 38 39 40
Custo para realizacdo: | 878468
Valor do Portfélio: | 107,270565
Vetor K46-FS: | 0,135 0,008 0,136 0,136 0,135 0,224 0,223
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 24 25
Teste 8 26 27 28 29 30 31 32 33 34 35 36 38 39 40
Custo para realizacdo: | 878468
Valor do Portfélio: | 107,236904
Vetor K46-FS: | 0,129 0,020 0,133 0,133 0,129 0,226 0,226
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 24 25
Teste 9 26 27 28 29 30 31 32 33 34 35 36 38 39 40
Custo para realizacdo: | 878468
Valor do Portfélio: | 107,229283
Vetor K46-FS: | 0,123 0,003 0,125 0,125 0,123 0,250 0,248
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 18 19 20 21 24 25
Teste 10 26 27 28 29 30 31 32 33 34 35 36 38 39 40

Custo para realizacdo:

878468

Valor do Portfélio:

107,303063
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ANEXO M - Resultados das 10 repeti¢cdes da aplicacao do algoritmo genético

(MA e KAS~ED _ Caso 1)

Repeticdes do algoritmo genético para determinagéo do vetor K4¢-ED

Vetor KAG—ED:

0,493 0,000 0,000 0,001 0,000 0,004 0,499

Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 1 "1 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,792518
Vetor KA6-ED: | 0,498 0,000 0,000 0,000 0,000 0,001 0,499
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 2 "1 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,889081
Vetor K46-ED: | 0,492 0,000 0,000 0,002 0,000 0,008 0,496
Proietos Selecionados: 1234567810 11 12 13 14 15 16 17 18 19 20 21 25 26
Teste 3 J " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,719326
Vetor K46-ED: | 0,492 0,000 0,000 0,000 0,000 0,011 0,495
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 18 19 20 21 25 26
Teste 4 " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,707958
Vetor K46-ED: | 0,496 0,000 0,000 0,000 0,000 0,005 0,498
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 18 19 20 21 25 26
Teste 5 " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,815627
Vetor KAG6-ED: | 0,495 0,000 0,000 0,000 0,000 0,002 0,501
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 6 | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,843441
Vetor KAG-ED: | 0,492 0,000 0,000 0,000 0,000 0,015 0,492
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 7 " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,657451
Vetor KAG-ED: | 0,493 0,000 0,000 0,000 0,000 0,006 0,500
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 8 " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfolio: | 117,770027
Vetor KA6-ED- | 0,493 0,000 0,000 0,000 0,000 0,007 0,499
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 9 "1 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfolio: | 117,758808
Vetor KA6-ED- | 0,495 0,000 0,000 0,002 0,000 0,003 0,497
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 10 "1 27 28 29 30 31 32 33 34 35 36 37 38 39 40

Custo para realizacdo:

884361

Valor do Portfélio:

117,815544
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ANEXO N - Resultados das 10 repeti¢des da aplicagdo do algoritmo genético

(MA e KA¢ - Caso 1)

Repeticdes do algoritmo genético para determinacao do vetor K4¢

Vetor KA¢: | 0,748 0,003 0,000 0,000 0,000 0,000 0,248
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 1 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 120,834467
Vetor K4¢: | 0,849 0,000 0,028 0,000 0,000 0,013 0,108
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 2 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 121,906723
Vetor K46: | 0,829 0,000 0,000 0,000 0,017 0,000 0,153
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 18 19 20 21 25 26
Teste 3 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 121,521487
Vetor K46: | 0,769 0,000 0,038 0,022 0,019 0,004 0,144
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 18 19 20 21 25 26
Teste 4 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 120,3985018
Vetor K46 | 0,784 0,007 0,000 0,003 0,011 0,000 0,191
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 18 19 20 21 25 26
Teste 5 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 121,042388
Vetor KA¢: | 0,835 0,000 0,000 0,005 0,000 0,000 0,159
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 6 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 121,863270
Vetor KA¢: | 0,880 0,023 0,031 0,000 0,000 0,000 0,065
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 7 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 122,317717
Vetor KAG: | 0,765 0,000 0,000 0,000 0,000 0,000 0,234
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 8 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfolio: | 121,055800
Vetor K4¢: | 0,720 0,000 0,090 0,000 0,006 0,000 0,181
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 9 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 120,220487
Vetor K4¢: | 0,890 0,000 0,055 0,000 0,000 0,009 0,044
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 10 27 28 29 30 31 32 33 34 35 36 37 38 39 40

Custo para realizacdo:

884361

Valor do Portfélio:

122,415692
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ANEXO O - Resultados das 10 repeticoes da aplicacdo do algoritmo genético

(MA_ o1y € K4¢7F% - Caso 1)

Repeticdes do algoritmo genético para determinacéo do vetor K4¢—FS

Vetor KAG-FS:

0,002 0,000 0,020 0,024 0,007 0,822 0,120

— Projetos Selecionados: %02311 552 6337 32?5 9381(31012 14 15 16 17 18 19 20 21 24 26 27 28
Custo para realizacdo: | 813879
Valor do Portfélio: | 110,224322
Vetor K46-FS. | 0,015 0,000 0,048 0,049 0,016 0,730 0,140
e Projetos Selecionados: %02311 552 6337 32?5 9381(31012 14 15 16 17 18 19 20 21 24 26 27 28
Custo para realizagdo: | 813879
Valor do Portfélio: | 107,921951
Vetor K46-FS: | 0,009 0,000 0,036 0,041 0,020 0,795 0,094
e Projetos Selecionados: %02311 ;32 6337 385 9381(4]1012 14 15 16 17 18 19 20 21 24 26 27 28
Custo para realizacdo: | 813879
Valor do Portfélio: | 109,064217
Vetor K46-FS: | 0,010 0,000 0,025 0,029 0,017 0,800 0,117
T Projetos Selecionados: %02311 3?2 6337 385 9381(4)1012 14 15 16 17 18 19 20 21 24 26 27 28
Custo para realizacdo: | 813879
Valor do Portfélio: | 109,521249
Vetor K46-FS: | 0,030 0,000 0,041 0,046 0,032 0,735 0,114
e Projetos Selecionados: %02311 :?2 6337 3&; ?38191012 14 15 16 17 18 19 20 21 24 26 27 28
Custo para realizacdo: | 813879
Valor do Portfélio: | 107,757314
Vetor K46-FS. | 0,015 0,000 0,036 0,044 0,030 0,740 0,133
i Projetos Selecionados: %02311 ??2 6337 385 9381(4]1012 14 15 16 17 18 19 20 21 24 26 27 28
Custo para realizacdo: | 813879
Valor do Portfélio: | 107,987806
Vetor K46-FS. | 0,002 0,000 0,030 0,061 0,022 0,806 0,076
i Projetos Selecionados: %02311 ??2 6337 385 9381(4]1012 14 15 16 17 18 19 20 21 24 26 27 28
Custo para realizacdo: | 813879
Valor do Portfélio: | 108,822155
Vetor K46-FS. | 0,000 0,000 0,030 0,051 0,017 0,792 0,108
i Projetos Selecionados: %02311 ??2 6337 385 938191012 14 15 16 17 18 19 20 21 24 26 27 28
Custo para realizacdo: | 813879
Valor do Portfélio: | 108,931374
Vetor K46-FS. | 0,001 0,000 0,011 0,016 0,007 0,831 0,130
e Projetos Selecionados: %()23;1 ;2 6337 385 93813,012 14 15 16 17 18 19 20 21 24 26 27 28
Custo para realizacdo: | 813879
Valor do Portfélio: | 110,586677
Vetor K46-FS: | 0,001 0,000 0,014 0,021 0,001 0,851 0,107
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 10 30 31 32 33 35 38 40

Custo para realizacdo:

813879

Valor do Portfélio:

110,863443
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ANEXO P - Resultados das 10 repetic6es da aplicacdo do algoritmo genético

(MA(— ai|yi=0) € KAG_ED - CaSO ”)

Repeticdes do algoritmo genético para determinag&o do vetor K4¢—£D

Vetor KAG-ED:

0,332 0,000 0,000 0,000 0,000 0,332 0,334

Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 1 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 103,410895
Vetor K46-ED: | 0,333 0,000 0,000 0,000 0,000 0,332 0,334
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 2 30 31 32 33 35 38 40
Custo para realizagdo: | 813879
Valor do Portfélio: | 103,404300
Vetor K46-ED: | 0,332 0,000 0,000 0,000 0,000 0,332 0,335
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 3 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 103,406480
Vetor K46-ED: | 0,333 0,000 0,000 0,000 0,000 0,332 0,334
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 4 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 103,404300
Vetor K46-ED: | 0,333 0,000 0,000 0,000 0,000 0,332 0,334
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 5 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 103,404300
Vetor KA6-ED- | 0,333 0,000 0,000 0,000 0,000 0,332 0,334
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 6 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 103,40430
Vetor KA6-ED- | 0,332 0,000 0,000 0,000 0,000 0,332 0,335
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 7 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 103,406480
Vetor KA6-ED- | 0,332 0,000 0,000 0,000 0,000 0,332 0,334
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 8 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 103,410895
Vetor KA6-ED: | 0,331 0,000 0,000 0,004 0,000 0,329 0,334
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 9 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 103,27710
Vetor KAG6-ED- | (0,332 0,000 0,000 0,000 0,000 0,332 0,334
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 10 30 31 32 33 35 38 40

Custo para realizacdo:

813879

Valor do Portfélio:

103,410895
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ANEXO Q - Resultados das 10 repeticoes da aplicacdo do algoritmo genético

(MA(_ -0 € KA¢- Caso 1)

Repeticdes do algoritmo genético para determinacéo do vetor K4¢

Vetor K46: | 0,039 0,010 0,000 0,005 0,000 0,928 0,017
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 1 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 112,141136
Vetor K46: | 0,013 0,001 0,010 0,008 0,000 0,893 0,072
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 2 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 111,691408
Vetor K46: | 0,019 0,000 0,000 0,000 0,015 0,817 0,148
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 3 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 110,602957
Vetor K46: | 0,000 0,002 0,009 0,005 0,000 0,914 0,069
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 4 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 112,015806
Vetor K46: | 0,000 0,043 0,000 0,000 0,006 0,842 0,107
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 5 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 110,592154
Vetor K4¢: | 0,000 0,002 0,000 0,012 0,003 0,877 0,104
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 6 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 111,427214
Vetor K4¢: | 0,000 0,043 0,000 0,000 0,000 0,852 0,103
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 7 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 110,851970
Vetor K46: | 0,024 0,000 0,010 0,000 0,000 0,917 0,048
Projetos Selecionados: 1245678910 12 14 15 16 17 18 19 20 21 24 26 27 28
Teste 8 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 112,142323
Vetor K4¢: | 0,007 0,000 0,010 0,000 0,000 0,785 0,197
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 9 30 31 32 33 35 38 40
Custo para realizacdo: | 813879
Valor do Portfélio: | 110,400277
Vetor K46: | 0,000 0,000 0,001 0,005 0,022 0,899 0,071
Projetos Selecionados: 124567891012 14 15 16 17 18 19 20 21 24 26 27 28
Teste 10 30 31 32 33 35 38 40

Custo para realizagdo:

813879

Valor do Portfélio:

111,4803248
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ANEXO R — Resultados das 10 repeticdes da aplicacdo do algoritmo genético

(MA( ) e KAEP - Caso 1)

Repeticdes do algoritmo genético para determinagéo do vetor K4¢-ED

Vetor KAG-ED:

0,486 0,000 0,000 0,000 0,000 0,022 0,491 0,000

Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 1819 20 21 25 26
Teste 1 " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,509827
Vetor K46-ED- | 0,490 0,000 0,000 0,000 0,000 0,016 0,493 0,000
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 1819 20 21 25 26
Teste 2 " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfolio: | 117,623275
Vetor KA6-ED- | 0,481 0,000 0,000 0,000 0,000 0,033 0,484 0,000
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 1819 20 21 25 26
Teste 3 "1 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,33332
Vetor K46-ED- | 0,493 0,000 0,000 0,000 0,000 0,008 0,498 0,000
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 1819 20 21 25 26
Teste 4 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,7475854
Vetor K46-ED- | 0,490 0,000 0,000 0,002 0,001 0,006 0,493 0,003
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 1819 20 21 25 26
Teste 5 " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,540059
Vetor K46-ED: | 0,499 0,000 0,000 0,000 0,000 0,000 0,500 0,000
Projetos Selecionados: 123456781011 12 13 14 15 16 17 1819 20 21 25 26
Teste 6 " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,90603
Vetor K46-ED: | 0,495 0,000 0,000 0,000 0,000 0,004 0,498 0,000
Projetos Selecionados: 123456781011 12 13 14 15 16 17 1819 20 21 25 26
Teste 7 " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,826665
Vetor K46-ED- | 0,493 0,000 0,000 0,000 0,000 0,009 0,497 0,000
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 1819 20 21 25 26
Teste 8 " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,736358
Vetor K46-ED- | 0,493 0,000 0,000 0,000 0,000 0,004 0,499 0,001
Proietos Selecionados: 1234567810 11 12 13 14 15 16 17 1819 20 21 25 26
Teste 9 ) " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,7450135
Vetor K46-ED- | 0,497 0,000 0,000 0,000 0,000 0,003 0,498 0,000
Proietos Selecionados: 1234567810 11 12 13 14 15 16 17 1819 20 21 25 26
Teste 10 ) " | 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 117,855183
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ANEXO S - Resultados das 10 repeti¢des da aplicacdo do algoritmo genético

(MA( c,,, ) € K¢ - Caso 1)

Repeticdes do algoritmo genético para determinacdo do vetor K4¢

Vetor KAG:

0,931 0,009 0,000 0,000 0,000 0,036 0,022 0,000

Projetos Selecionados: 123456710 11 12 13 14 15 16 17 18 19 20 21 24 25 26
Teste 1 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 883371
Valor do Portfélio: | 122,757638
Vetor K46: | 0,917 0,025 0,000 0,004 0,000 0,022 0,031 0,000
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 2 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 122,550998
Vetor K4¢: | 0,870 0,005 0,000 0,000 0,000 0,007 0,117 0,000
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 18 19 20 21 25 26
Teste 3 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 122,256931
Vetor K4¢: | 0,770 0,014 0,010 0,000 0,000 0,065 0,138 0,000
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 18 19 20 21 25 26
Teste 4 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 120,324070
Vetor K4%: | 0,869 0,001 0,020 0,000 0,000 0,016 0,090 0,000
Projetos Selecionados: 1234567810 11 12 13 14 15 16 17 18 19 20 21 25 26
Teste 5 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 122,157724
Vetor KAG: | 0,946 0,000 0,002 0,000 0,000 0,000 0,048 0,000
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 6 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfolio: | 123,350967
Vetor KA¢: | 0,849 0,000 0,042 0,000 0,000 0,041 0,066 0,000
Projetos Selecionados: 123456781011 12 13 14 15 16 17 18 19 20 21 25 26
Teste 7 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 884361
Valor do Portfélio: | 121,568546
Vetor K4¢: | 0,917 0,000 0,000 0,008 0,000 0,038 0,036 0,000
Projetos Selecionados: 12345681011 12 13 14 15 16 17 18 19 20 21 24 25 26
Teste 8 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 878887
Valor do Portfélio: | 122,477860
Vetor K4¢: | 0,901 0,036 0,000 0,002 0,000 0,038 0,021 0,000
Projetos Selecionados: 12345671011 12 13 14 15 16 17 18 19 20 21 24 25 26
Teste 9 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 883371
Valor do Portfolio: | 122,221723
Vetor K46: | 0,945 0,011 0,039 0,000 0,000 0,003 0,000 0,000
Projetos Selecionados: 12345671011 12 13 14 15 16 17 18 19 20 21 24 25 26
Teste 10 27 28 29 30 31 32 33 34 35 36 37 38 39 40
Custo para realizacdo: | 883371
Valor do Portfélio: | 123,227176
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